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Eksik veri problemleri, model olusturma ve veri analizi siireglerinde siklikla karsilagilan bir sorun olarak 6ne ¢ikar. Bu ¢alisma, eksik veri
sorununun ¢dziimiinde kullanilan tshmet yéntemlerinin bu zorlugu asmadaki performanslarina odaklanmustir. {1k olarak, her yontem igin
ozel veri 6n isleme yaklagimlarini benimsenmistir. Bu yaklasimin temel nedeni, bazi yéntemlerin veri kiimesini dogrudan isleyebilme
yetenegine sahipken, digerlerinin tarih formati ve kategorik verileri isleme gibi ¢esitli zorluklarla karsilasmasindan kaynaklanir. Ancak,
ilk asama her zaman veri kiimesinin kalitesini artirmaya yonelik adimlari i¢erir. Bu adimlar, veri kiimesini daraltma, eksik veri kontroli,
tarih bigimini diizenleme ve kategorik verileri sayisal degerlere doniistiirme gibi islemleri igerir. Her kullanilan eksik veri ¢ziim yontemi,
yontemin mantigini, gerektiginde ilgili formiilleri ve uygulamada nasil kullanildigini ayrintili olarak ele almistir. Farkli tohmet yontemleri
arasinda Dogrusal ve Polinom Interpolasyonu, Asirt Gradyan Giiglendirme (XGBoost), K en Yakin Komsu (K-NN), Karar Agaci
Regresyonu, Dogrusal Regresyon, Cok Katmanli Algilayict Regresor (MLPRegressor), Basit Téhmet, Yumusak Téhmet, Histogram
Tabanli Gradyan Gii¢lendirme Regresyon Agaci, Rastgele Orman Regresyonu, MissForest, Catboost ve Zincirleme Denklemler ile Coklu
Tohmet gibi gesitli yontemler bulunmaktadir. Bu yontemlerin kullanilmasi sirasinda bazen hiperparametre optimizasyonu gerekebilir. Bu
optimizasyon iglemleri i¢cin HyperOpt, Optuna, Izgara Arama ve Rastgele Arama gibi optimizasyon yontemleri kullanilmistir. Hangi
optimizasyon yonteminin hangi tdhmet yontemi igin en iyi sonucu verdigi belirlendikten sonra, bu yontemlerle elde edilen sonuglar
kargilastirilmistir. Sonuglar boliimiinde her yontemin performansi degerlendirilmis ve karsilagtirilmistir. Bu kiyaslarin sebebi literatiirdeki
benzer calismalarin ¢ogunun birbirinden farkli yontemleri daha basarili olarak 6ne ¢ikartmasindan meydana gelen belirsizlikten
kaynaklidir. Veri kiimelerinin ve parametre degerlerinin farkliligindan kaynaklanan bu belirsizlik durumlarinda gergekten de en iyi tohmet
yontemleri ¢alismadan ¢alismaya degiskenlik gosterebilmektedir. Bu ¢alismada ise XGBoost ve CatBoost, topluluk 6grenme kategorisine
ait agag tabanli algoritmalari olarak oldukga iyi performans gostermistir. Topluluk 6grenmesi, birden fazla modelin kombinasyonunu
kullanarak daha iyi tahminler yapmay1 amaglayan bir yaklasimdir. Yine olduk¢a basarili performans gosteren iki tohmet yontemi ise,
ornek tabanli bir siniflandirma ve regresyon algoritmasi olan K-NN ve agag tabanli bir yaklasim olan Karar Agaci Regresyonu algoritmasi
olarak belirlenmistir. Bu kazanimlar, veri analizi ve model olusturma siire¢lerinde daha basarili olabilmeyi desteklemistir. Bu ¢alismadaki
temel hedef, eksik veri probleminin ¢6ziimiine dair kapsamli bir bakis agis1 sunmaktir. Ayn1 zamanda arastirmacilar ve veri analistleri

igin, eksik veri problemi ile basa ¢ikma konusunda gesitli yontemleri anlama ve uygulama konusunda rehberlik etmeyi de hedeflemektedir.

Anahtar Kelime veya Kelime Gruplar:: Eksik Veri Problemi, Veri On Isleme, Céziim Yontemleri, Performans
Degerlendirmesi, Eksik Veri Coziimi

Missing data problems are frequently encountered in model building and data analysis processes. This study focusses on the performances
of the methods used in solving the missing data problem in overcoming this challenge. Firstly, specific data preprocessing approaches are
adopted for each method. The main reason for this approach is that some methods have the ability to process the dataset directly, while

others face various challenges such as date format and handling categorical data. However, the first phase always includes steps to improve
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the quality of the dataset. These steps include operations such as narrowing the dataset, checking for missing data, organising the date
format and converting categorical data into numerical values. Each used missing data resolution method has discussed in detail the logic
of the method, the relevant formulae where necessary, and how it is used in practice. Different imputation methods include Linear and
Polynomial Interpolation, Extreme Gradient Boosting (XGBoost), K-Nearest Neighbour (K-NN), Decision Tree Regression, Linear
Regression, Multilayer Perceptron Regressor (MLPRegressor), There are various methods such as Simple Fiduciary, Soft Fiduciary,
Histogram Based Gradient Boosting Regression Tree, Random Forest Regression, MissForest, Catboost and Multiple Fiduciary with
Chaining Equations. During the use of these methods, hyperparameter optimisation may sometimes be required. Optimisation methods
such as HyperOpt, Optuna, Grid Search and Random Search were used for these optimisation processes. After determining which
optimisation method gives the best results for which method, the results obtained with these methods are compared. In the results section,
the performance of each method is evaluated and compared. The reason for these comparisons is the uncertainty arising from the fact that
most of the similar studies in the literature emphasise different methods as more successful. In these uncertainty situations arising from
the difference in datasets and parameter values, the best imputation methods may indeed vary from study to study. In this study, XGBoost
and CatBoost performed quite well as tree-based algorithms belonging to the ensemble learning category. Ensemble learning is an
approach that aims to make better predictions by using a combination of multiple models. Two other highly successful algorithms are K-
NN, an instance-based classification and regression algorithm, and Decision Tree Regression, a tree-based approach. These gains
supported the ability to be more successful in data analysis and model building processes. The main goal of this study is to provide a
comprehensive perspective on solving the missing data problem. It also aims to provide guidance for researchers and data analysts in

understanding and applying various methods of dealing with the missing data problem.

Keyword or Word Groups: Missing Data Problem, Data Preprocessing, Solution Methods, Performance Evaluation, Missing
Data Solution

1 GIRiS

Eksik veya kay1p veri problemi bir veri kiimesindeki bazi verilerin eksik oldugu durumlarda meydana gelir. Bu durum
veri analitifi ve makine Ogrenimi gibi alanlarda sorun yaratmaktadir. Eksik olan veriler veri kiimesinde ¢ok fazla
bulunuyorsa, bulunduklar1 veri kiimesinin kalite ve giivenilirligini biiyiik oranda diisiiriirler. Eksik veri probleminin
iistesinden gelmek icin téhmet teknikleri kullanilir. Téhmet bilmedigin bir konuda biliyormus gibi davranmak anlamina
gelir. Ingilizce literatiirde ise “imputation” olarak geger ve bu kelimenin kaynagi “yiiklemek” anlamina gelen Latince
“imputare” kelimesinden tiiretilmistir [1].
Tohmet teknikleri gliniimiizde bir ¢ok alanda etkili bir sekilde kullanilmaktadir. Saglik ve tip alaninda saglik verileri eksik
veya hatali olabilir. Ornek olarak, "Inference and Prediction Diverge in Biomedicine" [2] adli calismada, arastirmacilar,
insan sagligi ve hastaliginin bilimsel arastirmasinda ¢ikarim ve tahmin analiz hedeflerinin iki yiizii oldugunu
belirtmektedir. Bu makalede, dogrusal modeller kullanilarak eksik verilerin tahmin edilmesi ve en iyi tahmin edici degisken
kiimelerinin bulunmasi i¢in ortak dogrusal modelleme uygulamalarinin sonuglart karsilastirilmistir. Bir diger saglik
alanindaki caliyma olan "Multiple imputation for missing data in epidemiological and clinical research: potential and
pitfalls" [3] isimli caligmada, ¢oklu t6hmetin epidemiyolojik ve klinik arastirmalarda nasil kullanilabilecegi ve potansiyel
riskleri incelenmistir.
Sosyal bilimlerde, anket verileri veya sosyal anketlerle toplanan verilerde eksik yamtlar yaygindir. Tohmet, sosyal
bilimlerdeki aragtirmalarda eksik verilerin etkilerini azaltmak i¢in kullanilir. Bu konudaki 6rnek bir ¢alisma olarak Gabriele
B. Durrant tarafindan kaleme alinan “Imputation Methods for Handling Item-Nonresponse in the Social Sciences: A
Methodological Review” [4] gosterilebilir.
Finans sektoriinde ise finansal verilerde eksik veya hatali veriler, yatirim stratejilerini degerlendirmeyi zorlastirabilir.
Téhmet, finansal verilerin analizinde risk tahminleri ve portfoy yonetimi gibi alanlarda kullanilir. Ornek olarak "Imputation
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Methods for Incomplete Dependent Variables in Finance" [5] isimli ¢alismada, finansal uygulamalarin birgcok 6zelligi eksik
veri probleminden muzdarip bir sekilde karsimiza gikar ve eksik verileri etkili ve yaniltici parametre tahminleri sunmayan
standart gegici eksik veri doldurma yontemlerinin bu durumla basa ¢ikamadigini gosteriyor.

Pazarlama sektdriinde pazarlama verileri ve miisteri bilgileri eksik veya hatali olabilir. Téhmet, miisteri davranislarini
analiz etmek ve hedefleme stratejilerini gelistirmek i¢in kullanilabilmektedir. Bu husustaki ¢aligmalardan birisi olan
"Multiple Imputation of Missing Data in Marketing" [6] arastirmasinda, gergek diinya pazarlama verilerinde farkli tohmet
yontemleri degerlendirilmistir. Bu yontemler arasinda ortalama t6hmet (mean imputation), ¢oklu téhmet (multiple
imputation), ardisik regresyon agaci téhmeti (sequential regression tree imputation) ve ardisik rastgele orman tdhmeti
(sequential random forest imputation) yer almaktadir. Calisma sonunda en iyi sonuglarin ardisik rastgele orman tohmeti
yonteminden elde edilmis oldugu belirtilmektedir.

Egitim alaninda 6grenci performans: ve egitim programlar ile ilgili eksik bilgiler mevcut olabilir. Téhmet, egitim
alanindaki arastirmalar ve egitim politikalarinin degerlendirilmesinde de kullanilabilir. “Imputation methods for missing
data in educational diagnostic evaluation” [7] isimli ¢alismada, 5000 dgrencinin verileri kullanilmistir. Eksik veri seviyeleri
%35, %10 ve %20 olarak belirlenmistir. Liste silme (listwise deletion), 6ge ortalamasiyla degistirme (item mean
replacement), 6grenci ortalamasryla degistirme (student mean replacement), diizeltilmis 6grenci ortalamasiyla degistirme
(adjusted student mean replacement), c¢oklu regresyon (multiple regression) ve yardimci degiskenlerle beklenti-
maksimizasyon (EM) algoritmas1 gibi farkli yaklasimlar ile sonuglar elde edilmistir. EM algoritmasi ile elde edilen
sonuglar en uygun olarak belirlenmistir. Bu sonuglar, kayip verilerin kurtarilmasinin, kayip verilerin kurtarilmasi i¢in farkli
yontemlerin uygun bir kombinasyonunun kullanilmasiyla daha dogru oldugunu gostermektedir.

Biyoinformatik alaninda genetik veriler ve protein analizleri gibi verilerde eksik veya hatal1 bilgiler bulunabilir. T6hmet,
biyoinformatikte eksik genetik veya proteomik verilerin tamamlanmasina da yardimci olabilir. “Evaluation of different
approaches for missing data imputation on features associated to genomic data” [8] isimli ¢aligmada genomik veriler
baglaminda, ClinVar'dan toplanan 31.245 varyanti kullanarak ve 13 genomik 6zellikle anotasyonlanmis olarak, alt1 tdhmet
yaklagimim tartigmaktadir. Sonuglar, rastgele orman ve K-nn algoritmalarinin uygulanan veri kiimesinde en iyi
performansi gosterdigini gostermektedir.

Tohmet teknikleri, gevre bilimlerindeki birgok alanda da kullamlmaktadir. Ornegin, hava kirliligi, hidroloji ve gevre izleme
gibi alanlarda eksik verilerin yerine konmasi i¢in tohmet teknikleri kullanilmaktadir. Hava kirliligi ile ilgili “Imputation
methods for addressing missing data in short-term monitoring of air pollutants” [9] isimli ¢alisma hava kirliligi izleme
verilerindeki eksik verileri ele almak igin kullanilan tdhmet yontemlerini incelemektedir. Bu ¢alismada diger ¢aligmalardan
farkli olarak markov, rastgele, medyan ve ortalama tohmet teknikleri en iyi performans: gostermistir. Coklu téhmet
yontemleri, tiim kayip diizeylerinde en kotii performans gdsteren tohmet yontemleri olmustur.

Is idaresi ve is zekas1 alaminda ise miisteri satiglari, envanter yonetimi ve finansal raporlar gibi is verileri, eksik veya hatali
olabilir. Téhmet, is yonetimi ve is zekas1 uygulamalarinda kullanilarak is kararlarimi destekleyebilir. Ornegin “Comparison
of imputation methods for missing production data of dairy cattle” [10] adli ¢aligma, siit sigirlarinin {iretim verilerindeki
eksikliklerin tamamlanmasi igin farkli t6hmet yontemlerinin karsilagtirilmasim ele almaktadir. Bu yontemler arasinda,
¢oklu dogrusal regresyon (multiple linear regression), karar agaci regresyonu (decision tree regressor), rastgele orman,
gradyan arttirma (gradient boosting) ve yapay sinir aglar1 yer almaktadir. Makale, bu yontemlerin performanslarini
karsilastirmak icin bir dizi istatistiksel Ol¢iit kullanmistir. Sonug olarak, karar agaci regresyonu yonteminin en iyi
performansi gosterdigi belirlenmistir.

Bu alanlar, tdhmetin yaygin olarak kullanildig1 bazi temel alanlardir, ancak aslinda eksik verilerin oldugu hemen hemen
her veri analizi baglaminda téhmet teknikleri kullanilabilir. Eksik verilerin etkili bir sekilde ele alinmasi, daha giivenilir
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sonuglarin elde edilmesine yardimci olabilir. Gegmiste tohmet icin genellikle basit teknikler kullanilryordu lakin
giiniimiizde, kaybolan verileri diizeltmek i¢in daha gelismis yontemler kullanilmaktadir.

Veri kiimesinde eksik veriler ‘-, “?” veya ‘nan’ gibi sembollerle ifade edilirken bazen de tamamen bos gegilerek ifade
edilir. Eksik veri problemini analiz ederken, eksikligin rastgele mi yoksa belirli bir sira veya nedene sahip olup olmadigini
bilmek dnemlidir. Bu veri kiimesinin anlasilmasi ve eksik verilerin uygun sekilde ele alinmast i¢in énemli bir rol oynar.
Veri kiimesindeki eksik verilerin eksikliginin sebebini aragtirmak i¢in ii¢ yaklasim mevcuttur, bunlar: MAR (Missing at
Random / Rastgele Kayip), MNAR (Missing Not at Random / Rastgele Olmayan Kayip), MCAR (Missing Completely at
Random / Tamamen Rastgele Olan Kayip) [11]. Once veri kiimesinin hangi kategoride oldugunu belirlenirse eger,
kullanilacak téhmet yontemlerinden dogru olan teknigin secilmesine yardimer olabilir. Ornek olarak veriler tamamen
rastgele kay1p kategorisinde ise interpolasyon teknikleri ile tdthmet yapmak, veride bir dogru yakalanmas1 zorlagacagi icin
saglikli sonuglar vermeyebilir. Bu sebeple eksik verinin kaynagi, sebepleri ve veri kiimesine gore farkli t6hmet
tekniklerinden farkli verimler alabilmektedir. Ornegin “Comparison of Performance of Data Imputation Methods for
Numeric Dataset” [12] adl1 ¢alismada, kullanilan ortalama t6hmet (mean imputation), medyan téhmet (median imputation),
mod tohmet (mode imputation), regresyon tohmet (regression imputation), K-En Yakin Komsu t6hmeti (K-Nearest
Neighbor imputation) yontemlerinden yapilan analiz sonuglarina gore, K-nn yontemi en iyi sonucu vermistir. Bir baska
calisma olan Beuth University of Applied Sciences tarafindan hazirlanan "A Benchmark for Data Imputation Methods"
[13] baslikli makale, ger¢ekei kosullar altinda gesitli tohmet tekniklerinin performansi iizerine bir ¢aligmayi igermektedir.
Makalede kullanilan tdhmet tekniklerinden (ortalama/mod tohmet, K-nn t6hmeti, rastgele orman téhmeti, ayristirict derin
ogrenme tohmeti (discriminative deep learning imputation)) alinan sonuglara goére ise rastgele orman téhmeti yontemi 6ne
¢ikmaktadir.

2 VERI KUMESI VE VERI ANALIZI
Bu boliimde eldeki veri kiimesine goz atilacak ve veri kiimesindeki eksik veriler hakkinda bilgi edinip eksik verileri

tahmin edebilmek i¢in veri 6n isleme adimlarinin uygulanmasi agiklanacaktir.

2.1 Veri Kiimesi

Tablolar Eksik veri probleminin ¢dzlimiine yonelik deneyimlerde kullanilan veri kiimesi, fatura bilgilerini icermektedir.
Veri kiimesinde eksik veri yoktur ve Toplam 29104 satirdan olusan bu veri kiimesi Tablo 1’de belirtilmistir.

Tablo 1: Calismada kullanilan veri kiimesinin bilgilerini icermektedir.

Degisken Veri Tipi Acgiklama
InvoicelD int64 islemin kimligi.
Date object islem tarihi.
ProductID int64 Uriin kodu.
TotalSales float64 Satis fiyati.
Discount float64 Indirim tutar1.
CustomerID int64 Misteri kimligi.
Quantity int64 Uriin adedi.

Analizi daha anlasilir bir sekilde ele almak amaciyla bu arastirmada yalnizca belirli bir miisterinin verileri ele
alinmistir. Bu sekilde veri kiimesi hakkinda daha detayl analiz yapilacaktir.
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2.2 Kayip Veri Durumlari

Kayip veya eksik veri durumlari, eksik verilerin nasil olustugunu ve bu eksik verilerin veri analizine etkisini belirlemede
yardimcet olur. MCAR (Tamamen Rastgele Kayip) olarak adlandirilan bu durumda eksik veriler tamamen rastgele ve
kontrol dis1 bir sekilde olusmustur. Eksik verilerin olusmasinda diger verilerin bir etkisi yoktur. Genellikle teknik veya
insan kaynakli sebeplerden meydana gelmistir. Ornegin, bir anket yanitlayan bir katilimcinin bir soruyu gérmeyip bos
birakmast MCAR mekanizmasina 6rnek verilebilir [15].

Bir diger durum ise MAR (Rastgele Kayip) durumudur. Bu durumda ise eksik verilerin olusumu diger degiskenlerle
iligkilidir ama eksik verilerin kendisiyle iliskili degildir. Yani eksik veri miktar1 diger degiskenlerin degerlerine bagh
olabilir. Ornekleme veya veri toplama siirecindeki bazi faktorlerin eksik verilere etkisi olduguna isaret eder. Buna drnek
olarak, yine bir ankette bazi sorularin belirli bir grup tarafindan yamtlanmamasi érnek verilebilir [16].

Son durum ise MNAR (Tamamen Rasgele Kayip) durumudur. Bu durumda, eksik verilerin olusumu eksik verinin
kendisi ile iliskilidir. Yani, eksik verilerin olusumu, eksik verinin degeri veya ol¢limiiniin disindaki bir faktore baglidir.
MNAR durumu genelde gézlemcinin veya katilimcinin 6zelliklerine bagli ortaya ¢ikar, anket ¢alismasinda gelir diizeyiyle
ilgili sorular1 yiiksek gelirli katilimcilarin yanitlamamasi durumu buna 6rnek verilebilir.

Eksik veri durumlarini anlamak, eksik verilerle nasil basa ¢ikilacagina karar vermek i¢in 6nemlidir. Her durum farkli
analiz veya tohmet teknigi gerektirebilir. Tohmet teknikleri iizerinde arastirma yiirlitmek adina iizerinde deneyler
yiiriitiilecek olan “Retail Data Set” [DOI: 10.34740/kaggle/ds/3067824] adli veri kiimesinde rastgele belirlenen bir
miisterinin rastgele segilen discount (indirim) verilerinden bazilari silinip yerine ‘nan’ yazilmistir. Bu olusturulan senaryo
sadece bir miisteri icin rastgele kayip veri igerdiginden ve kayiplik herhangi bir gozlenen veya gozlenmeyen degiskene
bagli olmadigindan 6tiirii MCAR kategorisine girmektedir.

2.3 Veri Kiimesi On isleme

Veri kiimesindeki on isleme adimlari, 6ncelikle miisteri fatura bilgilerinin odaklandig: bir veri kiimesinin secilmesiyle
baslamistir. Ardindan, veri kiimesi detayli bir incelemeye tabi tutulmus ve "nan" olarak isaretlenecek eksik degerler
belirlenmistir, bu degerler tamamen rastgele se¢ilmis bir miisterinin yine tamamen rastgele bir sekilde indirim verileri
iizerinde belirlenmistir ve bu degerler daha sonra tohmet yontemleri ile karsilagtirmak tizere ayrilmistir. Tarih stitunundaki
verilerin uygun formatta oldugundan emin olmak i¢in kontrol edilmis ve tarih verileri islenebilir hale getirilmistir.
"Discount" siitunundaki yiiksek indirim degerleri belirlenmis, ancak bu anormal degerler diizeltilmemis veya
diizeltilmemistir, zira anomali tespiti ve ¢0ziimii i¢in ayr1 bir ¢alisma gerekmektedir. Son olarak, "InvoicelD", "ProductID"
ve "CustomerID" gibi kategorik veriler, makine O6grenimi modellerine dahil edilebilmesi igin sayisal degerlere
doniistiiriilmiistiir, bu sayede modelin kategorik verileri daha iyi islemesi saglanmustir.

3 HIiPERPARAMETRELER

Makine 6grenimi ve derin 6grenme gibi algoritmalarin performansim etkileyen parametrelerin bir alt kiimesi olan
hiperparametreler, algoritmalarin davranigini yonlendiren ve modelin genel performansini belirleyen degerlerdir. Modelin
egitim siireci boyunca bu hiperparametreler degistirilerek en iyi sonug elde edilmeye ¢alisihr. Ornek olarak, dgrenme hizi,
epoch sayisi, ag yapist gibi parametreler hiperparametre ornekleri arasinda sayilabilir [18]. Bilingsizce girisi yapilan
hiperparametre degerleri, kullanilan yontemlerden alinacak verimi diisiirebilir, bu yiizden bu hususta dikkatli olmak
gerekmektedir. Hiperparametre degerlerinin uygun bir sekilde belirlenmesinde yardimer olacak c¢esitli yontemler
mevcuttur.
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3.1 Izgara Arama (Grid Search)

GridSearch, hiperparametre optimizasyonu i¢in kullanilan olduga bilindik bir yontemdir. Bu yontem, belirli bir
hiperparametre uzayinda denemeler yaparak en iyi hiperparametreleri bulmaya ¢alisir [19]. Bu denemeler sonucunda elde
edilenler, belirlenen bir metrik (6rnegin, dogruluk orani veya ortalama karesel hata) kullanilarak degerlendirilir. Bir
parametre kiimesindeki her bir hiperparametre kombinasyonunu deneyerek, en iyi hiperparametre degerlerini bulmaya
calisir. Bu kombinasyonlar bir "grid" noktas: olarak adlandirilir. GridSearch, tanimlanan kombinasyonlar: denedigi i¢in
islemci giiciinii yogun bir sekilde kullanabilir ancak elde edilen sonuglar ¢cogu zaman daha iyi performans saglar [19, 20].
GridSearch yontemi, hiperparametre ayarini sistemli ve kapsamli bir sekilde gergeklestirerek, en iyi sonuclari elde etme
olasiligini artirtr. Ayrica, birden fazla hiperparametre etkilesimi dikkate alindiginda bile etkili bir sekilde kullanilabilir.
Bu, modelin veya tohmetin performansini artirabilir.

Ancak, GridSearch'in bazi dezavantajlari da vardir. Ozellikle biiyik veri kiimeleri veya karmasik modellerle
kullanildiginda, tiim olasi hiperparametre kombinasyonlarmi denedigi i¢in uzun siirebilir. Bu nedenle, egitim siireleri
uzadikg¢a daha fazla hesaplama giicii gerekebilir. Ayrica, iyi sonuglar elde etmek i¢in hiperparametre araliklari ve adimlari
dikkatlice segilmelidir.

Sonug olarak, hiperparametrelerin optimize edilmesi ve tohmet sonuglarmin gosterecegi performansin artirilmasi biiyiik

bir 6neme sahiptir. Bu yontem hiperparametrelerin en iyi kombinasyonunu bulmakta kullanilan etkili araglardan birisidir.

3.2 Rastgele Arama (Random Search)

Rastgele arama, bir optimizasyon yontemidir ve hiperparametre ayarlarini belirlemek i¢in kullanilir [19]. Belirli bir
aralik icerisindeki hiperparametre degerleri rastgele segilir ve bu degerlerle model egitilir [19]. Rastgele arama,
hiperparametre optimizasyonunda basit ancak etkili bir baslangic noktasi saglayan bir yaklasimdir [19]. Model
performansin artirmak i¢in kullanilan hiperparametreler (6rnegin, 6grenme hizi, epoch sayisi, gizli katman sayisi vb.)
rastgele arama yontemiyle belirlenebilir.

Rastgele arama yontemi, birgok avantaj ve dezavantaja sahiptir. Avantajlarmin basinda, uygulamasinin kolaylig1 ve
baslangigta iyi sonuglar elde etme potansiyeli gelir. Bu yontem, hiperparametre uzayindaki farkli bolgelere hizla erigebilme
yetenegi sayesinde genis bir alan1 kesfetme yetenegi sunar. Ayrica, hiperparametre uzayini genis bir sekilde kesfetmek ve
potansiyel olarak iyi sonuglar elde etmek i¢in 6zel olarak tasarlanmistir.

Ancak rastgele aramanin dezavantajlari da vardir. Oncelikle, rastgele segimler hiperparametre uzayindaki énemli bolgelere
odaklanmadan rastgele degerler segebilir, bu da zaman zaman verimsiz sonuglar dogurabilir. Ayrica, Snemli
hiperparametre degerlerini atlayarak daha iyi sonuclar elde etmek igin daha fazla deneme yapilmasini gerektirebilir.
Random Search yontemi, ilk kez Bergstra ve Bengio tarafindan 2012 yilinda 6nerildi [23]. Bu ¢alismada, rastgele aramanin
grid search yontemine gore daha etkili oldugu gosterildi [23]. Daha sonraki yillarda, bu yontem makine 6grenimi
toplulugunda popiiler hale geldi ve cesitli ¢aligmalarla gelistirildi [23]. Bunlarin yaninda giiniimiizde rastgele arama
yontemi daha sofistike yontemlerle birlestirilerek daha verimli hale getirilmistir.

3.3 Bayes Optimizasyonu (Bayesian Optimization)

Bayes Optimizasyonu, genel maksatta karmasik ve pahali bir sekilde optimize gerektiren gérevleri en etkili sekilde
bulmaya ¢alisan bir makine dgrenimi yontemidir [24, 25, 26]. Bu yontem, 6zellikle hiperparametre ayarlama gibi gergek
diinya uygulamalarinda kullanilir [24, 25]. Bayes Optimizasyonu, belirli bir amag¢ fonksiyonunu (genellikle bir 6grenme
algoritmasinin performansini élgen) optimize etmeyi amaglar ve smirli sayida deney yaparak optimum noktay1 bulmaya
calisir [24, 26, 27]. Matematiksel olarak, Bayes optimizasyonu, Bayes teoremi kullanilarak aciklanabilir. Bayes teoremi,



Ugur Can, Eksik Veri Probleminin Céziimii, YBS Ansiklopedi, v.12, is. 1, 2024 30

bir olayn olasiligini, olayin ger¢eklesmesine neden olan diger faktdrlerin olasiliklarina dayanarak hesaplar. Bayes
optimizasyonunda, bu teorem, hiperparametrelerin degerlerinin olasiliklarin1 hesaplamak i¢in kullanilir. Bu olasiliklar,
daha onceki denemelerin sonuglarina dayanarak giincellenir ve daha iyi sonuclar elde etmek i¢in kullanilir. Eksik veri
probleminin ¢6ziimii i¢in tohmet tekniklerinde gerektigi zaman Bayes Optimizasyonu da kullanilabilir.

Bayes Optimizasyonunun avantajlar1 sunlardir. {lk olarak, az sayida deney yaparak optimum noktay: bulma yetenegi,
zaman ve kaynak tasarrufu saglar. Bu, 6zellikle deneme maliyetlerinin ytiksek oldugu durumlarda biiyiik bir avantajdir.
Ikincisi belirsizlikleri modele dahil eder ve bu sayede gercek diinya problemlerinde daha iyi sonuglar elde edilmesini
saglar. Ugiincii olarak, Bayes Optimizasyonu, yiiksek boyutlu parametre uzaylarinda da etkili bir sekilde galisabilir. Bu,
¢ok sayida degisken igeren optimizasyon problemleri i¢in olduk¢a dnemlidir. Son olarak, Bayes Optimizasyonu, siddetli
non-diferansiyel amag fonksiyonlarryla da calisabilir, bu da onun genis uygulama yelpazesine sahip olmasin saglar.

Ancak, Bayes Optimizasyonunun bazi dezavantajlar1 da vardir. Ilk olarak, iteratif yapisi nedeniyle bazi uygulamalarda
hesaplama maliyeti yiiksek olabilir. Bu, algoritmanin her adimiin hesaplama yogun olabilecegi anlamina gelir. Tkincisi,
basarili sonuglar elde etmek i¢in dogru bir model se¢imi ve baslangi¢ noktasi belirlemek dnemlidir. Yanlig bir model veya
baslangi¢ noktasi, optimizasyonun basarisiz olmasina neden olabilir. Ugiincii olarak, parametre uzayimin boyutu arttikga
optimizasyon daha zor hale gelebilir. Biiyiik parametre uzaylari, optimizasyon problemini karmasiklastirabilir. Son olarak,
algoritma yerel optimumlarda takilabilir ve global optimumu kagirabilir. Bu, bazi durumlarda istenmeyen sonuglara yol
acabilir.

Bayes Optimizasyonu, 1960'larda baslayan ardisik deney tasarimi konseptinin bir gelisimi olarak ortaya ¢ikt1 [26, 29].
1990'larin sonlarina dogru, bu konuda daha fazla teorik temel ve algoritma gelistirildi. Bu alandaki 6nemli doniim
noktalarindan biri, 1998'de "Sequential Model-Based Optimization" (SMBO) adli bir makale ile &nerilen temel
algoritmanin gelistirilmesiydi. Ardindan, alandaki c¢aligmalar hizla artti ve 2000'lerin sonlarma dogru Bayes
Optimizasyonu, hiperparametre ayarlamadan robotik kontroliine kadar birgok uygulama alaninda kullanilan giiglii bir
yontem haline geldi [24, 26, 28].

3.4 HyperOpt

Hyperopt, makine 6grenimi gibi téhmet tekniklerinde de hiperparametre optimizasyonu i¢in kullanilabilen bir Python
kiitiiphanesidir. Hyperopt, hiperparametre optimizasyonunu otomatiklestirerek, kullanicilarin deneme yanilma yontemine
gore degil, daha akilli bir yaklasimla en iyi sonuclar1 elde etmelerini saglayan avantajlara sahiptir. Ayrica, farkl
hiperparametre kombinasyonlarini aym1 anda degerlendirmek igin paralel isleme yetenegi sunar, bu da optimizasyon
stirecini hizlandirir. Hyperopt ayn1 zamanda farkli optimizasyon algoritmalarimi kullanarak hiperparametre arama
stratejilerini uygulama esnekligi sunar.

Ancak, Hyperoptun bazi dezavantajlari da vardir. Ozellikle bazi durumlarda, gok sayida hiperparametre
kombinasyonunu degerlendirmek gerekebilir ve bu yiiksek hesaplama giiciinii gerektirebilir. Ayrica, dogru hiperparametre
araliklarini belirlemek bazen zor olabilir.

Hyperopt, James Bergstra ve arkadaslar1 tarafindan gelistirilmistir ve ilk kez 2012 yilinda "Random Search for Hyper-
Parameter Optimization" adli bir makalede tanitilmistir [23]. Daha sonra Tree-structured Parzen Estimators (TPE)
algoritmastyla birlestirilerek daha akilli bir arama stratejisi sunan Hyperopt kiitiiphanesi olusturulmustur. Hyperopt,
makine dgrenimi toplulugunda popiiler bir hiperparametre optimizasyon aract haline gelmistir [30, 31].
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3.5 Optuna

Optuna, Python programcilarinin hiperparametre optimizasyonunu yapmalarina yardimci olan agik kaynakli bir
kiitiiphanedir. Hiperparametre optimizasyonunda, bir makine 6grenimi modelinin veya bir algoritmanin performansini
artirmak i¢in kullanilan parametrelerin (hypeparametrelerin) en iyi degerlerini bulmay1 amaglar [32]. Optuna, bu siireci
otomatize ederek daha verimli, etkili ve verimli hale getirmeyi hedeflemektedir [32, 33, 34].

Optuna'nin avantajlar1 oldukca cesitlidir. Bu optimize yontemi, belirli bir hiperparametre alanini tarar ve belirli bir
kriteri (6rnegin, dogruluk orani veya hata) en iyi degeri elde etmek i¢in optimize eder. Ayrica, problemi en iyi ¢dzecek
optimizasyon algoritmasini segmek icin farkli secenekler sunar ve bu sayede kullanicilara en verimli sonuglart sunmay1
hedefler. Optuna, optimizasyon siirecini hizlandirmak i¢in birden fazla islemi veya farkli makinelerdeki islemleri
kullanabilir. Bu, optimizasyonun daha hizli ve verimli bir sekilde gerceklestirilmesine yardimct olur. Ayrica, kullanici
dostu bir API saglayarak hiperparametre alanini tanimlamak, optimizasyon algoritmasini segmek ve sonuglari analiz etmek
gibi islemleri basit ve sezgisel hale getirir.

Ancak, Optuna'min baz1 dezavantajlari da vardir. Ozellikle bazi1 6zellikleri veya gelismis optimizasyon algoritmalar
karmagsik olabilir ve kullanicilar igin 6grenme egrisi olusturabilir. Ayrica, Optuna'nin optimize edilen modelin
performansini degerlendirmek igin gercek veriye ihtiya¢ duydugunu unutmamak dnemlidir. Eger yeterli gercek veri yoksa,
hiperparametreler yaniltici sonuglar verebilir ve bu da dikkatli bir kullanim gerektirir. )

Optuna, Preferred Networks adl1 bir Japon yapay zeka arastirma laboratuvari tarafindan gelistirilmistir. Ilk siirtimii 2018
yilinda yayimlanmustir. Gelistiriciler, verimli hiperparametre optimizasyonu saglayan ve agik kaynak olarak kullanilabilen
bir ¢dziim yaratmay1 amacglamislardir [32, 34, 35, 36]. Optuna, zamanla popiilerlik kazanmig ve makine 6grenimi
toplulugunda sikg¢a kullanilan bir hale gelmistir. Kiitiiphane, siirekli olarak giincellenir ve yeni 6zellikler eklenir, boylece
kullanicilar daha fazla problemi daha iyi bir sekilde ¢dzebilirler [32, 34, 35, 36].

Sonug olarak, rastgele arama hiperparametre ayar1 i¢in kullanish bir baglangi¢ noktasi saglayabilir ancak daha gelismis
optimizasyon yontemleri ile birlestirilerek daha etkili hale getirilebilir.

4 KULLANILAN TEKNiKLER

Eksik veri problemini ¢ézmede kullanilan tohmet teknikleri, eksik verileri tahmin etmeyi amaglar. Bu teknikler
istatistiksel yontemler, makine dgrenimi algoritmalar1 veya basit degerlerin atanmasi gibi gesitli yaklasimlar: igerebilir.
Eksik veri sorununu ¢6zmek, veri analizi ve model olusturma siire¢lerinde daha giivenilir sonuglara ulasmak i¢in 6nemlidir.

4.1 Dogrusal interpolasyon

Bir diger deyisle dogrusal interpolasyon, eksik verileri tahmin etmek igin kullanilan yaygin bir yéntemdir. Ozellikle
zaman serisi verileri veya ardisik dl¢limlere sahip veri kiimeleri i¢in kullanighdir [37, 38]. Dogrusal interpolasyonun
mantig1, eksik veri igeren zaman noktasini, bu zaman noktasi etrafindaki bilinen iki noktanin dogrusal bir kombinasyonu
olarak tahmin etmektir [37, 38, 40, 41, 42].

Veri kiimesinde (x1, yl) ve (x2, y2) olarak etiketlenmis bilinen iki nokta arasindaki eksik degeri (missing X,
estimated_y) tahmin etmek i¢in:

tahmini_y = y1 + (x — x1) * (2 —y1) / (x2 — x1))

Dogrusal interpolasyonun avantajlar arasinda basit, hizl1 ve diisiik hesaplama maliyetine sahip olmasi yer alir [37, 38].
Ayrica zaman serisi verileri i¢in de uygundur ve verilerin genel yapisini koruyabilir [37, 38].

Bununla birlikte, dogrusal interpolasyon kullanmanin gesitli dezavantajlari da vardir. Ornegin, veri kiimesi dogrusal
olmayan iliskilere sahipse uygun sonuglar iiretmeyebilir [38, 42]. Ayrica veri kiimesindeki kiigiik dalgalanmalara karsi
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agir1 hassas olabilir ve veri kiimesinin 6tesinde dogru tahminler yapamayabilir [38, 42]. Bunlarin yaninda veri kiimesindeki
yiiksek degiskenligi yakalayamayabilir ve aykir1 degerlere karsi hassas olabilir [38, 42]. Son olarak, verilerin dagilimi
diizensizse veya veri noktalar1 diizensizse, dogrusal interpolasyon sonuglar1 genellikle tatmin edici de olmayabilir.

4.2 Polinom interpolasyonu

Polinom interpolasyonu, eksik verileri tahmin etmek i¢in polinom fonksiyonlarini kullanan bir yontemdir. Bu yontem,
veri kiimesindeki bilinen veri noktalarini kullanarak bu noktalar1 kesen bir polinom fonksiyonu hesaplar ve bu polinom
fonksiyonu, eksik veri noktalarini tahmin etmek icin kullanilir [43, 44, 46, 47, 48]. "Indirim" verilerindeki eksik degerleri
polinom interpolasyonu kullanarak doldurmay1 deneyelim. Bunun i¢in, her eksik degerin ¢evresindeki iki bilinen noktay1
aliyoruz ve bu noktalar arasindaki dogrusal iliskiyi yakalayan bir birinci derece (dogrusal) polinom hesaplama islemi
yapiyoruz. Bu polinom, eksik degerleri tahmin etmek i¢in kullanilir ve veri kiimesindeki eksik degerler bu tahminlerle
doldurulur [44, 45]. Polinom interpolasyonu, en yaygin olarak kullanilan Lagrange veya Newton interpolasyon formiilleri
ile ifade edilir. Ornegin, n bilinen nokta arasindaki n dereceli Lagrange interpolasyon polinomu formiilii sdyledir:

P(x) = LO(X)f(x0) + L1(x)f(x1) +...+ Ln(x)f(xn)

Burada, P(x) hedef polinom, LO(x), L1(x), ..., Ln(x) Lagrange polinomlari, f(x0), f(x1), ..., f(xn) ise bilinen veri
noktalarinin degerleridir. Bu polinom, eksik deger tahmini i¢in kullanilir [43, 45].

Polinom interpolasyonunun avantaji veri kiimesinin yapisal 6zelliklerini yakalamak i¢in uygun bir yontemdir. Var olan
verilere dayanarak eksik veri noktalarini tahmin ettigi igin, bu noktalar arasindaki iliskiyi yiiksek dogrulukla yakalayabilir
[43, 44, 46, 47, 48]. Polinomlar genellikle piirlizsiiz ve dogrusal bir yaprya sahiptir. Bu nedenle, eksik verileri tahmin
ederken veri kiimesindeki desenleri yakalamak i¢in etkili olabilirler. Hatta diizensiz ve dogrusal olmayan veri kiimeleriyle
bile iyi sonuglar verebilirler [43, 48]. Polinom interpolasyonu, temel matematiksel hesaplamalar kullanarak uygulanabilir.
Karmagik algoritmalar veya veri kiimesi 6zgli parametre ayarlar1 gerektirmez. Bu nedenle, hizli ve kolay bir sekilde
uygulanabilir [43, 44, 46, 47, 48].

Polinom interpolasyonunun dezavantajlarina gelirsek, yiliksek dereceli polinomlar verileri asir1 6grenme riski tasir. Veri
kiimesindeki giiriiltii veya rastgele degisimleri yakalamak yerine, verileri asir1 Ogrenirler. Bu, tahminlerin
genellestirilebilirligini zayiflatabilir [43, 44, 46, 47, 48]. Diistik dereceli polinomlar, veri kiimesinin belirli bolgelerinde
hizli degisen fonksiyonlar1 yakalayamayabilir. Ayrica, yiiksek dereceli polinomlarin uygulanmasiyla bazi bélgelerde asiri
dalgalanmalarin olustugu Runge fenomeni olarak bilinen bir olgu vardir [43, 48]. Polinom interpolasyonu, veri noktalarinin
dogru yerlestirilmesini gerektirir. Ancak veri noktalari esit olmayan veya esit olmayan sekilde dagitildiginda, interpolasyon
sonuglar1 yaniltici olabilir [43, 44, 46, 47, 48]. Polinom derecesinin se¢imi zor olabilir. Diisiik dereceli polinomlar verileri
yeterince yakalayamayabilirken, yiiksek dereceli polinomlar asir1 6grenme sorunlarina neden olabilir. Dereceyi dogru
sekilde segmek, deneyim veya otomatik yontemler gerektirebilir [43, 44, 46, 47, 48]. Polinom interpolasyonu bazen veri
kiimesinin digina ¢ikabilir ve negatif degerler iiretebilir. Bu, gercek¢i olmayan tahminlere neden olabilir [43, 44, 46, 47,
48].

4.3 Asin1 Gradyan Giiclendirme (Extreme Gradient Boosting)

Asirt Gradyan Giiglendirme (XGBoost), ozellikle yapisal olmayan veri tiirlerini islemek ve karmasik iliskileri
yakalamak amactyla tasarlanmis bir agag tabanl 6grenme algoritmasidir [49]. Bu algoritma, veri kiimesini bir dizi karar
agactyla modellemek ve tahmin yapmak i¢in gelistirilmistir. XGBoost, gradyan giiglendirme yontemini temel alarak ¢aligir
[49]. Bu yontemde, zayif tahminciler (6rnegin, karar agaglari) ardisik olarak giiclendirilir. Her asamada, 6nceki tahminlerin
hatalarini diizeltmeye odaklanan yeni bir tahminci eklenir. Regresyon ve siniflandirma problemleri igin kullanilan bu
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agaclar, veri kiimesini 6zelliklere gore bdler ve her yaprak diigiimiinde bir tahmin yapar. Ardisik agaclarin tahminleri
birlestirilerek son tahmin elde edilir [49].

XGBoost, modelin asir1 6grenme riskini diigiirmek ve hizin1 artirmak igin gesitli 6zellikler igerir. L1 (Lasso) ve L2
(Ridge) tipi regularizasyon teknikleri asir1 6grenmeyi simirlamak igin kullanilabilir [50]. Ayrica, &zel olarak optimize
edilmis hesaplama algoritmalar1 kullanarak hesaplama hizim1 artirir [50]. XGBoost'un esnekligi, ozellestirilebilir
hiperparametrelerle desteklenir. Bu hiperparametreler, modelin performansini iyilestirmek ve asirt 6grenmeyi kontrol
altinda tutmak i¢in ayarlanabilir.

Son olarak, XGBoost biiyiik veri kiimelerinde hizli ve olgeklenebilir bir sekilde calisabilir. Paralel hesaplama
yetenekleri sayesinde ¢ok sayida islemci ¢ekirdegini etkin bir sekilde kullanabilir. Bu 6zellikleri sayesinde biiyiik 6lgekteki
veri islemi ve model egitimi i¢in uygundur. XGBoost, karmagsik veri yapilarini yakalama yetenegi, iyi performans: ve
ozellestirilebilirligi sayesinde bircok uygulama alaninda etkili sonuglar iiretebilir. Bu nedenle, eksik veri tahmini gibi
problemleri ¢c6zmek i¢in de siklikla tercih edilmektedir [51].

XGBoost, yiiksek performans saglayan bir algoritmadir ve veri kiimelerinin boyutu ve karmasikligima ragmen iyi
calisabilir. Paralel isleme ve 6zel hizlandirma teknikleri sayesinde hizli bir sekilde ¢alisabilir [51]. XGBoost, tahminde
ozelliklerin 6nemini belirleme yetenegine sahiptir. Bu, veri kiimesinin 6zelliklerinin daha iyi anlasilmasina ve modelin
optimize edilmesine yardime1 olur. Ayrica, dogrusal olmayan iliskileri yakalama yetenegi sayesinde cesitli veri yapilari
iizerinde iyi performans gosterebilir. Ozellikleri 6lceklendirmek veya standartlagtirmak gerekmez. XGBoost, farkli tipte
ozelliklerle iyi ¢aligabilir. Asirt uyum egilimini azaltmak i¢in ¢esitli diizenleme se¢enekleri sunar [51, 52, 55].

Algoritma, paralel isleme yetenekleri sayesinde biiyiik veri kiimelerinde bile hizli bir sekilde calisabilir. Islemci
¢ekirdeklerini verimli bir sekilde kullanabilir. Ancak, XGBoost'in hiperparametreleri iyi sonuglar elde etmek i¢in dikkatlice
ayarlanmalidir. Bu deneyim ve ¢apraz dogrulama gerektirebilir. Veri isleme adimlar1 (6rnegin, eksik verileri doldurma)
algoritmanin performansini etkileyebilir. Verilerin diizgiin bir sekilde islenmesi 6nemlidir [55, 58]. XGBoost, biiytik veri
kiimelerinde agir bellek kullanabilir. Bu, diisiik bellekli sistemlerde performans sorunlarina neden olabilir. Diger basit
algoritmalardan daha karmasik bir model olusturabilir, bu da modelin yorumlanabilirligini azaltabilir. Sinif dengesizligi
durumunda, dogru sonuglar elde etmek i¢in 6zel dnlemler alinmalidir. Varsayilan parametrelerle dengesiz veri kiimelerinde
iyi sonuglar elde etmek zor olabilir.

4.4 K-En Yakin Komsu (K-Nearest Neighbors)

K-En Yakin Komsu (K-Nearest Neighbors) yontemi, veri madenciligi ve makine 6grenmesinde siklikla kullanilan basit
ve etkili bir tahmin yontemidir [59]. Bu yontemin temel fikri, yeni bir veri noktasi tahmin edilirken, en yakin (en benzer)
egitim veri noktalarinin etiketlerine veya degerlerine bakmaktir. Bu yaklagim, veri kiimesindeki benzerliklere dayanan bir
desen tanima stratejisi olarak kabul edilir [59]. K-Nearest Neighbors (K-NN) yontemi, 1950'lerin baslarina kadar uzanan
uzun bir gegmise sahiptir ve dnceden siniflandirma ve tahmin problemlerini ¢6zmek i¢in kullanilan en basit ve temel
yontemlerden biridir. K-NN ydntemi, veri noktalarinin 6zelliklerini bir uzayda temsil eder ve yeni bir veri noktasi
geldiginde, en yakin komsu veri noktalarinin etiketleri veya degerleri bu tahminde kullanilir. K-NN yontemi, veri noktalari
arasindaki benzerligi bir 6lgii ile degerlendirir. En yaygin benzerlik 6lgiisti Oklid mesafesidir, ancak alternatif olarak
Manhattan mesafesi, Pearson korelasyonu veya diger benzerlik dl¢ciileri de kullanilabilir [59, 60]. Bu yontemde belirleyici
bir faktdr olan "K" parametresi, bir yeni veri noktasi tahmin edilirken ka¢ komsunun dikkate alinacagini belirler. K'nin
degeri segilirken, etiketlerin veya degerlerin esitligini ortadan kaldirmak i¢in genellikle tek sayilar tercih edilir [59].
Siniflandirma problemlerinde, K-NN birligi prensibini uygular. En yakin komsularin etiketleri sayildiginda, en gok
tekrarlanan sinif tahmin edilen sinif olarak kabul edilir. Regresyon problemlerinde ise, K-NN y&ntemi en yakin komsularin



Ugur Can, Eksik Veri Probleminin Céziimii, YBS Ansiklopedi, v.12, is. 1, 2024 34

degerlerinin ortalamasini veya agirlikli ortalamasini tahmin olarak yapar [59, 61]. Bu prensipler, K-NN'nin temel isleyisini
sekillendirir.

Regresyon problemleri icin K-NN algoritmasinin isleyisi su sekildedir: Tk adimda, her egitim veri noktast ile test veri
noktas1 arasindaki mesafeler hesaplanir, genellikle Oklid mesafesi gibi metrikler kullanilir. Ardindan bu mesafeler siralanir
ve belirli bir K sayis1 kadar en yakin egitim veri noktas: secilir. Secilen bu K egitim veri noktasinin hedef degerleri
incelenir. Son olarak, K en yakin komsudaki hedef degerlerin ortalamasi veya agirlikli ortalamasi alinarak bu deger, test
veri noktast igin bir tahmin olarak kabul edilir. Bu sekilde K-NN algoritmasi, veri noktalarini siniflandirmak veya tahmin
etmek i¢in kullanilan etkili bir yaklagimi temsil eder.

Matematiksel olarak,

Tahmin edilen deger = X(egitim verisinin i. hedef degeri) / K

Kullanim:1 kolay ve anlasilir bir yapist bulunan K-NN algoritmasinin avantajlar1 arasinda, egitim agamasi
gerektirmemesi ve tahmin asamasinda veri kiimesini kullanabilmesi yer alir. Ayn1 zamanda veri kiimesinin yapisina ve
dagilimima uygun bir sekilde kullanilabilir olmas1 da dnemli bir avantajdir [65].

Ancak biiylik veri kiimelerinde hesaplama maliyetinin yiiksek olabilecegi ve optimal K degerini se¢menin zor
olabilecegi dezavantajlar1 da bulunmaktadir. Bununla birlikte, veri kiimesindeki giiriiltiiye ve gereksiz 6zelliklere duyarl
olabilecegi ve veri boyutlar1 arttikga boyutluluk lanetinin (curse of dimensionality) etkisinin azalabilecegi goz oniinde
bulundurulmalidir [65].

4.5 Karar Agaci Regresyonu (Decision Tree Regressor)

Karar Agact Regresyonu, bir makine 6grenmesi algoritmasidir. Regresyon problemlerinde kullanilir ve verilerin
ozelliklerine gore bir karar agaci olusturarak tahmin yapar. Karar agaci, birgok diiglimden olusan bir aga¢ yapisidir ve her
diigtim, bir 6zellik ve o 6zelligin alabilecegi degerlerle iligkilendirilir. Karar agaci, verileri 6zelliklerine gére simiflandirir
ve her smif i¢in bir tahmin yapar [67].

Karar Agac1 Regresyonu, verilerin 6zelliklerine gore bir karar agaci olusturarak regresyon problemlerinde tahmin
yapar. Bu algoritma, 6zellikle verilerin dogrusal olmadig1 durumlarda kullanisghdir. Karar agaci yapisi, insanlarin karar
verme siirecine benzer sekilde caligir ve bu nedenle anlagilmasi ve yorumlanmasi kolaydir. Bu nedenle, Karar Agaci
Regresyonu, makine dgrenmesi alaninda popiiler bir algoritmadir [67].

Ek olarak karar agaclari, bircok avantaja sahiptir. Oncelikle, sonuglarin net ve basit bir sekilde anlagilmasina yardimer
olurlar. Olusturulan agag yapis1 gorsel olarak rahatlikla temsil edilebilir. Ayrica, veri 6nisleme asamasinda eksik degerler
ve aykirt degerlere kars1 dayaniklilik gosterebilirler. Bu da veriyi normalize etme veya standartlastirma gereksinimini
azaltir. Ek olarak, karar agaglar1, tahmin yaparken hangi 6zelliklerin daha etkili oldugunu siralayabilir. Bu sayede degisken
secimi ve anlamli 6zelliklerin belirlenmesi daha kolay hale gelir [67].

Ancak, karar agaglar1 baz1 dezavantajlar da tasir. Ozellikle derin bir agag yapisi olusturuldugunda, egitim verisine asir1
uyum saglama egilimindedirler ve bu da genelleme performansini diisiirebilir. Ayrica, dengesiz veri kiimeleri durumunda,
agaclar bilyiik siniflara yonlenebilir ve azinlik smiflarini dogru tahmin etmekte zorluk yasayabilirler. Son olarak, karar
agaclar1 degiskenler arasindaki karmasik iliskileri yakalama konusunda kisith olabilirler [67].

Karar agaglar1, siniflandirma ve regresyon analizinde genis bir kullanim yelpazesine sahip giiglii bir yontemdir. Karar
Agac1 Regresyonu ise bu agac yapisimt kullanarak siirekli hedef degiskenlerinin tahminini gergeklestiren etkili bir
regresyon aracidir. Ozellikle anlagilabilirligi, veri onisleme kolayligi ve degisken onem siralamasi gibi avantajlart
sayesinde bir¢ok uygulama alaninda tercih edilmektedir. Ancak, asir1 uyum riski ve bazi karmasgik iligkileri yakalama
konusundaki zorluklar, dikkat edilmesi gereken noktalardir.
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4.6 Dogrusal Regresyon (Linear Regression)

Dogrusal regresyon, bagimli bir degiskenin (y) bagimsiz bir degiskene (x) bagli olarak tahmin edilmesi i¢in kullanilan
basit bir 6grenme algoritmasidir. Dogrusal regresyon, veri kiimesi kullanilarak girdi (x) ve ¢ikt1 (y) degiskenleri arasinda
bir dogrusal iliski modelleyerek bagimli degiskenin tahmin edilmesini saglar. Dogrusal regresyonun matematiksel formiilii,

y=mx+c

seklindedir, burada m egim, c ise y eksenini kestigi noktadir [69].

Dogrusal regresyon, basit uygulama, kolay ¢ikt1 katsayis1 yorumlamas: ve diisiik hesaplama giicli gereksinimi gibi
avantajlara sahiptir; ayrica boyutsal azaltma, diizenleme ve ¢apraz dogrulama gibi yontemlerle asir1 uyum sorunlari etkin
sekilde yonetilebilir [68, 70].

Dogrusal regresyonun dezavantajlari ise gergek diinya problemlerini dogrusal bir iliski varsayarak basitlestirmesi,
giiriiltiiye ve asirt uyuma karsi hassas olmasi, bagimsiz degiskenler arasindaki ¢oklu dogrusal iligkileri ele alamamasi ve
aykir1 degerlere karsi hassas olmasi sdylenebilir [68, 69, 70 ,71].

Sonug olarak, dogrusal regresyon, bagimli bir degiskenin bagimsiz bir degiskene bagl olarak tahmin edilmesi i¢in
kullanilan basit bir 6grenme algoritmasidir. Dogrusal regresyonun avantajlar1 arasinda basit uygulama ve yorumlama,
diisiik hesaplama giicii gereksinimleri ve asir1 uyum sorunlarini yonetme yetenegi yer alirken, dezavantajlar1 arasinda
gercek diinya problemlerini basitlestirme, giiriiltilye ve asir1 uyuma kars1 hassasiyet, ¢coklu dogrusal iligkileri ele alamama
ve aykir1 degerlere karsi hassasiyet yer almaktadir.

4.7 Cok Katmanh Algilayici Regresyonu (Multi-layer Perceptron Regressor)

Cook katmanl: algilayici regresyonu (multi-layer perceptron regressor), MLP Regressor olarak da bilinen bir yapay
sinir agidir. Regresyon problemlerini ¢6zmek igin kullanilir. MLPRegressor, geri yayilim (backpropagation) ad1 verilen
bir teknik kullanarak sonuclarindaki hatay1 geri bildirim alir ve agirliklarini buna gore ayarlar. Bu sekilde gelecekte daha
dogru tahminler yapabilir [74]. MLPRegressor, yapay sinir aglar1 alanindaki gelismelerle birlikte ortaya ¢ikmustir.

Yapay sinir aglari, insan beyninin ¢alisma seklini taklit eden bir makine 6grenimi teknigidir. Warren McCulloch ve
Walter Pitts, 1943 yilinda "A Logical Calculus of the Ideas Immanent in Nervous Activity" adli makalelerinde, sinir
hiicrelerinin matematiksel modelini olusturan basit bir yapay sinir ag1 konseptini tanittilar ve o zamandan beri gelisme
kaydedildi. MLPRegressor, bu gelismelerin bir sonucu olarak ortaya ¢ikmgtir [77].

MLPRegressor, bircok katmandan olusan bir yapay sinir agidir. Her katman, dnceki katmandan gelen verileri isler ve
sonuglar bir sonraki katmana iletir. Ilk katman, girdi verilerini alir ve son katman, ¢ikt1 verilerini iiretir. Aradaki katmanlar,
girdi ve ¢ikt1 arasinda bulunan gizli katmanlardir. MLPRegressor, bu katmanlar arasindaki agirliklar: ayarlayarak sonuglari
tahmin eder [76, 77]. MLPRegressor, biiytik sayida 6zellik veya girdi igeren verileri islemek i¢in idealdir. Diger regresyon
modelleri, yiizlerce veya binlerce 6zellik igeren veri kiimeleriyle basa ¢ikmakta zorlanirken, MLPRegressor bu desenleri
hizl1 bir sekilde 6grenebilir ve dogru tahminler saglayabilir [75]. Ayrica, MLPRegressor, egitim siirecinde otomatik olarak
ozellik secimi yaparak gereksiz veya gereksiz 6zellikleri model olusturma siirecinden ¢ikarabilir [75, 76, 77].

Ancak, MLPRegressor'iin bir dezavantaji, yorumlanabilirliginin olmamasidir. Bu, belirli bir modelin neden belirli

tahminler yaptigini ve nasil ¢alistigin1 anlamakta zorluk ¢ikarabilir [75, 76, 77].

4.8 Basit Tohmet (Simple Imputer)

Basit Tohmet, eksik verilerin yerine gegici bir tahmin yapmak icin kullanilan bir makine 6grenimi aracidir [78]. Bu
arag, veri kiimesindeki eksik verileri doldurmak i¢in kullanilir. Basit Tohmet, veri kiimesindeki eksik verileri doldurmak
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i¢in birkac farkli matematiksel formiil kullanmaktadir. Bunlar arasinda ortalama, medyan ve en sik kullanilan deger
bulunur [78].

Bu yaklasim hizli ve basit olmakla birlikte, verinin dzelliklerini tam olarak yansitmayabilir. Strateji seciminin dogru
yapilmas1 ve veri kiimesinin yapisint bozmadan eksik verilerin doldurulmasi &nemlidir. Basit Tohmet arac olarak
kullanildiginda bazi avantajlar1 ve dezavantajlar1 bulunmaktadir.

Avantajlar1 arasinda, eksik verileri doldurarak arastirmacilarin veri kiimesindeki tiim gézlemleri kullanma olanag:
saglamas1 ve eksik verilerin yerine gegici bir tahmin yaparak veri kiimesindeki eksik veri sayisini azaltmasi yer almaktadir.

Ancak dezavantajlar1 da mevcuttur. Eksik verilerin yerine gecici bir tahmin yapmanin yamltict sonuglara yol
acabilecegi ve Basit Tohmet'n veri kiimesindeki biiyiik miktardaki eksik veri durumlarinda dogru sonuglar
iretmeyebilecegi unutulmamalidir [78].

4.9 Yumusak Tohmet (Soft Impute)

Yumusak téhmet, R dilinde bir pakettir. Matris tamamlama islemi i¢in niikleer norm diizenlemesi kullanan iteratif
yontemler igerir [79]. Bu yontem, eksik verilerin oldugu bir¢ok uygulamada kullanilir. Matris tamamlama islemi, bir
matrisin eksik degerlerini tahmin etmek i¢in kullanilir. Yumusak tohmet, eksik degerleri tahmin etmek icin bir SVD
(singular value decomposition) yontemi kullanir. Bu yontem, matrisin tamamini hesaplamak yerine, yalnizca en biiyiik k
singular degerlerini hesaplar ve eksik degerleri bu singular degerlerine dayali olarak tahmin eder [81].

Yumusak téhmet yontemi, ozellikle biiyiik veri kiimelerinde eksik verilerin tahmininde etkili bir yaklasim olabilir.
Detayli matris faktdrizasyonu prensiplerini kullanarak eksik verilerin diisiik boyutlu temsilini bulmay1 amaglar ve bu
sayede eksik degerlerin tahmini daha iyi bir sekilde gergeklestirilebilir. Yumusak tohmet, eksik verileri tahmin etmek i¢in
etkili bir yontem olarak 6ne cikar. Biiyiik veri kiimeleri igin dlgeklenebilir olmasi da onun avantajlar1 arasinda yer alir.
Ayrica, diger matris tamamlama yontemlerine gore daha az hesaplama giici gerektirir.

Ancak, Yumusak Tohmet'in bazi dezavantajlari da bulunmaktadir. Yontem, matrisin tamamin1 hesaplamak yerine
yalnizca en biiyiik k singular degerlerini hesaplar, bu da daha az bilgi kullanarak eksik degerleri tahmin ettigi anlamina
gelir ve sonugta tahminlerin dogrulugunu etkileyebilir. Ayrica, matrisin boyutu biiyiidilkge yontemin yavasladigi
gbzlemlenir. Sonug¢ olarak, Yumusak Tohmet eksik veri tamamlama yontemi esnek ve etkili bir yaklasimdir. Ancak,
hesaplama maliyeti ve veri dagilimu gibi faktorler goz 6niinde bulundurulmalidir.

4.10 Histogram Tabanh Gradyan Giiclendirme Regresyon Agaci (Histogram-based Gradient Boosting Regression
Tree)

Histogram tabanli gradyan gii¢lendirme regresyon agaci, regresyon gorevleri i¢in kullanilan bir makine &grenimi
algoritmasidir. Python'daki scikit-learn kiitiiphanesinin bir pargasidir ve gradyan arttirma algoritmasina dayanir. Hem
sayisal hem de kategorik ozellikleri isleyebilir ve biiyiikk veri kiimeleriyle ¢alismak icin tasarlanmustir. Algoritma,
gradyanlarin ve Hessians'in hesaplanmasini hizlandirmak icin histogramlart kullanir, bu da diger gradyan arttirma
algoritmalarindan daha hizli yapar [82].

Histogram tabanl1 gradyan gii¢lendirme regresyon agaci, May1s 2019'da scikit-learn siiriimii 0.21'de tanitilmustir [82].
Histogram tabanli gradyan gii¢lendirme regresyon agaci gradyan arttirma algoritmasina dayanir. Her iterasyonda bir karar
agac1 eklenir ve her aga¢ onceki agacin hatalarini diizeltmek i¢in egitilir. Son tahmin, ansamblenin tiim agaglarinin
tahminlerinin toplamidir. Algoritma, gradyanlarin ve Hessians'in hesaplanmasini hizlandirmak i¢in histogramlari kullanir,
bu da diger gradyan arttirma algoritmalarindan daha hizli yapar [82].
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Histogram tabanli gradyan giiclendirme regresyon agaci, sayisal ve kategorik 6zellikleri isleme yetenegi ile 6ne cikar.
Histogram tabanli yaklagimi sayesinde diger gradyan arttirma algoritmalarina kiyasla daha yiiksek bir hiz sunar ve biiyiik
veri kiimeleriyle basa ¢ikabilir.

Ancak, aykir1 degerlere hassasiyet gosterebilir, topluluk i¢inde bulunan agag sayisi asgir1 arttiginda asirt uyma egilimi
gosterebilir ve histogramlarin kullanimi nedeniyle daha fazla bellek gereksinimi duyabilir [82].

4.11 Rastgele Orman Regresyonu (Random Forest Regression)

Rastgele Orman Regresyonu, aynit zamanda Rastgele Orman Algoritmasi olarak da bilinir, hem regresyon hem de
smiflandirma gorevlerinde kullanilabilen bir topluluk 6grenme yontemidir [84]. Birden fazla karar agacinin birlesimi olan
bu yontemde, her agag rastgele bir veri ve dzellik alt kiimesi {izerinde egitilir [84]. Tk rastgele karar agac1 algoritmast,
1995 yilinda Tin Kam Ho tarafindan random subspace yontemi kullanilarak olusturuldu [86]. Giinlimiizde ise Rastgele
Orman Algoritmasi, ¢ok yonliiliigii ve karmagik veri kiimeleriyle basa ¢ikabilme yetenegi nedeniyle makine 6grenme
alaninda popiilerlik kazanmistir [88]. Rastgele Orman Regresyonu, veri analizinde siklikla kullanilan bir makine 6grenimi
algoritmasidir.

Bu algoritmanin avantajlari arasinda asir1 uyum riskini azaltarak ve anlasilmasi kolay iyi tahminler sunmas: yer alir.
Ayrica sonuglar yiiksek bir dogrulukla tahmin etme yetenegi gosterir ve biiyiik veritabanlarinda etkili bir sekilde ¢alisarak
eksik verileri tahmin edip tamamlar [87, 88]. Hem regresyon hem de siniflandirma gérevlerinde basarili sonuglar verirken,
ozellik onemini degerlendirerek veri kiimesinin daha iyi anlagilmasina yardimei olur [87, 88].

Ancak bazi dezavantajlar1 da bulunmaktadir. Karar agaci algoritmasina kiyasla daha fazla hesaplama kaynagi ve zaman
gerektirir [88]. Cok sayida karar agaciyla ¢alisirken daha az sezgisel olabilir ve karmasik yapisi nedeniyle daha fazla
hesaplama giicii ve depolama alani ihtiyaci duyabilir [88].

4.12 MissForest

MissForest, eksik verileri tamamlamak i¢in rastgele ormanlar1 kullanir [89]. Tlk olarak ortalama/mod kullanarak eksik
degerleri tamamlar ve ardindan rastgele orman algoritmasini kullanarak tohmetleri iteratif olarak iyilestirir [90].

MissForest'un bir avantaji, sayisal ve kategorik veriler de dahil olmak iizere karisik veri tiirlerine uygulanabilmesidir
[89, 90]. K-NN tohmeti gibi diger tohmet yontemlerinin aksine, kategorik verilerin sayisal dl¢iimlere doniistiiriilmesini
gerektirmez ve her iki veri tiiriiyle de basa ¢ikabilir [89, 90]. Bu iteratif yaklagim, eksik verilerin yerine koymak i¢in daha
dogru tahminler yapilmasina olanak tanir. Ayrica, Random Forest algoritmasi, veri kiimesindeki diger degiskenlerin
etkisini de hesaba katarak eksik verilerin tahmin edilmesine yardimet olur. MissForest algoritmasi sayisal ve kategorik veri
tiirlerini doniisiim gerektirmeden isleyebilir [89, 90]. Bir out-of-bag (OOB) tohmet hata tahmini saglar [89].

Ancak bazi dezavantajlar1 da bulunmaktadir. Mesela kiigiik veri kiimeleri i¢in hesaplama agisindan daha maliyetli
olabilir [89, 90, 91, 92, 93]. Bunun yaninda Bir algoritmadir, model nesnesi degildir, bu nedenle her veri tdhmetinde
yeniden ¢alistirilmasi gerekir [89, 90, 91, 92, 93].

4.13 Zincirleme Denklemler ile Coklu Téhmet (Multiple Imputation by Chained Equations)

MICE olarak da bilinen zincirleme denklemler ile ¢oklu tohmet, veri kiimelerindeki eksik verilerle basa ¢ikmak i¢in bir
yontemdir. Tteratif bir dizi tahminsel model araciligiyla eksik verileri "dolduran" (tamamlayan) saglam ve bilgilendirici bir
yontemdir. Her iterasyonda, veri kiimesinde belirtilen her degisken, veri kiimesindeki diger degiskenler kullanilarak
tamamlanir [97]. Bu iterasyonlar, yakinsama saglandiginda durdurulmalidir [97]. MICE, eksik verilerle basa ¢ikmak igin
bir prensip yontemi olarak ortaya ¢ikmistir [94, 95, 96, 97].
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MICE o6zellikle biiyiik tamamlama islemleri i¢in kullanisli olmasi ve artik birgok aragtirmaci tarafindan erisilebilir hale
getiren yazilim gelismeleri gibi ozellikleri nedeniyle, birgok arastirmaci bu yontemlerde egitimli olmamistir ve bu
tekniklerin uygulanmasina rehberlik edecek az sayida pratik kaynak bulunmaktadir [95, 96, 97]. MICE, eksik degiskenleri
veri kiimesindeki diger degiskenlerin bir fonksiyonu olarak modelleyerek eksik degerleri tamamlamak igin bir ¢ok
degiskenli tamamlama yontemidir [98]. Tamamlamalar, gézlemlenen verilere gore eksik degerlerin posterior dagilimindan
cekilir [98]. Zincirleme denklemler yaklasimi, veri kiimesindeki diger degiskenlere bagli olarak her degiskenin sirayla
tamamlanmasini igerir [98]. MICE eksik verilerle basa ¢ikmak i¢in bir prensip yontemidir.

Eksik verileri, saglam ve bilgilendirici bir yontem olan iteratif bir dizi tahminsel model araciligiyla "doldurur" [97, 98].
Farkl1 noktalardaki varliklarin 6zellikleri hakkinda egitimli tahminler yapmak i¢in kullanilabilir [97, 98]. MAR ve MNAR
durumlari altindaki 6nyargty1 da ortadan kaldirabilir.

Ancak MICE'in dezavantajlar1 da mevcuttur. Mesela hesaplama yogun olabilir [98]. Yiiksek oranda eksik veri igeren
veri kiimeleri i¢in uygun olmayabilir [98]. Bunlarin yaninda degiskenler arasinda karmasik bagimliliklar olan veri kiimeleri

i¢in de uygun olmayabilir [98].

4.14 Catboost

CatBoost, acik kaynak kodlu bir gradyan gii¢lendirme tabanl kiitiiphanedir ve Yandex tarafindan gelistirilmistir [100].
Bu kiitliphane, siniflandirma ve regresyon gibi bir¢ok problemin ¢oziimiinde kullanilabilir ve 6zellikle kategorik
ozelliklerin oldugu veri kiimeleriyle basa ¢ikmak i¢in tasarlanmistir [ 102]. CatBoost, One-Hot Encoder veya Label Encoder
gibi 6zellik kodlama tekniklerine ihtiya¢c duymadan kategorik 6zellikleri otomatik olarak isleyebilir ve simetrik agirlikli
quantile sketch (SWQS) algoritmasi kullanarak veri kiimesindeki eksik degerleri ele alabilir [100, 101, 102].

CatBoost, kategorik oOzelliklerin oldugu veri kiimeleriyle basa ¢ikmak igin tasarlanmis bir gradient boosting
kiitiiphanesidir. Bu kiitiiphane, otomatik 6zellik 6lgeklendirmesi, azaltilmis asir1 uydurma ve yliksek performans gibi
birgok avantaja sahiptir ve 6zellikle biiyiik veri kiimeleriyle ¢alisirken faydalidir [102].

5 SONUCLAR

Bu ¢alismada, eksik veri probleminin ¢oziimii i¢in ¢esitli yontemleri denenmistir ve elde edilen sonuglar detayli bir
sekilde incelenmistir.

5.1 Toplanan Veriler ve Dogruluk Olgiileri

Bu boliim, kullanilan her yontemin performansini kapsamli bir sekilde degerlendirmek igin kullanilan istatistiksel
metrikler ve genel bir degerlendirme sunmaktadir. Asagida, bu yontemlerin performansini objektif bir sekilde
degerlendirmek i¢in kullanilan metrikler ve bu metriklerle elde edilen sonuglar ayrmntili bir sekilde gorsellestirilerek gozler
oniine serilmistir.

5.1.1Dogrusal Interpolasyon

Bu yontemde herhangi bir parametre optimizasyonu ihtiyact olmamistir. Eksik degerler dogrusal interpolasyon teknigi
ile tahminlenmis ve bu tahmin degerler, teknigin giivenilirliginin 6lgiilebilmesi i¢in gercek degerler ile kiyasa tutulmustur.
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Tablo 1: Tahmin Sonuglar1 ve Performans Olgiimleri

Deneme Gergek Deger Tahmin Edilen MAE MAPE MSE RMSE
Numarast Deger
1 146.440678 184.529574 38.088896 26.009778 1450.76399 38.088896
2 482.033898 463.240678 18.793220 3.8987341 353.185117 18.793220
3 134.237288 256.271186 122.03389 90.909090 14892.2722 122.03389
4 194.033898 171.296112 22.737786 11.718460 517.006912 22.737786
5 231.864407 176.736303 55.128104 23.776009 3039.10785 55.128104
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Grafik 1: Dogrusal (Lineer) interpolasyon ile rastgele eksiltilen verilerin her birinin t6hmet ile iiretilmis degerleri ve
gergek degerlerinin oldugu, ayrica her birisi igin hesaplanan MAE, MAPE ve RMSE degerlerinin de bulundugu grafik.

5.1.2Polinom Interpolasyonu

Bu yontemde herhangi bir parametre optimizasyonu ihtiyaci olmamustir. Eksik degerler polinom interpolasyonu teknigi
ile tahminlenmis ve bu tahmin degerler, teknigin giivenilirliginin dl¢iilebilmesi igin gercek degerler ile kiyasa tutulmustur.

Tablo 2: Tahmin Sonuglar1 ve Performans Olgiimleri

Deneme Gergek Deger Tahmin MAE MAPE MSE RMSE
Numarast Edilen Deger
1 146.440678 168.18 21.4 14.84 472.50 21.74
2 482.033898 465.25 16.78 3.48 281.55 16.78
3 134.237288 358.47 224.24 167.05 50282.36 224.24
4 194.033898 157.07 39.97 20.6 1597.28 39.97
5 231.864407 176.34 55.53 23.95 3083.07 55.53
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Grafik 2: Polinom interpolasyonu ile rastgele eksiltilen verilerin her birinin téhmet ile iretilmis degerleri ve gergek
degerlerinin oldugu, ayrica her birisi i¢in hesaplanan MAE, MAPE ve RMSE degerlerinin de bulundugu grafik.

5.1.3XGBoost

Bu yontemde herhangi bir parametre optimizasyonu ihtiyact olmamistir. Eksik degerler XGBoost teknigi ile
tahminlenmis ve bu tahmin degerler, teknigin giivenilirliginin 6l¢iilebilmesi i¢in ger¢ek degerler ile kiyasa tutulmustur.

Tablo 3: Tahmin Sonuglar1 ve Performans Olgiimleri

Deneme Gergek Deger Tahmin MAE MAPE MSE RMSE
Numarasi Edilen Deger
1 146.440678 145.10 1.33 0.90 1.77 1.33
2 482.033898 481.00 1.03 0.21 1.06 1.03
3 134.237288 128.86 5.36 3.99 28.82 5.36
4 194.033898 194.16 0.13 0.06 0.01 0.13
5 231.864407 234.13 2.27 0.97 5.16 2.27
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Grafik 3: XGBoost ile rastgele eksiltilen verilerin her birinin tohmet ile iiretilmis degerleri ve gercek degerlerinin oldugu,
ayrica her birisi i¢in hesaplanan MAE, MAPE ve RMSE degerlerinin de bulundugu grafik.

5.1.4K-En Yakin Komsu (K-NN)

Bu yontemde komsu sayisi parametresi bulundugu i¢in optimizasyon yontemleri denenmistir. Optimizasyon yontemleri
sirastyla K-NN teknigi ile birlikte uygulanmistir. Gergek degerler ile farkli optimizasyon yontemleriyle kullanilan K-NN
tekniginin tiretmis oldugu tahmini degerler asagidaki gibidir:

Tablo 4: Tahmin Sonuglar1 ve Performans Olgiimleri

Deneme Gergek Deger K-NN K-NN K-NN K-NN (Optuna)
Numarast (GridSearch) (RandomSearch) (HyperOpt)
1 146.440678 149.49 149.49 115.32 145.42
2 482.033898 482.03 482.03 479.59 472.88
3 134.237288 129.66 129.66 137.29 133.22
4 194.033898 194.03 194.03 155.23 129.76
5 231.864407 228.81 228.81 142.17 236.95

Elde edilen bu veriler dogrultusunda her optimize yontemi ile iiretilen tahmini veriler ve gergek degerleri kullanarak,
bu optimize yontemlerinin her tahmin edilen verilerin RMSE degerlerinin ortalamalarindan olusan degerler asagidaki

gibidir:
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Grafik 4: Optimizasyon yontemlerinden alian verimi gosteren RMSE grafigi.
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Eksik olan satirlar iizerinde K-NN ve farkli optimizasyon yontemleri kullanilmistir ama RMSE degeri en diisiik olan
yontemler daha uygun oldugu i¢in GridSearch ve RandomSearch yonteminin bulmus oldugu komsu sayisini 1 alarak K-

NN yonteminin sonuglarini dikkate alinmistir. Bu dogrultuda ise elde edilen sonuglar su sekildedir:

Tablo 5: Tahmin Sonuglar ve Performans Olgiimleri

Deneme Gercek Deger Tahmin MAE MAPE MSE RMSE
Numarasi Edilen Deger
1 146.440678 149.49 3.04 2.08 9.29 3.04
2 482.033898 482.03 0.003 0.0008 1.51 0.003
3 134.237288 129.66 4.577 3.40 20.95 4.57
4 194.033898 194.03 0.003 0.002 1.51 0.003
5 231.864407 228.81 3.05 1.31 9.32 3.05
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Grafik 5: K-NN ile rastgele eksiltilen verilerin her birinin téhmet ile iiretilmis degerleri ve ger¢ek degerlerinin oldugu,
ayrica her birisi i¢in hesaplanan MAE, MAPE ve RMSE degerlerinin de bulundugu grafik.

5.1.5Karar Agact Regresyonu (Decision Tree Regressor)

Bu yontemde herhangi bir parametre optimizasyonu ihtiyact olmamustir. Eksik degerler Karar Agact Regresyonu
teknigi ile tahminlenmis ve bu tahmin degerler, teknigin giivenilirligini 6lgebilmek igin gercek degerler ile kiyasa
tutulmustur.

Tablo 6: Tahmin Sonuglar1 ve Performans Olgiimleri

Deneme Gergek Deger Tahmin MAE MAPE MSE RMSE
Numarast Edilen Deger
1 146.440678 143.38 3.05 2.08 9.30 3.05
2 482.033898 466.77 15.25 3.16 232.69 15.25
3 134.237288 129.66 4.57 3.40 20.94 4.57
4 194.033898 194.03 0.0 0.0 0.0 0.0
5 231.864407 228.81 55.128104 1.31 9.30 3.05
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Grafik 7: Karar Agaci Regresyonu ile rastgele eksiltilen verilerin her birinin téhmet ile {iretilmis degerleri ve gergek
degerlerinin oldugu, ayrica her birisi i¢in hesaplanan MAE, MAPE ve RMSE degerlerinin de bulundugu grafik.

5.1.6Dogrusal Regresyon (Linear Regression)
Bu yontemde herhangi bir parametre optimizasyonu ihtiyaci olmamistir. Eksik degerler lineer regresyon teknigi ile

tahminlenmis ve bu tahmin degerler, teknigin giivenilirliginin 6l¢iilebilmesi i¢in ger¢ek degerler ile kiyasa tutulmustur.

Tablo 7: Tahmin Sonuglar ve Performans Olgiimleri

Deneme Gergek Deger Tahmin MAE MAPE MSE RMSE
Numarasi Edilen Deger
1 146.440678 127.53 18.91 1291 357.60 18.91
2 482.033898 460.69 21.33 4.42 455.37 21.33
3 134.237288 116.07 18.15 13.52 329.76 18.15
4 194.033898 172.19 21.83 11.25 476.97 21.83
5 231.864407 207.69 24.16 10.42 584.09 24.16
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Grafik 8: Dogrusal (Lineer) Regresyon ile rastgele eksiltilen verilerin her birinin téhmet ile tiretilmis degerleri ve gergek
degerlerinin oldugu, ayrica her birisi igin hesaplanan MAE, MAPE ve RMSE degerlerinin de bulundugu grafik.

5.1.7Cok Katmanli Algilayici Regresyonu (MLP Regressor)

MLP (Multi-Layer Perceptron) Regressor, bir yapay sinir agi tiiriidiir ve genellikle regresyon problemleri i¢in kullanilir.
Bu algoritmanin iki 6nemli parametresi, "hidden layer sizes" ve "max iter"dir. Hidden Layer Sizes (Gizli katman
boyutlari), yapay sinir ag1 modelindeki her bir gizli katmandaki néron sayisini belirler ve modelin karmagikligini kontrol
eder. Max_iter ise, modelin egitim sirasinda maksimum iterasyon sayisini belirtir ve ne kadar siire boyunca modelin
agirliklarini giincelleyecegini tanimlar. Bu parametrelerin uygun degerlerini bulmak igin optimizasyon yontemleri
gerekmektedir. Optimizasyon yontemleri sirastyla MLP Regressor teknigi ile birlikte uygulanmistir. Gergek degerler ile
farkli optimizasyon yontemleriyle kullandigimiz MLP Regressor tekniginin iiretmis oldugu tahmini degerler asagidaki

gibidir:
Tablo 8: Tahmin Sonuglar ve Performans Olgiimleri
Deneme Gergek Deger MLP Regressor MLP Regressor MLP Regressor MLP Regressor
Numarasi (GridSearch) (RandomSearch) (HyperOpt) (Optuna)
1 146.440678 171.833436 172.276353 163.953573 163.953573
2 482.033898 374.023706 370.043799 356.498503 356.498503
3 134.237288 125.605539 113.418990 137.503684 137.503684
4 194.033898 200.635020 202.363040 194.508791 194.508791
5 231.864407 193.452211 192.953150 201.674454 201.674454

Elde edilen bu veriler dogrultusunda her optimize yontemi ile iiretilen tahmini veriler ve gergek degerleri kullanarak,
bu optimize yontemlerinin her tahminlenen satir igin RMSE degerlerinin ortalamalarindan olusan degerler asagidaki

gibidir:
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Grafik 9: Optimizasyon yontemlerinden alman verimi gosteren RMSE grafigi.
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Eksik olan satirlar tizerinde MLPRegressor ile farkli optimizasyon yontemleri kullanilmistir ama RMSE degeri en
diisiik olan yontemler daha uygun oldugu icin GridSearch yonteminin elde ettigi hiperparametreler kullanilarak

MLPRegressor yonteminin sonuglar1 dikkate alinmistir. Bu dogrultuda ise elde edilen sonuglar su sekildedir:

Tablo 9: Tahmin Sonuglar1 ve Performans Olgiimleri

Deneme Gergek Deger Tahmin MAE MAPE MSE RMSE
Numarast Edilen Deger
1 146.440678 171.83 25.39 17.33 644.79 25.39
2 482.033898 374.02 108.01 22.40 11666.20 108.01
3 134.237288 125.60 8.63 6.43 74.50 8.63
4 194.033898 200.63 6.60 3.40 43.57 6.60
5 231.864407 193.45 38.41 16.56 1475.49 38.41
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Grafik 10: MLPRegressor ile rastgele eksiltilen verilerin her birinin téhmet ile tiretilmis degerleri ve gergek degerlerinin

oldugu, ayrica her birisi igin hesaplanan MAE, MAPE ve RMSE degerlerinin de bulundugu grafik.

5.1.8Basit Tohmet (Simple Imputer)

Bu yontemde herhangi bir parametre optimizasyonu ihtiyact olmamistir. Eksik degerler Basit Téhmet teknigi ile
tahminlenmis ve bu tahmin degerler, teknigin giivenilirliginin 6l¢iilebilmesi i¢in ger¢ek degerler ile kiyasa tutulmustur.

Tablo 10: Tahmin Sonuglar1 ve Performans Olgiimleri

Deneme Gergek Deger Tahmin MAE MAPE MSE RMSE
Numarast Edilen Deger
1 146.440678 203.73 57.29 39.12 3282.54 57.29
2 482.033898 198.64 283.38 58.78 80306.73 283.38
3 134.237288 203.91 69.68 51.90 4855.55 69.68
4 194.033898 203.01 8.97 4.62 80.62 8.97
5 231.864407 202.43 29.42 12.69 865.80 29.42
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Grafik 11: Basit Tohmet ile rastgele eksiltilen verilerin her birinin tohmet ile iiretilmis degerleri ve gercek degerlerinin
oldugu, ayrica her birisi igin hesaplanan MAE, MAPE ve RMSE degerlerinin de bulundugu grafik.

5.1.9Yumugsak Téhmet (Soft Impute)

Bu yontemde herhangi bir parametre optimizasyonu ihtiyaci olmamustir. Eksik degerler Yumusak Téhmet teknigi ile
tahminlenmis ve bu tahmin degerler, teknigin giivenilirligini 6lgebilmek i¢in gercek degerler ile kiyasa tutulmustur.

Tablo 11: Tahmin Sonuglar1 ve Performans Olgiimleri

Deneme Gergek Deger Tahmin MAE MAPE MSE RMSE
Numarasi Edilen Deger
1 146.440678 154.50 8.06 5.50 64.99 8.06
2 482.033898 383.74 98.29 20.39 9661.12 98.29
3 134.237288 102.72 31.51 23.47 992.96 31.51
4 194.033898 228.55 34.51 17.78 1191.41 34.51
5 231.864407 238.14 6.27 2.70 39.38 6.27
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Grafik 12: Yumusak Téhmet ile, rastgele eksiltilen verilerin her birinin téhmet ile {iretilmis degerleri ve gercek
degerlerinin oldugu, ayrica her birisi i¢in hesaplanan MAE, MAPE ve RMSE degerlerinin de bulundugu grafik.

5.1.10 Histogram Tabanl Gradyan Giiglendirme Regresyonu

Bu yontemde herhangi bir parametre optimizasyonu ihtiyact olmamustir. Eksik degerler histogram tabanli gradyan
giiclendirme regresyonu teknigi ile tahminlenmis ve bu tahmin degerler, teknigin giivenilirliginin 6l¢iilebilmesi i¢in gergek

degerler ile kiyasa tutulmustur.

Tablo 12: Tahmin Sonuglar1 ve Performans Olgiimleri

Deneme Gergek Deger Tahmin MAE MAPE MSE RMSE
Numarasi Edilen Deger
1 146.440678 82.43 64.00 43.71 4097.18 64.00
2 482.033898 443.28 38.74 8.03 1501.13 38.74
3 134.237288 71.69 62.53 46.58 3911.06 62.53
4 194.033898 187.19 6.83 3.52 46.78 6.83
5 231.864407 247.02 15.15 6.53 229.78 15.15
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Grafik 13: Histogram tabanli gradytan gii¢clendirme regresyonu ile, rastgele eksiltilen verilerin her birinin tohmet ile
iretilmis degerleri ve gercek degerlerinin oldugu, ayrica her birisi i¢in hesaplanan MAE, MAPE ve RMSE degerlerinin
de bulundugu grafik.

5.1.11 Rastgele Orman Regresyonu (Random Forest Regression)

Bu yontemde ‘random_state’ parametresi bulundugu i¢in optimizasyon yontemlerine bagvurulmustur. ‘random_state’
parametresi, rastgelelikle ilgili bir hiperparametredir ve belirli bir tekrarlanabilirlik seviyesi saglar. Bu parametre, modelin
her egitimde aymi sonuglart iretebilmesi i¢in  kullanilmaktadir.  Optimizasyon yontemleri —sirasiyla
RandomForestRegression teknigi ile birlikte uygulanmistir. Gergek degerler ile farkli optimizasyon yontemleriyle
kullanilan RandomForestRegression tekniginin tiretmis oldugu tahmini degerler asagidaki gibidir:

Tablo 13: Tahmin Sonuglar1 ve Performans Olgiimleri

Deneme Gergek Deger MLP Regressor MLP Regressor MLP Regressor MLP Regressor
Numarast (GridSearch) (RandomSearch) (HyperOpt) (Optuna)
1 146.440678 144.811525 142.558474 137.840376 141.925424
2 482.033898 472.533559 473.369491 495.541289 472.381016
3 134.237288 54.4118644 50.7508475 64.461816 63.503389
4 194.033898 194.924745 194.924745 188.050678 197.325762
5 231.864407 231.065084 230.857626 243.355996 234.363050

Elde edilen bu veriler dogrultusunda her optimize yontemi ile iiretilen tahmini veriler ve gergek degerleri kullanarak,
bu optimize yontemlerinin her tahminlenen satirlarinin RMSE degerlerinin ortalamalarindan olusan degerler asagidaki
gibidir:
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Grafik 14: Optimizasyon yontemlerinden alinan verimi gosteren RMSE grafigi.

Eksik olan satirlar tizerinde Rastgele Orman algoritmasi i¢in farkli optimizasyon yontemleri kullanilmitir ama RMSE
degeri en diisiik olan yontemler daha uygun oldugu i¢in Optuna yonteminin elde ettigi hiperparametreleri kullanarak
Rastgele Orman yonteminin sonuglar1 dikkate alinmistir. Bu dogrultuda ise elde edilen sonuglar su sekildedir:

Tablo 14: Tahmin Sonuglari ve Performans Olgiimleri

Deneme Gergek Deger Tahmin MAE MAPE MSE RMSE
Numarast Edilen Deger
1 146.440678 141.92 4.51 3.08 20.38 4.51
2 482.033898 472.38 9.65 2.00 93.17 9.65
3 134.237288 63.50 70.73 52.69 5003.28 70.73
4 194.033898 197.32 3.29 1.69 10.83 3.29
5 231.864407 234.36 2.49 1.07 6.24 2.49
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Grafik 15: Rastgele Orman Regresyonu ile, rastgele eksiltilen verilerin her birinin téhmet ile {iretilmis degerleri ve
gergek degerlerinin oldugu, ayrica her birisi igin hesaplanan MAE, MAPE ve RMSE degerlerinin de bulundugu grafik.

5.1.12 MissForest

Bu yontemde herhangi bir parametre optimizasyonu ihtiyaci olmamistir. Eksik degerler MissForest teknigi ile

tahminlenmis ve bu tahmin degerler, teknigin giivenilirliginin 6l¢iilebilmesi igin gercek degerler ile kiyasa tutulmustur.

Tablo 15: Tahmin Sonuglar1 ve Performans Olgiimleri

Deneme Gergek Deger Tahmin MAE MAPE MSE RMSE
Numarast Edilen Deger
1 146.440678 151.5658 5.1251 3.4998 26.2672 5.1251
2 482.033898 447.1188 34.9150 7.2432 1219.0601 34.9150
3 134.237288 85.4028 48.8344 36.3791 2384.7992 48.8344
4 194.033898 192.9748 1.0590 0.5457 1.1215 1.0590
5 231.864407 215.6631 16.2012 6.9873 262.4804 16.2012
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Grafik 16: MissForest ile, rastgele eksiltilen verilerin her birinin téhmet ile iretilmis degerleri ve gergek degerlerinin
oldugu, ayrica her birisi igin hesaplanan MAE, MAPE ve RMSE degerlerinin de bulundugu grafik.

5.1.13 Zincirleme Denklemler ile Coklu Téhmet (MICE)

Bu yontemde herhangi bir parametre optimizasyonu ihtiyact olmamistir. Eksik degerler MICE teknigi ile tahminlenmis
ve bu tahmin degerler, teknigin giivenilirliginin 6l¢iilebilmesi i¢in gercek degerler ile kiyasa tutulmustur.

Tablo 16: Tahmin Sonuglar1 ve Performans Olgiimleri

Deneme Gergek Deger Tahmin MAE MAPE MSE RMSE
Numarasi Edilen Deger
1 146.440678 146.44 0.0 0.0 0.0 0.0
2 482.033898 428.04 54.0 11.2 2916.0 54.0
3 134.237288 95.12 39.11 29.14 1522.63 39.11
4 194.033898 226.29 32.26 16.62 1044.35 32.26
5 231.864407 242.17 10.3 4.44 105.11 10.3
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Grafik 17: MICE ile rastgele eksiltilen verilerin her birinin téhmet ile iiretilmis degerleri ve gergek degerlerinin oldugu,
ayrica her birisi i¢in hesaplanan MAE, MAPE ve RMSE degerlerinin de bulundugu grafik.

5.1.14 Catboost

Catboost yonteminde ti¢ farkli paramete mevcuttur. Bunlar aga¢ derinligi, iterasyonlar ve Ogrenme hizi
parametreleridir. Agag¢ derinligi modelin igindeki agaglarin maksimum derinligini belirler. Daha derin agaglar, modelin
daha fazla 6grenme kapasitesi saglayabilir ancak asir1 egitim de bir problem yaratabilir. Ayni sekilde iterasyonlar
parametresinde de daha fazla iterasyon, modelin daha iyi uyum saglama potansiyeli sunar fakat asir1 egitim problemi
burada da meydana gelebilir. Son parametremiz ise 6grenme hizi parametresidir. Bu parametre, her iterasyonda modelin
giincellenen tahminlerini ne kadar hizli giincelleyecegini kontrol eder. Diisiik bir 6grenme hiz1 daha giivenilir sonuglar
saglayabilir, ancak daha yavas 6grenme siireci gerektirebilir. Bu parametreleri uygun bir sekilde olusturmak i¢in sirasiyla
optimizasyon yontemlerine bagvuruldugunda tablo su sekildedir:

Tablo 17: Tahmin Sonuglari ve Performans Olgiimleri

Deneme Gergek Deger Catboost Catboost Catboost Catboost
Numarasi (GridSearch) (RandomSearch) (HyperOpt) (Optuna)
1 146.440678 144.3165 143.4187 143.3898 1434114

2 482.033898 478.2840 482.0429 482.0338 482.0335

3 134.237288 135.7643 130.4435 130.0010 131.3031

4 194.033898 190.2069 195.2879 195.2542 195.3143

5 231.864407 205.7676 202.8996 202.4322 197.5944

Elde edilen bu veriler dogrultusunda her optimize yontemi ile iiretilen tahmini veriler ve gergek degerleri kullanarak,
bu optimize yontemlerinin her tahminlenen satirlarinin RMSE degerlerinin ortalamalarindan olusan degerler asagidaki
gibidir:
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Grafik 18: Optimizasyon yontemlerinden alinan verimi gosteren RMSE grafigi.

13.15 13.38

15.45

55

Eksik olan satirlar tizerinde Catboost ve farkli optimizasyon yontemleri kullanilmistir ama RMSE degeri en diisiik olan
yontemler daha uygun oldugu i¢in GridSearch yonteminin elde ettigi hiperparametreleri kullanarak MLPRegressor
yonteminin sonuglarini dikkate alinmigstir. Bu dogrultuda ise elde edilen sonuglar su sekildedir:

Tablo 18: Tahmin Sonuglari ve Performans Olgiimleri

Deneme Gergek Deger Tahmin MAE MAPE MSE RMSE
Numarast Edilen Deger
1 146.440678 144.3165 2.12 1.45 4.51 2.12
2 482.033898 478.2840 3.74 0.77 14.06 3.74
3 134.237288 135.7643 1.52 1.13 2.33 1.52
4 194.033898 190.2069 3.82 1.97 14.64 3.82
5 231.864407 205.7676 26.09 11.25 681.04 26.09
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Tablo 19: Catboost ile, rastgele eksiltilen verilerin her birinin téhmet ile {iretilmis degerleri ve gergek degerlerinin oldugu,
ayrica her birisi i¢in hesaplanan MAE, MAPE ve RMSE degerlerinin de bulundugu grafik.

5.2 Yontemlerin Degerlendirilmesi

Uzerinde galistlan yontemlerin  degerlendirilmesi icin ydntemlerin gdstermis oldugu performanslarin RMSE
degerlerinin ortalamasi alinarak her yontem i¢in RMSE degerlerinin gorsel olarak kiyaslamasinin oldugu siitunlar tablosu

asagidadir:
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Tohmet tekniklerinin sonuglarindan elde edilen RMSE degerlerinin ortalamalari ile elde edilen kiyas tablosu.
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6 SONUC

Elde edilen sonuglara gére, XGBoost, MICE, MissForest gibi yontemler, diger geleneksel yontemlere gore daha diisiik
RMSE degerleri ile daha iyi bir performans sergilemistir. Buradaki sasirtici sonuclardan birisi, geleneksel yontemlerin
disinda MLPRegressor yonteminin tahmin edilenden daha basarisiz bir sonu¢ vermesidir. Bunun sebebi, hiperparametre
optimizasyonlar1 konusunda dogru bir optimize elde edilememis olmasindan kaynaklanmaktadir. Optuna ve Gridsearch
gibi yontemler her biri denenmis olsa da MLPRegressor pek iyi performans gdsterememistir bu veri kiimesinde. Bu
sonuglar, 6zellikle eksik veri probleminin ¢dziimiinde gesitli yontemlerin potansiyelini gostermektedir. Ancak, veri
kiimesine bagl olarak hangi yontemin en iyi sonuglar1 verdigini belirlemek énemlidir. Ornegin, veri ekstrapolasyonunun
baz1 durumlarda yetersiz sonuglar iiretebildigi gdzlemlenmistir. Sonug olarak, eksik veri probleminin ¢dztimiinde her bir
yontemin avantajlart ve dezavantajlar1 vardir. Eldeki mevcut veri kiimesi i¢in en uygun olan XGBoost yontemi birinciligi
elde etmistir. En basarisiz goriilen teknik ise basit tohmet teknigidir ki bu teknigin genel amaci model egitimi i¢in gegici
bir tohmet teknigi olarak is gdrmesidir.

Yapilan ¢aligmanin verinin kullanildig1 hemen her alanda, 6zellikle de eksik veri probleminin ¢ok sik yasandig: kiigiik
ve orta boyuttaki isletmeler (KOBI) i¢in kritik dneme sahip olacag1 [102], veya veri toplama ve saklama siireglerinde sorun
potansiyeli yiiksek diger caligmalarda fayda saglayacagi tahmin edilmektedir [103]. Calismanimn devami olarak

aciklanabilir modellerin gelistirilmesi ve eksik veri tamamlama siireglerinin anlagilabilir olmas1 beklenebilir.
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