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OzET

Bu makalede makine 6grenmesi teknikleri kullanilarak optimum fiyat tahmini yapma konusu incelenmistir. Calisma yapilirken

bir toptancinin 3 senelik satis veri kiimesi incelenmis ve gelecekteki 7 ayda optimum fiyatlar: tahmin edilmistir. Bunu yaparken
once veri kiimesinin optimizasyon i¢in kullanilabilir hale gelmesi i¢in veri kiimesi veri diizenleme teknikleriyle diizenlendi,
gelecekle ile ilgili tahmin yapmak igin Autoregressive Integrated Moving Average (ARIMA) modeli, optimizasyon yapma
kisminda ise parametrelerimizi rahat diizenleyebilmek adina Pulp kiitiiphanesi kullanilmistir. ARIMA modeli kullanilmadan
once farkli zaman serisi modelleri de denenmis ve incelenmis ve performansi ve sagladig avantajlardan dolayt ARIMA modeli
iizerinde calisilmak igin tercih edilmistir. Bu ¢aligmanin temel amaci firmalara satig fiyat1 belirleme konusunda yardimci
olmaktir. Optimum fiyat tahminleri, miisterilerin {irtinleri hak ettikleri fiyatlardan alabilmesini saglarken, ayni zamanda
firmalarin maksimum kér elde etmelerini ve {iriinleri hak ettikleri degerde satisa sunmalarin1 hedeflemektedir. Bu dogrultuda
bu ¢aligma siirdiiriilebilir bir ekonomik biiyiimeyi desteklemeye yardimc: olmaktadir.

Anahtar Kavramlar: Fiyat Optimizasyonu, Veri Bilimi, Perakende

ABSTRACT

The topic of anticipating optimal pricing using machine learning techniques is examined in this article. The study used an
analysis of a wholesaler's 3-year sales record to predict the best cost for the following 7 months. To do this, the dataset was
first optimized using data preparation methods. The Autoregressive Integrated Moving Average (ARIMA) model was employed
to make predictions for the future, and the Pulp library was used to quickly change the parameters throughout the optimization
process. Before using the ARIMA model, different time series models were tried and examined, and due to its performance and
the advantages it provides, working on the ARIMA model has been preferred. This study's primary goal is to support companies
in setting sales pricing. The aim of optimum pricing forecasts is to allow consumers to buy goods at fair prices while also
increasing the profitability of companies and providing goods at their real value. This study can help support sustainable
economic growth in this way.

Keywords: Price Optimization, Data Science, Retail

1.Giris

Siirekli olarak biiyilik miktarda veri toplanan ve depolanan giiniimiiz i¢in bulundugumuz ¢agin bir veri tufan1 ¢ag1 olduguna
stiphe yok [1]. Su anda mevcut olan biiyiik miktarda veriyle, hemen hemen her sektdrdeki sirketler, rekabet avantaji i¢in verileri
kullanmaya odaklaniyor [2]. Verilerin hacmi ve gesitliligi, manuel analiz kapasitesini ¢ok geride birakt: ve bazi durumlarda
geleneksel veri tabanlarmin kapasitesini agti. Ayni zamanda, bilgisayarlar cok daha giiclii hale geldi, ag her yerde bulunuyor ve
daha 6nce miimkiin olandan daha genis ve daha derin analizler saglamak icin veri kiimelerini birbirine baglayabilen
algoritmalar gelistirildi ve veri bilimi tahmin edilenden ¢ok daha fazla 6neme sahip oldu [2]. Bununla birlikte veri biliminin alt
dallarmmdan olan makine 6grenmesi, finans sektdriinde optimizasyon teknikleriyle birlikte kullanildiginda biiyiik avantajlar
saglayabilir duruma geldi. Optimizasyon, bir sistemde var olan kaynaklarin en verimli sekilde kullanilarak belirli amaglara
ulagmay1 saglayan bir teknoloji olarak tanimlanmaktadir [3]. Giiniimiizde bir {irliniin fiyatin1 belirlemek firmalarin kar marj1
adina hayati 6nem tagimaktadir ¢linkii bir {irliniin fiyat1 ¢ok yiiksek ise hedeflenen sayida satis yapilamaz ve bir adet tirlinden
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yiiksek kar edilse dahi hedeflenen kara ulasilamamis olur, 6rnegin Webvan adli online aligveris hizmeti sunan bir sirket asir1
biiytime stratejisi, yliksek maliyetler ve diisiik fiyath {iriinler nedeniyle kar edememesi sonucunda 2001 yilinda iflas etti [4].
Ters dogrusallikta da ayn1 durum yaganacaktir ¢iinkii bir iiriiniin fiyat1 ¢ok diisiik ise hedeflenenin {izerinde satis yapilir fakat
her bir adet irlinden cok diistik bir kér elde edildigi i¢in yine hedeflenen kara ulasilamamus olur , 6rnegin 1985 yilinda kurulan
BlockBuster, video kiralama sektoriinde bir dev olarak biliniyordu fakat sirket kiralama islemi igin yiiksek ticretler talep
ediyordu ve internet iizerinden film ve dizi platformlarinin da popiilerlesmesi ve bu platformlarinin ucuza hizmete sunulmasiyla
sirketin sonu gelmis oldu [5]. Bu fiyat: belirlerken de birgok etmeni goz oniinde bulundurarak hareket etmemiz gerekiyor. Bu
faktorler arasinda arz ve talep, rekabet durumu, enflasyon, mevsimsellik gibi unsurlarin yer aldigi soylenebilir [6]. Fiyatin
dogru belirlenmesi, bu faktorleri dikkate alarak hareket etmeyi gerektirir [6]. Arz ve talep faktorti, bir {iriiniin arzinin ne kadar
oldugunu ve tiiketicilerin talep etme diizeyini ifade eder. Rekabetin yogun oldugu bir pazarda fiyatlar daha rekabetci olabilir
ve diisebilir [6]. Genel fiyat seviyesindeki artislar, liretim maliyetlerini etkileyebilir ve bu da fiyatlar etkileyebilir [6].

Veri biliminin gliniimiizde kullanilmadig: alan neredeyse yok denebilir haliyle firmalarda {iriin fiyatlarnin optimum yani
maksimum kar elde ettirecek tutarini belirlerken bu bilim dalindan yararlanmaktadir [2].

Optimizasyonun tarihgesi oldukca eskidir. Antik Yunan déneminde matematiksek problemleri ¢6zmek icin bazi yontemler
gelistirilmistir [3]. Ancak, modern optimizasyon tekniklerinin gelisimi daha yakin zamanlara dayanmaktadir. Optimizasyonun
modern tarihgesi ise 20. Yiizyilin baslarina kadar uzanir [3]. Lineer programlama, 1940’larda George Dantzig tarafindan
gelistirilen ve bircok uygulama alaninda kullanilan bir optimizasyon yaklasimidir. Daha sonra, non-lineer programlama, tam
say1il1 programlama, dinamik programlama, stokastik programlama gibi farkli optimizasyon yaklasimlar: gelistirilmistir [3].
Bilgisayar teknolojisinin ilerlemesiyle birlikte, optimizasyon algoritmalarinin uygulanmasi daha da yaygmlasti [3].
Gilintimiizde ise kullanilan metotlara 6rnek olarak dogrusal programlama metotlari, tamsayi-karisik dogrusal programlama
metotlar1, dogrusal olmayan programlama metotlar1 ve tamsay1-karisik dogrusal olmayan programlama metotlar1 verilebilir [3].
Bilgisayar tabanli optimizasyon yazilimlar1 ve matematiksel modelleme araglari, karmasik problemlerin ¢oziimiinde biiyiik bir
rol oynamaktadir [3].

Messica ve Rokach(2020) Machine learning and operation research based method for promotion optimization of products with
no price elasticity history ¢alismasi fiyat optimizasyonu iizerine yapilmis bir ¢aligmadir bu ¢alismada fiyat esnekligi ge¢cmisi
olmayan iiriinler i¢in fiyat optimizasyonu ile ilgili bir ¢aligma yapilmistir ve bu makaledeki ¢aliymadan en bariz ayrildiklar
nokta budur gegmis verilerden yararlanilmayarak yapilan bir ¢alismadir ve bu ayrim yiiziinden kullanilan yontemlerde farklilik
gostermektedir [7]. Ornegin bu ¢alismada dogrusal olmayan programlama kullanilmisken bu makaledeki caligmada dogrusal
programlama yontemi kullanilmustir [7].

Rios ve Vera (2023) Dynamic pricing and inventory control for multiple products in a retail chain ¢aligmasi da fiyat
optimizasyonu iizerine yapilmig bir ¢alismadir bu calismada bir perakende zincirindeki birden fazla iiriin i¢in dinamik
fiyatlandirma ve envanter kontrolii yapilmistir [8].Bu ¢alismanin bu makaledeki ¢alismadan farkli yan1 her Pazar i¢in farkli bir
fiyat tahmini yapiyor olmasi ve sadece elde edilen giincel veriler ile bunu yapabiliyor olmasidir ¢linkii bu makaledeki ¢alismada
fiyat optimizasyonuna ek olarak ilerideki 7 ay iginde tahminler iizerinden fiyat optimizasyonu yapilmustir [8].

Bu calismaya benzer baska bir ¢aliymada ise Namli vd. (2019) yaptig1 fiyat tahminlemesinde makine 6grenmesi teknikleri ve
dogrusal regresyon yontemlerinin kiyaslanmasi; Tiirkiye’de satilan ikinci el ara¢ fiyatlarinin tahminlemesine yonelik bir vaka
calismasi ile ikinci el arag piyasasindaki sifir aragtan daha pahali ikinci el arag veya parametreler bazinda daha kotii durumda
olan aracin daha iyi durumda olan araca gore daha yiiksek fiyata satilma problemlerine ¢dziim aranmstir. Optimizasyon i¢in
dogrusal regresyon yontemi kullamlmugtir. Tkinci el arag igin optimum fiyat tespiti yapilmistir [9].

Fiyat optimizasyonu yaparken veri bilimi firmalara optimizasyon algoritmalar1 ve istatiksel yontemlerle birlikte karar
asamalarinda biiyiik bir giiven ve destek saglamaktadir.[10] Bu giivene ve destege sahip olmak isteyen biitiin firmalar bu
disiplinden yararlanmak istemektedir [10].

Sonug olarak, giinlimiizde veri bilimi, fiyat optimizasyonunda kullanilmadig1 neredeyse higbir alan kalmamistir.[2] Firmalar,
veri bilimi ve optimizasyon algoritmalarini kullanarak {iriin fiyatlarini optimum diizeyde belirleyerek maksimum kar elde
etmeyi hedeflerken miisteriler ise aldiklari {irlinleri adil fiyattan alma sansina sahip olurlar biitiin bunlarmn 1s18inda hem miisteri
memnuniyeti olurken hem de miisteri memnuniyeti miisteri sadakatini pesinde getirecegi i¢in uzun vadeli kazang elde edilmis
olur [11].

2.Veri Kiimesi ve Analizi

Kullanilacak veri kiimesi bir Perakende Satis Veri kiimesi (Retail Data Set) [9]. Bu veri kiimesi bir toptancinin 3 yillik
satislariyla ilgili verileri icerisinde barindiran bir veri kiimesidir. Veriyi anlamak, analiz etmek ve diizenlemek optimizasyon
modelini kurmadan 6nce kesinlikle yapilmasi gereken asamalardir [12].
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2.1.Veriyi Aciklama

Veri kiimesinin siitunlarini inceleyip ne olduklarini agiklamak gerekirse ; InvoicelD adinda bir siitun var bu siitun ilgili {irliniin
hangi fige ait oldugunu belirlemek i¢in kullaniliyor , Date adinda diger bir siitun hangi satisin hangi tarihte veya ilgili satir
bilgilerinin hangi tarihe ait oldugunu belirten siitun diyebiliriz , ProductID adinda diger bir siitun her bir iiriiniin benzersiz id
numaralarini i¢inde barindiran siitun diyebiliriz ,diger bir siitun adi1 ise TotalSales bu siitun , ilgili satirda ki toplam satigin fige
yansiyan miktari ile ilgili bilgi veren siitundur diyebiliriz, Discount adinda ki diger bir siitun ise ilgili satirda ki toplam satis
miktarina uygulanan toplam indirim tutar1 hakkinda bilgi vermektedir , CustomerID adinda ki diger bir siitun ise ilgili satirda
yapilan satisin hangi miisteriye ait oldugu ile ilgili bilgi veren siitundur ve veri kiimesine ait olan son siitunun adi ise Quantity,
bu siitun ilgili satirda toplam ilgili tirtinden kag¢ adet satis yapildig1 hakkinda bilgi veren bir siitundur [13]. Tablo 1’de veri
kiimesinin biitiin kolonlar1 ve secilen ilk 5 satir1 6rnek olarak sunulmustur.

Tablo 1.Ag¢iklanan veri kiimesinin biitiin stitunlarini ve ilk 5 satiri ile son 5 satirimi gostermektedir.

Invoice ID Date ProductID TotalSales Discount CustomerID Quantity
328 2019-12-27 1684 796.610169 143.389831 185 4
329 2019-12-27 524 355.932203 64.067797 185 2
330 2019-12-27 192 901.694915 162.305085 230 4
330 2019-12-27 218 182.754237 32.895763 230 1
330 2019-12-27 247 780.101695 140.418305 230 4

2.2.Veri Analizi ve Diizenleme

Veri analizi, veri igerisinden, gizli kalmis, degerli, kullanilabilir bilgileri agiga ¢ikarmak ve stratejik karar destek saglamak
amactyla kullanilan bir tekniktir [12]. Veri analizi, istatiksel yontemler, veri madenciligi teknikleri ve gorsellestirme araglarini
kullanarak verilerin anlamli bilgilere doniistiiriilmesini saglar [12].

2.2.1 Kullanilabilir Veri Elde Etme

Kullanilan veri kiimesinde modeli veya algoritmalari hatali islem yapmaya yonlendirecek verileri yani standart sapmasi genel
olarak 5 ve 10 arasinda olan verilerin arasindan standart sapmasi 30-40 civarlarinda yiiksek standart sapmasi olan veya
modellerin ve algoritmalarin kullanabilmesi i¢in bir 6zelligi barindiran yetersiz sayida veri olmasi yani toplam veri setinin en
az %2’sinin bu 6zellikleri barindirmamasi bu verileri bir sekilde diizenlenmesi anlamina geliyor [14]. Veriler birkag farkli yolla
diizelebiliyorlar; veri kiimesinden verileri kaldirmak, makine 6grenmesi algoritmalari ile hatali verileri diizeltmek gibi metotlar
veri diizenlemede kullanilabilir [12].

Kullanilan veri kiimesinde baz: {iriinlerin satis1 veri kiimesinde sadece 3-4 satir kadard1 yani ¢ok az sayidayd: ve bu ¢ok az
sayida satist olan {iriinler veri kiimesinden ¢ikarildi.

Yine kullanilan veri kiimesinde bazi {iriinlerin satis fiyat1 0 olarak goziikiiyordu bildigim kadarryla verilerin sahibi firma ile
goriisme yapilip soruldu ve bunlarin bazilarin miisterilere promosyon hediyesi olarak verildigi i¢in bazilariin ise eklenip
sonradan faturadan ¢ikarildifi igin satig fiyat: veri kiimesinde O olarak goziikiiyordu bu veriler de daha dogru sonuglar
almabilmek i¢in veri kiimesinden ¢ikarildi.

Veri kiimesine indirim yilizdesi adinda bir siitun eklenildi ¢iinkii bu siitunda ki verilerin optimizasyon probleminde de
kullanilabilecegi diisiiniildii ¢iinkii optimizasyon problemlerinde matematik islemleri yapilirken oransal bir ifadenin daha
yardimeci olacagi tespit edildi hem de baz: {iriin satislarinda normalden ¢ok daha fazla indirim yapilma ihtimali diistiniildii bunun
tespitinin ise sadece oransal olarak kontrol edilerek yapilacagindan veri kiimesine indirim ytizdesi siitunu eklendi ve diisiiniilen
gibi biitiin indirim yiizdeleri %15 civarlarindayken birkag tane verinin %30-50 civarlarinda oldugu tespit edildi ve bu veriler
de veri kiimesinden ¢ikarildi .

Veri kiimesindeki iiriinlerin 2019 yilindan 2023 yilina kadar satis1 yapilmis olmasinin dogru sonuca yaklasma konusunda fayda
saglayacag diistiniildii ¢linkii son yillarda satis1 yapilmamigsa eger bu {iriin raftan kalkmis olabilirdi veya veri kiimesinin ilk
yillarinda satis1 yok ama son yillarda var ise bu iiriin i¢inde analiz yapmak ve algoritmalarimizda kullanmak veri yetersizligi
sebebi ile ¢alismay1 yanlis sonuglara yonlendirebilme tehlikesi igeriyordu [23] ve bazi iiriinlerin 2020, 2021 ve 2022 yillarindan
sonra satis1 gdziikmiiyordu bu yiizden bu iirtinler veri kiimesinden ¢ikarildi.
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Optimizasyon islemi uygulanirken calismanin asil ulasmak istedigi veri olan iiriiniin bir adet fiyat: bilgisini veri kiimesi
igerisinde icermiyordu bu yiizden toplam satis tutari haricinde sadece bir adet {irliniin fiyat bilgisini veren grain_price adinda
yeni bir siitun olusturuldu.

2.2.2.Veri Gorsellestirme ve Zaman Serisi Analizleri

Insamin algilama sistemi yalnizca 3 boyutlu oldugu igin ¢ok boyutlu veriler iizerine diisiinmesi gerektiginde zorlanabiliyor
bunun i¢in ¢ok boyutlu verileri gérsellestirerek cok boyutlu veriyi aralarinda bulunan iliskiyi kaybetmeden 2 veya 3 boyuta
indirgeme iglemine veri gorsellestirme deniyor [1].

2.2.2.1. Mevsimsellik

Kisin kullanilan mont, bot, eldiven gibi iirtinlerin kigin daha pahaliya satilmas1 yazin kullanilan giines kremi, sort gibi tiriinlerin
yazin daha pahali olmasi mevsimsellik ile agiklanir [15]. Bunun analizini yapabilmek adina 252 id numaral: {iriiniin biitiin
yillardaki aylik fiyat ortalamalar1 bir grafik iizerinde gosterilmeye ¢alisildi. Ortaya ¢ikan grafigi yorumladigimizda en yiiksek
fiyatlarin ekim, kasim, aralik, ocak, subat aylarinda oldugu tespit edildi. ilgili grafik sekill’de sunuldu.

—— Ortalama Fiyat

500

2 4 6 8 10 12

Sekil 1. 252 id numarali iiviin igin 4 yillik mevsimsellik ile ilgili bilgi grafigi

2.2.2.2 .Hareketli Ortalama

Veri kiimesindeki iirtinlerin fiyat istikrarinin olup olmadigini yani kisa zaman once satilan {irlin fiyati ile simdiki fiyat1
arasidaki benzerligi gorebilmek i¢in hareketli ortalama analizi teknigi kullanilabilir [16] ve bu teknigi Python dilinde koda
dokmek i¢in Rolling fonksiyonundan yardim alnabilir [16]. Bu teknik kullanildiginda ise bu teknik bir grafik {izerinde
yorumlanmistir ve bu grafigi yorumlarken gergek fiyat: temsil eden ¢izgi ile hareketli ortalamay: temsil eden ¢izgi arasinda
en ¢ok benzerlik olan noktalar fiyat istikrarinin en yiiksek oldugu; gercek fiyati temsil eden ¢izgi ile hareketli ortalamay1
temsil eden ¢izgi arasinda benzerligin en az oldugu noktalar ise fiyat istikrarinin da en az oldugu noktalar olarak tespit
edilmistir. Tlgili grafik sekil 2°de sunulmustur.

—— Real Fiyat

1400 Hareketli Ortalama

?EE 7
11 - ud

2019-01 2019-07 2020-01 2020-07 2021-01 2021-07 2022-01 2022-07 2023-01

Sekil 2. 252 id numaralu diriin igin 4 yillik hareketli ortalama ile ilgili bilgi grafigi
2.2.2.3.Enflasyon Analizi

Enflasyon , genel olarak mal ve hizmetlerin genel fiyat diizeyinde ki siirekli artis1 anlamina gelir yani belirli bir zaman
diliminde fiyat diizeyinde ki artis olarak kisaca agiklayabiliriz [17] fakat her iiriin esit ve diizenli sekilde enflasyona ugramaz
yine bunu analiz edebilmek i¢in aylik olarak toplam satig tutarini ve toplam iiriin satig adetini ayr1 ayr1 toplayip bir grafik
¢izdirilmigtir ve bu grafik yorumlandiginda 2019°dan 2022 baslarina kadar dalgalanmali ve diisiik diizeyde enflasyon olurken
2022 yil1 igerisinde enflasyon oraninin gok yiiksek noktalara geldigi tespit edilmistir. Tlgili grafik sekil 3’te sunulmustur.
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Sekil 3. 252 id numaraly tiriin i¢in 4 yillik enflasyon analizi ile ilgili bilgi grafigi

3.VERI KUMESI iCiN SIMULAYON UYGULAMA

Simiilasyon, bir arag, bir makine, bir sistem, bir olguya 6zgii isleyis biciminin incelenme, gdsterilme ya da aciklanma amaciyla
bir maket ya da bir bilgisayar program aracilifiyla yapay bir sekilde yeniden iiretilmesidir [18]. Simiile etmek, ger¢ek olmayan
bir seyi gergekmis gibi sunmak gostermeye ¢aligmaktir [18].

Veri kiimesindeki veriler ile veri kiimesinin bittigi noktadan sonraki 7 aylik veri simiile edilerek edinilen yeni veriler ile bu 7
aylik fiyat optimizasyonu yapildi.

3.1.Veri Kiimesi Simiilasyonunda Kullanilan Yéntem

Bu simiilasyonu yapmak i¢in autoregressive integrated moving average (ARIMA) modeli kullanildi. Bu model kullanilmadan
once Seasonal autoregressive integrated moving average with eXogenous factors(SARIMAX), Long short-term
memory(LSTM) ve Probabilistic forecasting(Prophet) yontemleri de denendi ve bu yontemler denendikten sonra bu modellerin
performanslarini 6lgmek i¢in Mean absolute error(MAE), Mean squared error(MSE), Root mean square error(RMSE) ve
Coefficient of Determination(R2 Score) performans 6lgiitleri kullanildi. Bunlardan alinan dlgiitlerde hepsinin skorlar1 birbirine
¢ok yakindi bu yiizden hangi modelin segilecegine karar verilirken farkl: kisitlarda g6z 6niinde bulunduruldu. ARIMA modeli
ele aliman herhangi bir seri duragan olsun ya da olmasin mevsimsel unsur igersin ya da igermesin bilgisayar paket
programlartyla bir ¢6ziim olanagi saglamaktadir [19] ayrica ARIMA modellemesi analiz agamasi i¢in de zaman serilerindeki
trendler, donemsel desenler ve dalgalanmalar gibi yapilar1 tanimlama konusunda, zaman serisindeki beklenmeyen veya aykiri
degerleri tespit etme konusunda ¢ok yardimci olmaktadir [20]. Bu sebeplerden dolay: bu calisma yapilirken ARIMA modeli
secildi. ARIMA modelini kullanirken tarih verisi index olarak alind1.

3.1.1.ARIMA MODELI{

ARIMA modeli temel olarak ge¢mis degerler ve hata terimleri arasindaki iliskiyi temsil eder ve bu iliskileri kullanarak
gelecekteki degerleri tahmin etmeye ¢alisir [21,15].

ARIMA modelinin ¢aligma mantig1 {i¢ bilesenden olusur: otoregresif (AR) bilesen, entegrasyon(l) bileseni ve hareketli
ortalama (MA) bileseni [16].

Otoregresif (AR) bilesen kisaca mevcut degeri gecmis degerlerle iligkilendirir denilebilir [16].
Entegrasyon (I) bilesen kisaca zaman serisindeki duraganligi saglamak i¢in uygulanan bir fark alma islemidir [16].

Hareketli ortalama (MA) bilesen kisaca adindan anlasilacag: izere hareketli ortalama bilesendir, hata terimlerini kullanarak
mevcut degeri agiklar [16].

3.1.2.ARIMA Modelini Kullanilist

ARIMA modeli ile 6nce toplam satis miktarinin tahmini yapilmistir. Bunu yapmak i¢in sadece 252 id numarali iiriintin “Date”
ve “TotalSales” siitunlarini alinarak yeni bir veri kiimesi {iiretilmis ve bu veri kiimesinin index’i “Date” siitunu olarak
belirlenmistir ve veri kiimesinin 7 ay sonrasina kadar tahminde bulunulmustur. Bu iiretilen verileri optimizasyon problemi
¢oziiliirken kullanilacagi i¢in ve optimizasyon isleminin daha uygun sonuclar ¢ikarabilmesi adina giin giin olan veriler aylik
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veriye ¢evrilerek 7 satirlik her ay i¢in olan biitlin verilerin ortalamalarini baridiran bir veri kiimesi tiretilmistir ve sonuglar
tablo 2’de sunulmustur.

Tablo 2.Veri kiimesinin bittigi tarihten sonraki 7 ay ile ilgili toplam satis verisinin tahmin

Date TotalSales
2023-03-31 4300.940435
2023-04-30 5278.587595
2023-05-31 6428.445919
2023-06-30 8092.460855
2023-07-31 9290.194664
2023-08-31 10834.074673
2023-09-30 12007.343402

Toplam satis miktari ile ilgili yapilan islemlerin aynilar1 da satis adeti sayisi i¢in yapilmistir yani veri kiimesinden sonraki 7
ayda her ayin bir giiniinde ortalama kag adet iiriin satilacagini tahmin edilmistir ve sonuglar tablo 3’te sunulmustur.

Tablo 3. Veri kiimesinin bittigi tarihten sonraki 7 ay ile ilgili satis adetinin tahmin tablosu

Date TotalSales
2023-03-31 4.749361
2023-04-30 5.105629
2023-05-31 4.963596
2023-06-30 5.042195
2023-07-31 5.005385
2023-08-31 4.991656
2023-09-30 5.046099

Burada satig adeti sayisinin kiisurathi sayilar ¢ikmast ne kadar anlamsiz olsa da ortalama alindig1 i¢in boyle olmasi gayet
normaldir eger yuvarlama islemi veya kiisurat1 yok etme islemi gibi bir islem yapilmus olsaydi veri kayb1 olacagindan dolay1
bu yapilmak istenilmemistir [22] zaten optimizasyon problemimizde kullanilacak veriler olduklar i¢in bu durum bir sorun
teskil etmemistir hatta veri kaybi olmadig1 i¢in daha optimum bir sonuca yaklagtirmastir.

ARIMA modeli bu noktada farkli bir amag¢ i¢in kullanilmistir ve optimizasyon islemi igin firetilen veri kiimesine
Enflasyon Orani adinda yeni bir siitun eklenmistir. Bu siitunun eklenmesinin en biiyiik sebebi artan enflasyonun bu iiriinii ne
kadar etkileyecegini tahmin etmek ve enflasyon siitunu sayesinde optimizasyon problemimizde mevsimselligi kullanabilmektir.
Bunu yapabilmek i¢in yine veri kiimesinden sadece 252 id numaral: {irliniin tarih ve grain price yani adet fiyat: siitunlari
alinarak yeni bir veri kiimesi iiretildi. Daha sonrasinda bu veri kiimesi Price_Change adinda enflasyon oranlarinin hesaplanip
eklendigi yeni bir siituna eklendi.

Burada yapilan islem bir satirdaki adet fiyatinin bir 6nceki satirdaki veya bir 6nceki glindeki de denilebilir ¢gikarildiktan sonra
¢ikan sonucu yeniden iizerinde ¢alisilan satirin bir dnceki satirina bdlmek ve ¢ikan sonucu yiizdelik bir oran elde edebilmek
adma 100 ile carpmak bu islemler sonucunda enflasyon yiizdeleri hakkinda bilgi veren bir satir elde edilmistir.

Sonrasinda yapilan islemler yine toplam satis ve adet sayisinda yapilan islemler gibi veri kiimesinin bittigi noktadan 7 ay
sonrasina kadar olan veri kiimesinin tahmin edilmesi ve tahmin islemi yapildiktan sonra ¢ikan sonuglar da tablo 4’ de
sunulmustur.
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Tablo 4. Veri kiimesinin bittigi tarihten sonraki 7 ay ile ilgili enflasyon tahmin tablosu

ENFLASYON

16.788506

11.158916

11.158916

11.158916

11.158916

11.158916

11.158916

4.0PTIiMIiZASYON

Optimizasyon, belirli hedeflere ulagmak i¢in en iyi ve en uygun ¢oziimii bulmay1 amaglayan bir matematiksel disiplindir [22].
Optimizasyon, smirli kaynaklarmn verimli kullanilmasi, maliyetlerin azaltilmasi, karin maksimize edilmesi (Bu ¢alismada
¢6ziim bulunmak istenilen problem) veya performansin en iist diizeye ¢ikarilmasi gibi ¢esitli problemlerin ¢éziimiinde kullanilir
[22].

4.1.0ptimizasyon Problemlerinde Coklu Ekstremumlar Problemi

Optimizasyon problemlerinde ¢ogu zaman birden fazla maksimum noktas: olur fakat bunlardan hepsi en iyi ¢oziimii vermez
¢linkii bunlarin iginde yerel maksimum noktalar1 da vardir [23] 6rnek ile anlatilmak istenirse bir daga tirmanirken etrafinda
bulunan kiigiik tepelere de tirmanmis oluruz fakat tirmandigimiz tepeler dagin zirvesi degildir fakat bazen algoritmalarimiz bu
noktalari zirve zannedip bir probleme yol agabiliyorlar.

4.2.Problem icin Uygulanan Optimizasyon Modeli

Lineer programlama (LP) yontemi kisitla tanimlanan bir matematiksel modeli ¢ézmek i¢in kullanilan bir yontemdir [22]. LP
i¢cin modelleme kolaylig1 vardir [22]. Kar maksimizasyonu ¢aligmalarinda genelde LP kullanilir [24]. LP ayn1 zamanda gesitli
kisitlar1 ayni anda yonetme ve istenilen matematigi milkemmel sekilde gerceklestirme yeteneklerine sahiptir [22,24]. Bu bilgiler
dogrultusunda bu ¢aligmada LP kullanilmaya karar verilmistir. Lineer programlama (LP) yaklasimi, dogrusal yapidaki kisitlari
ihlal etmeden, dogrusal formdaki amag fonksiyonunu en iyilemeyi saglayan ve bu en iyileme sonucunda karar degiskenlerinin
aldiklar1 degerleri bulan bir yaklagimdir. Her lineer programlama modelinin {i¢ temel bileseni vardir: Karar degiskenleri, amag
fonksiyonu ve kisitlar. Lineer programlama (LP) problemi ¢oziiliirken kolay ve esnek bir yol saglamasi i¢in Pulp kiitiiphanesi
kullanildi.

Pulp, Python programlama dili i¢in acik kaynakli bir LP kiitiiphanesidir [25].

Pulp, LP modelleri olusturmayi, kisitlart tanimlamayi, degiskenleri belirlemeyi saglayan bir dizi fonksiyon ve sinif igerir [25].
Pulp’in sundugu ana siniflardan biri ‘LpProblem’ sinifidir bu simif LP problemi i¢in temel bir yap1 olusturur [25].

Burada problemin bir maksimum bulma problemi oldugu belirtildi.
Ardindan, ‘LpVariable’ sinifin1 kullanilarak degiskenler tanimlandi;

Burada id olarak df monthly predSalesTest veri kiimesinin Date siitununu alindi bu sayede her tarih i¢in ayr1 ayri rahat iglem
yapilabildi ve buna ek olarak da maksimize etmek istenilen verinin de adet fiyat1 yani grain_price siitunu oldugunu belirtildi.

Ve yine ardindan, ‘“+=’ operatériinii kullanarak kisitlar ve objektif fonksiyonu eklenildi.

Daha dnceden adet fiyatinin maksimize etmek i¢in ugrasildigi modele belirtilmisti fakat asil ama¢ bunu maksimize ederken
aslinda toplam satis tutarinin en yiiksek halini bulmakti bu yiizden amag fonksiyonu olarak veya literatiirdeki diger ismi ile
objektif fonksiyonu olarak adet fiyat1 ve adet sayisinin ¢arpiminin maksimum olmasi gerektigi belirtiliyor.

Daha o6nceden ‘+=" operatérii ile kisitlarda koyulabildigi sdylenmisti. Bu kisitlarin belirlenmesi ¢ok fonksiyonel ve ¢ok
degiskenli bir durumdur [11,26]. Bu islemin neden yapildigi ¢ok basit sekilde anlatilmasi istenirse eger; drnegin evimize
elektrik ¢ekmek i¢in bir kablo uzunlugu belirlememiz gerekiyor. Bu ipi biz ¢ok kisa segersek evimize ulasmaz ve amacimiza
ulagsamamis oluruz fakat kabloyu ¢ok uzun secersek bu seferde bizim i¢in gereksiz bir maliyet olmus olacaktir bunun igin en
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su kadar olmali ve en ¢ok su kadar olmal1 gibi kurallar koymamiz gerekir ; 6rnegin en az trafo ile evimiz arasinda ki mesafe ve
binamizin yiiksekligi kadar uzunlukta bir kablo diyerek bir kisit koyabiliriz ayn: sekilde problemimize bir de en ¢ok ne kadar
olmalr acisindan da yaklasmali ve ikisinin arasinda bir alan birakip optimum degeri hesaplamaliy1z. Burada da problemi
¢ozerken yapilan islem aynen bu sekilde adet fiyat1 veri kiimesindeki en kiigiik deger ve hesaplanmaya calisilan satirin
enflasyon orani ile ¢arpimindan kii¢iik olmamali gibi kisitlar konuldu.

Burada kisit olarak veri kiimesinin en diisiik degerinin enflasyona gore orani hesaplandiginda ¢ikan sonugtan adet fiyatinin
daha kiigiik olmamas1 gerektigi, veri kiimesinin ortalama degeri ile enflasyon oranina gore hesaplama yapildiginda cikan
degerden kiigiik olmasi gerektigi, indirimsiz fiyat hesaplanip bu indirim yiizdesi ile ¢arpildiginda ¢gikan sonugtan biiyiik olmasi
gerektigi ve yine indirimsiz fiyat hesaplanip indirim yiizdesine bdliindiigiinde ¢ikan sonugtan kiiciik olmast gerektigi belirtildi.

Bu sekilde model ¢oziilmiis ve igerisinde sonuglart saklamaktadir.
5.DEGERLENDIiRME

Bu ¢alismada, perakende iiriin satan bir firmanin dort yillik satis verilerinden olusan veri kiimesinin analizleri yapilmis ve
gelecek 7 aydaki {irlin fiyatlarini optimum kar edilebilecek sekilde dengeleyen bir makine 6grenmesi modeli ¢alisilmistir. Veri
kiimesinin iginde modeli hata yapmaya yonlendirecek veya modelin ¢aligma prensibine uygun olmayan veriler ayiklanip
diizeltilmistir. Kullanilabilir veri elde edildikten sonra optimizasyon isleminde kullanilmasi gereken veriler simiilasyon
islemine tabi tutulmustur. Bu simiilasyon islemini yaparken ARIMA modeli kullanilmistir ve bu sonuglar elde edildikten sonra
lineer programlama ydntemi kullanilarak optimizasyon islemi uygulanmis ve veri kiimesinin sonlandig: tarihten sonraki 7 ay
i¢in optimum fiyat tahmini yapilmistir. Bu ¢aligma firmalarin piyasada belirli bir siire gecirmis tirlinleri iizerinde fiyat belirleme
konusunda tavsiye almak i¢in kullanilabilir.

Modelimize 252 id numarali {iriin ile ilgili verileri verildi ve bu veriler dogrultusunda veri kiimesinin sonlandig: tarihten sonraki
7 ay icin aylik ortalama optimum fiyat: tahmin etmesi istenildi. Model ¢oziildiikten sonra sonuglarin modelin igerisinde
saklandig1 sdylenilmisti bunlara erigebilmek i¢in ise degerlerin bir dongii icerisinde ekrana yazdirilmasi gerekiyor. Asagida
Tablo5’te sonuglar sunulmustur.

Tablo 5. 252 id numarali tiriiniin veri setinin bittigi tarihten 7 ay sonrasina kadar aylik adet fiyatinin optimizasyon modeli ile optimizasyon
yapilmig sonuglart

TARIH FIYAT
31.03.2023 1068.59
30.04.2023 1219.97
31.05.2023 1443.01
30.06.2023 1428.93
31.07.2023 1572.92
31.08.2023 1839.35
30.09.2023 2016.55

252 id numarali iiriin i¢in sonuglar 2023 yilinin 3. ay1 i¢in 1068 TL, 4. ay1 i¢in 1219 TL, 5. ay1 i¢in 1443 TL, 6. ay1 i¢in 1428
TL, 7. ay1 i¢in 1572 TL, 8. ay1 i¢in 1839 TL, 9. ay1 i¢in 2016 TL olarak tespit edildi. Gergek veri kiimesinde de fiyatlarin en
son 1000 liray1 gectigi goriilmiistii ve gergek veri kiimesinde de tahmin edilen gibi son yillarda ¢ok hizl bir fiyat artig1 vardi.
Tahminde bu sekilde yine yiiksek bir enflasyon olacagi tahmin edilmis. Genelde goriilen zaten enflasyon yiiksek bir ivime
aldiginda diigse dahi ¢ok hizli bir diisiis olmuyor bu ivmede. Bu ylizden tahminlerin gercegi yansittig: diistiniildi.

6.SONUC

Bu ¢alisma yapilirken veri kiimesinin iizerinde c¢alisilmaya baslanmadan 6nce hangi sebeplerden dolay1 veri analizi ve veri
diizenlemesi yapilir 6grenildi. Optimizasyonun literatiirdeki genel kullanimlar: arastirilip kavrand: ve Python yazilim dilinde
dogrusal optimizasyonun uygulanis1 6grenildi. Optimizasyon uygulamasi yapilirken gelecek ile ilgili islem yapabilmek i¢in
zaman serisi modelleri kullanimi1 ve hangi amaca hizmet ettikleri 6grenildi. Bu makalede veri analizi ve diizenlemesinin
yapilma amaci ve yapilirken izlenmesi gereken yol detayli bir sekilde anlatildi. Zaman serisi analizleri 6zelinde mevsimsellik
analizi, hareketli ortalama analizi ve enflasyon analizi grafikler ile detayl1 bir sekilde anlatildi. Zaman serisi analizi anlatildiktan
sonra veri kiimesi i¢in simiilasyon islemini uygulayabilmek adina igerisinde zaman serisi analizi matematigini bulunduran
ARIMA modeli anlatildi. Optimizasyon igleminin bizim ¢alismamiz 6zelinde gergeklestirimi detayli bir sekilde olmak iizere
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optimizasyon islemi genel olarak anlatildi. Bu makalede bahsedilen ¢aligmanin amaci gegmis verilerden yola ¢ikarak bir
firmanin {iriinlerini satmasi gereken fiyatin optimum noktasini tespit etmek ve gelecekte olmasi gereken optimum fiyatlarla
ilgili tavsiye vermektir. Bu ¢alismanin fayda saglayacag: kisi veya kuruluslardan bahsedilirse miisterisi olan her kurulus
denilebilir ¢iinkii sadece somut bir {iriin igin fiyat optimizasyonu degil ge¢mis verileri olan her alanda kullanilabilir bir
calismadir. Halihazirda bu yapilan ¢aligmanin ¢ok daha gelismis hali olan {iiriinlerde firmalarin kullanimina hazir bir sekilde
yazilim sektoriinde bulunmaktadir 6rnek vermek gerekirse optiwisdom sirketine ait olan kolay.ai {iriinii fiyat belirleme konusu
ile ilgili yardimc1 olmasinin yaninda misteri analitigi ile ilgili, gelir ve gider analitigi ile ilgili detayli analiz ve miisteri
segmentasyonu gibi rekabetci piyasada yardimci olacak birgok yetenegi igerisinde barindirmaktadir [27]. Bu yapilan ¢alismaya
devam edildigi taktirde fiyat optimizasyonunun biraz daha gelistirilmesi ve fiyat optimizasyonun yanma miisteri
segmentasyonu 6zelligi de eklenerek miisteri bazinda fiyat optimizasyonu yapilmasi hedeflenmektedir.

7. KAYNAKCA

[1] Anitha P, Malini M. Patil, “A Review on Data Analytics for Supply Chain Management: A Case study”, 24 May1s 2018 10.5815/ijieeb.2018.05.05

[2] Foster Provost and Tom Fawcett,BIG DATA, “Data Science and its Relationship to Big Data and Data-Driven Decision Making”, 13 Feb 2013,
/10.1089/big.2013.1508

[3] Dog.Dr. Metin TURKAY,Kog Universitesi, Endiistri Miithendisligi B6limi, “OPTiMiZASYON MODELLERi VE ¢ZUM METODLARI”, 2011
[4] CNN Money (2001) “Webvan shuts down.”,. 9 July 2001, Accessed 6 June 2013

[5] CNBC NEWS, “Netflix didn’t kill Blockbuster — how Netflix almost lost the movie rental wars”, Sep 22.2020

[6] Philip Kotler ve Kevin Lane Keller “Marketing Management”, 2011, 8-9 syf.

[7] Asnat Greenstein-Messica, Lior Rokach, “Machine learning and operation research based method for promotion optimization of products with no price
elasticity history”, Mart-Nisan 2020, /10.1016/j.elerap.2019.100914

[8] John H. Rios, c¢,Jorge R. Vera, “Dynamic pricing and inventory control for multiple products in a retail chain”, Mart 2023, /10.1016/j.cie.2023.109065

[9] Ersin Namli, Ramazan Unlii, Ecem Giil, “FI'YAT TAHMINLEMESINDE MAKINE OGRENMESi TEKNIKLERI VE DOGRUSAL REGRESYON
YONTEMLERININ KIYASLANMASI; TURKIYE’DE SATILAN IKINCI EL ARAC FIYATLARININ TAHMINLENMESINE YONELIK BIR VAKA
GCALISMASTI”, 23 Mayis 2019, /10.36306/konjes.654952

[10] Bazaraa , M.S.,Jarvis, J.J. ve Sherali , H.D., “Linear Proramming and Network Flows.”, 2011, 1-32 syf.

[11 Internet: https://marketbusinessnews.com/financial-glossary/optimal-price-definition-meaning/, 2023

[12] Ali KOYUNCUGIL, Nermin OZGULBAS, Veri Madenciligi: Tip ve Saglik Hizmetlerinde Kullanim1 ve Uygulamalari, 22 Temmuz 2010

[13] Sadi Evren SEKER, “Retail Data Set”, Mart 2023, 10.34740/kaggle/ds/3067824

[14] Adem Tekerek, Akademik Bilisim Konferansi Bildirileri, “Veri Madenciligi Siiregleri ve Agik Kaynak Kodlu Veri Madenciligi Araglar1”, 4 Subat 2011

]
]
]
]
[15] Abdur Rahman, Md Mahmudul Hasan “Modeling and Forecasting of Carbon Dioxide Emissions in Bangladesh Using Autoregressive Integrated Moving
Average (ARIMA) Models.”, Agustos 2017, /10.4236/0js.2017.74038

[16] Jose Marcial Portilla , Using Python and Auto ARIMA to Forecast Seasonal Time Series, 26 Mart,2018,

[17] Fisher, L., “The Theory of Interest: As Determined by Impatience to Spend Income and Opportunity to Invest 1t”,2014, 3-15 syf.

[18] Jean Baudrillard, “Simiilakrlar ve Simiilasyon” 1981, syf.25-55

[19] Ahmet TORTUM, Oguzhan GOZCU, Muhammed Yasin CODUR, Igdir Universitesi Fen Bilimleri Enstitiisii Dergisi “Tiirkiye’de Hava Ulagim Talebinin
Arima Modelleri ile Tahmin Edilmesi”, 2014

[20] Jeffrey E Jarrett, Ph.D., and Eric Kyper, Ph.D., “ARIMA Modeling With Intervention to Forecast and Analyze Chinese Stock Prices”, 30 Nisan 2011,
https://doi.org/10.5772/50938

[21] ibrahim Delibasoglu blog.Python — Zaman Serisi inceleme, Temmuz 2017
[22] Mitchell, S.,Stump and E.(2019).”Pulp: A Python Library for Linear Optimization.” Journal of Open Source Software

[23] Cansin KAYA, MIMAR SINAN GUZEL SANATLAR UNIVERSITESI FEN BILIMLERI ENSTITUSU, Yiiksek Lisans Tezi, “DOGRUSAL OLMAYAN
PROGRAMLAMA ile PORTFOY ANALIZI”, Ocak 2012

[24] Hakki KUL, Yiiksek Lisans Tezi, “NSAAT PROJELERINDE DOGRUSAL PROGRAMLAMA YONTEMIYLE SURE-KALITE-MALIYET
OPTIMIZASYONU, Mayis 2010

[25] Internet :https://pypi.org/project/PuLP/, 2 Haziran 2023
[26] 1dil Ismigiizel , How to Develop Optimization Models in Python, 27 Haziran 2020
[27] Sadi Evren SEKER, KOBI’ler igin Basit Yapay Zeka Céziimii : Kolay.Al, YBS Ansiklopedi, v.11, is 1, pp. 24-46, 2023



YBS Ansiklopedi

www.YBSAnsiklopedi.com

llSiklOpediSi Cilt 11, Sayi 2, Haziran 2023

Zaman Serilerinde Talep Tahmini (Demand Prediction In Time Series)

Biisra YUKSEL

Selcuk Universitesi, Bilgisayar Miihendisligi, busraa.yksel@gmail.com

Ozet

Talep tahmini, gelecek vadede tiiketicilerin bir hizmet veya iiriine olan talebinin 6ngoriilmesi islemidir. Talep tahmini, sektor fark etmeksizin tedarikei
ve {iretici firmalar i¢in depo planlanmasinda biiyiik bir 6neme sahiptir. Ayrica talep tahmin isleminin en az hata ile yapilmasi iiretici firmalarin bu
baglamda iiretilecek iiriiniin malzeme temininden maaliyet tasarrufuna, is akis siirecinde optimizasyona ve verimlilige; tedarik¢i firmalarin ise stok
yoOnetiminin dogru yapilmasi ile buna bagli olarak miisteri memnuniyetine ve rekabet Gistiinliigiine kadar daha sayilabilecek bir¢cok fayda saglamaktadir.
Talebin gergek degerden fazla tahmin edilmesi stok fazlaligindan kaynakli mali zarara, az tahmin edilmesi ile miisteri taleplerini karsilayamamaktan
kaynakl1 miisteri kayiplar1 gibi istenmeyen sonuglar dogurabilir. Talebin dogru tahmini ile bu sonuglarin éniine gecilebilecegi gibi, stok fazlaligindan
kaynakli atik ve israfin 6niine gegcilerek cevreye de bilyiik katki saglanmasina kadar dolayl: olarak birgok katkisinin bulunmast talep tahmin konusunun
onemini vurgular niteliktedir. Talep tahmin islemi i¢in birgok yontemin bulunmasi hangi yéntemin daha uygun olacag sorusunu akillara getirmektedir.
Daha 6nceleri uzman kisilerin 6ngoriileri ile yapilan sezgisellige dayal: talep tahmin yontemleri kullanilmaktaydi. Giiniimiiz teknolojisinde yapay
zekanin hizla gelismesiyle birlikte nitel yontemler iizerinden yapilan talep tahmin islemleri yerini nicel yontemlere birakmaya baslamistir. Bu makalede
nicel talep tahmin yontemleri uygulanmistir. Proje CRISP-DM metodolojisi ile uygulanmus, perakende sektdriindeki bir firmanin satis verilerini igeren
“Retail Data Set” veri kiimesi ile zaman serileri olusturularak, zaman serisi analizleri ve tahmin islemleri ger¢eklestirilmistir. Proje dahilinde tek
degiskenli zaman serileri {izerinden ARIMA, SARIMA; ¢ok degiskenli zaman serileri izerinden SARIMAX, LSTM, LightGBM, CatBoost, XGBoost
ve MULTIPLE LINEAR REGRESSION modelleri uygulanmistir. ARIMA, SARIMA ve SARIMAX modellerine otomatik ARIMA ile; LightGBM,
CatBoost, XGBoost modellerine Grid Search ile parametre ayar1 yapilmig ve model degerlendirmeleri MAPE, MSE ve RMSE ile yapilarak en iyi
performansi CatBoost modelinin sagladigi tespit edilmistir. CatBoost modeli ile veri kiimesindeki son tarihten sonraki 7 giinlitk bagimsiz degiskenler
ve bu degisken degerleri ile talep tahmin edilmistir. Son olarak projenin nasil gelistirebilecegi, ne gibi 6zelliklerin eklenebilecegi ve no-code
(kodlamasiz) mantiginin oldugu sistemler (6rnegin Kolay.ai) ile talep tahmin islemleri incelenmistir.

Anahtar kelimeler: Talep Tahmini, CRISP-DM, Zaman Serileri, Grid Search, Kolay.ai

Summary

Demand forecasting is the process of predicting the demand of consumers for a service or product in the future. Demand forecasting is of great
importance in warehouse planning for suppliers and manufacturing companies regardless of the sector. In addition, performing the demand forecasting
process with minimal errors provides manufacturers with many more benefits ranging from material procurement of the product to be produced in this
context, cost savings, optimization and efficiency in the workflow process; supplier companies, due to proper inventory management, customer
satisfaction and competitive advantage. Overestimating the demand from the actual value may lead to undesirable consequences such as financial losses
caused by inventory excess, customer losses caused by failure to meet customer demands with underestimation. As well as these results can be prevented
by accurate forecasting of demand, the fact that many indirect contributions can be made from excess inventory to preventing waste and waste and
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making a major contribution to the environment emphasizes the importance of demand forecasting. The fact that there are many methods for demand
forecasting brings to mind the question of which method will be more suitable. Previously, demand forecasting methods based on heuristics made with
the predictions of experts were used. With the rapid development of artificial intelligence in today's technology, demand forecasting operations
performed through qualitative methods have started to be replaced by quantitative methods. Quantitative demand forecasting methods have been applied
in this article. The project was implemented using the CRISP-DM methodology, time series were created with the “Retail Data Set” dataset containing
the sales data of a company in the retail sector, time series analysis and forecasting operations were performed. ARIMA, SARIMA, SARIMA,
SARIMAX, LSTM, LightGBM, CatBoost, XGBoost and MULTIPLE LINEAR REGRESSION models were applied over univariate time series within
the project; SARIMAX, LSTM, LightGBM, XGBoost and MULTIPLE LINEAR REGRESSION models over multivariate time series. Dec. ARIMA,
SARIMA and SARIMAX models were automatically adjusted with ARIMA; LightGBM, CatBoost, XGBoost models were adjusted with Grid Search
and model evaluations were made with MAPE, MSE and RMSE and it was determined that the CatBoost model provides the best performance. With
the CatBoost model, the demand was estimated with the independent variables for 7 days after the deadline in the dataset and the values of these
variables. Finally, how the project can be improved, what features can be added, and systems with no-code logic (for example Kolay.ai ) the importance
of the demand forecasting process has been examined.

Keywords: Demand Forecasting (Prediction), CRISP-DM, Time Series, Grid Search, Kolay.ai

1. GIiRiS

Ham, islenmemis bilgi olarak adlandirilan veri kavrami giiniimiiz diinyasinda 6nemli bir yer edinmis durumdadir. Bu veri kavrami tek basina bir
anlam ifade etmeyen, gereksiz bir yer tutucudur gibi diisiiniilebilir. Ancak bu veriler bir amaca ulagmak i¢in kaynak olarak kullanildig: taktirde
degerli hale gelmektedir. Bu kapsamda islenmis veriden elde edilen anlamli bilgileri kullanarak ge¢miste yasanmis bir takim olaylarin gizli kalmis
yonlerinin ortaya ¢ikarilmasi, bazi dngériilerde bulunmakla beraber stratejiler gelistirmek, bazi olusabilecek istenmeyen durumlarin 6niine gegmek
icin Onlemler almak gibi kazanglar saglanir. Bu durumlar i¢in egitim, saglik, aligveris, bankacilik, sosyal platformlar vb. birgok alanda gegmis
verilerin depolanmasi konusu ortaya c¢ikmistir. Bu baglamda veri tabanlari, bulut sistemler gibi depolama sistemlerinde veriler bilgiye
doniistiiriilerek analizler ve ¢ikarimlar yapilarak gelecege dair fikirler edinilmesi i¢in saklanir. Konu verilerin kullanildig: bu alanlardan agilmisken
aligveris alaninda 6zellikle perakende sektoriindeki firmalar igin gegmis satis verileri biiyiik bir nem arz etmektedir. Gegmis satig verileri 1s18inda
gelecek ve siire¢ planlama islemleri icin satis verileri saklanmaktadir. Ozellikle veriler gelecek satislar1 yani talep tahmini yapmak icin bir maden
niteligindedir.

Talep, miisteri yani diger bir deyisle tiiketicilerin {irlin ya da hizmeti belirli bir fiyattayken aldiklara miktara denir. Talep tahmini ise iiretilen veya
tedarik edilecek iiriin ve hizmetlerin miisteriler tarafindan hangi degerde talep edileceginin 6ngoriide bulunulmasi islemini ifade eder. Talep tahmini
sonucunda olusan talep degerleri firmalar i¢in personel temininde, pazarlama stratejilerinin gelistirilmesinde, kampanya olusturulmasinda, planlama
gibi bir¢ok islem ve siirecte kullanilmaktadir [1]. Bu ylizden gelecekte belirli bir donemde iiriinlerin ne kadar talep edileceginin 6ngoriilmesi
tedarikgi ve tiretici firmalar i¢in 6nemli bir yere sahiptir.

Talep tahmini yapmak i¢in bir¢ok yontem mevcuttur. Ancak bu yontemlerin higbiri kesin sonu¢ vermemektedir [2]. Ciinkii talebi etkileyen birgok
faktor bulunmaktadir. Ornegin talep tahminin yapildigi donemde piyasa durumu, mevsimsel etkiler, sosyal durumlar gibi birgok sebep talebi
dogrudan veya dolayli yoldan etkiler, bu da talebin beklenen degerden eksik ya da fazla olmasina sebep olur. Onemli olan tahmin edilen degerle
gercek satiglar arasindaki fark: en diisiik seviyeye getirmeye caligmaktir.

Gegmiste yapilan talep tahmini ¢aligmalari incelendiginde enerji, gida, tekstil, otomobil, temel ihtiyaclar, turizm ve gesitli hizmetlerin talebi gibi
perakende sektdrlerindeki iiriin ve hizmetler iizerine yapilan bir ¢ok proje bulundugu gézlemlenmistir [3]. Faaliyet gosteren ticaret firmalari, miisteri
taleplerini daha hizli karsilamak ve miisterilerine sorunsuz bir aligveris tecriibesi yasatmak i¢in tedarik¢i ve depo hizmet aglarini etkin bir sekilde
yonetmesi gerekir. Depo kaynagina sahip ticaret firmalari, hem satici hemde tedarikgi roliine sahiptir [4]. Bu durum da hemen hemen satici, tedarikgi
konumundaki her firma i¢in talep tahminin énemini vurgular niteliktedir. Talebin tahmin edilmemesi firmalar i¢in istenmeyen bircok duruma
sebebiyet verebilir. Ornegin stok yetersizliginden kaynakli satislarda diisiis, miisteri kayiplari, stok fazlaligiin beraberinde gertirdigi mali zarar,
ayrica bu fazlaliktan kaynakli atiklarin olugmastyla israf durumu ve ¢evre zarari gibi birgok istenmeyen durumlar zinciri olugturmaktadir.

Bir tahmin projesinin ilk asamalarinda, neyin tahmin edilmesi gerektigine dair kararlar alinmasi gerekir [5]. Tedarik¢i komundaki bir firma ise hangi
iirtinlerin talep tahmininin yapilacagi belirlenmelidir. Satis1 duran, az satis1 olan veya satis1 yeni baslayan {iriinlerin talebinin tahminini yapmak hem
vakit kayb1 hem de gereksiz bir islem olacak ve yanlis kararlar alinmasina sebebiyet verecektir. Bu yiizden {iriinlerin belirlenmesi talep tahmini i¢in

Onemli bir noktadir.
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Talep tahmin islemi i¢in yontemler uzmanlara dayali nitel ve ge¢mis veriler iizerinden hesaplamalara dayali nicel yontemlerden olusmaktadir.
Uzman kisi veya kisilerin tecriibe ve sezgiselerine dayali nitel (kalitatif) tahmin yontemlerini, giiniimiiz teknolojisinde yapay zekanin yiikselisi ile
birlikte nicel diger bir ismiyle kantitatif talep tahmin yontemleri almaya baslamistir. Literatiirdeki talep tahmin ¢aligmalar1 ¢ok eskiye dayanmakta
ve giinlimiize kadar birgok nicel yontemin uygulandigini gostermektedir. Perakende sektdriinde ise cesitli talep, satis tahminleme ¢aligmalart
bulunmaktadir. Bu calismalarin yapay sinir ag1 modelleri {izerine yogunlastig1 ve diger yontemlerle kiyaslanarak iyi performans sagladiginin
vurgusu yapilmstir. Ornek olmasi agisindan Tablo 1° de farkli alanlardaki talep tahmin ¢alismalarindaki incelenen bazi modellerin performans
metrikleri verilmistir.

Tablo 1. Bazi Projelerde Kullanmilan Modellerin MAPE ve RMSE Degerleri

YAZAR AMAC YONTEM MAPE RMSE

1. ARIMA 3,056 2574,229
Tugba SARI Hag tahmini 2. Holt-Winters 2,987 2618,797
Biinyamin Salih GUL (2021) 3. Biitiinlesik YSA Modeli 2,664

(ARIMA-Holt-Winters) -
Ahmet KARA (2019) Global Giines Isinim1 Zaman LST™M 5.51 20.34

Serileri Tahmini

Radharani Panigrahi 1. Autumn CatBoost 4.28 65.05
Nita R. Patne Saatlik Toplam Elektrik 2. Winter CatBoost 5.86 92.24
Sumanth Pemmada Talebi 3. Spring CatBoost 5.66 68.01
Ashwini D. Manchalwar Tahmini 4. Summer CatBoost 3.73 62.83
(2022)
Galip Altinay (2010) Aylik Elektrik Talebi 1. SARIMA(0,1,1)(1,1,1) 1.86

2. SARIMA(1,1,0)(2,0,1) 231 -
Fatma Demircan Keskin Cimento Firmasinda Talep 1. SSM 18,784 13489,163
Haluk Soyuer (2022) Tahminleme 2. LSTM Modeli 12,278 8938.,473

1. Dana eti: YSA:4.0819

ARIMA:15.7521

Muhammed Resul AYDIN Perakende Sektoriinde 2. Kuzu Eti: YSA:2.539 -
Osman YAZICIOGLU Talep Tahmini ARIMA: 29.280
(2019) 3. Tavuk Eti YSA: 0.8231

ARIMA:10.3951

Ormegin Sevgi (2012), tez calismasinda bir hazir giyim perakende sektériindeki bir firmanim verileri ile zaman serileri olusturularak talep tahmini
ARIMA (1,1,1) ve yapay sinir aglarindan olan NARX modelini uygulamis orta ve uzun vadeli tahminler igin NARX modelinin hata oraninin az
oldugunu gozlemlemistir [6].

Bagska bir ¢alisma Veiga ve ekip arkadaslari (2016), gida perakende segmentinde {i¢ grup bozulabilir gida iiriiniiniin satislarina ARIMA, Holt Winter,
WNN (Dalgacik Sinir Aglar1) ve Takagi modellerini uygulayarak karsilatirmalarini yaptilar ve en iyi modelin tiim gruplarda WNN oldugu sonucuna
ulastilar [7].

Giiven (2020), perakende hazir giyim endiistrisindeki iiriin ¢esitliligini dikkate alarak satis talep tahminlerini yapay sinir aglar1 (ANN), rastgele
ormanlar (RF) ve destek vektdr makineleri (SVM) modelleri ile yapmistir. Sonuglara gore 14 veri setinin 8’inde YSA renk detaysiz modeller diger
modellere gore daha iyi sonuglar vermistir. ANN renksiz verilerde 14 modelden 11’inde daha basarili iken, SVM 13 modelde renk detayli verilerde
daha iyi sonuglar verdigini gozlemlemistir. RF’ nin renk detayli ve renk detaysiz verilerde benzer sonuglar verdigi sonucuna ulagmistir [8].
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Aydin ve Yazicioglu (2019) perakende sektoriinde bir siipermarketin kasap reyonu igin miisteri talep tahmini igin zaman serisi yontemlerinden
ARIMA ile yapay sinir ag1 modellerinin karsilastirilmasimi yapmuslar ve yapay sinir aglar1 modelinin daha iyi performans gosterdigini
gozlemlemislerdir [9].

Ayrica talep tahmini icin kullanilan modellerin baska modellerle harmanlanarak yeni hibrit tahmin yéntemleri de uygulanmaktadir. Ornegin Thomas
ve diger ekip tiyeleri (2008) yilindaki 6zel konut talep tahminindeki ¢alismalarinda genetik algoritma ve dogrusal regresyon modeli, ayrica bu iki
modelin birlesiminden olusan bir hibrit modelde gelistirip uygulamislardir. Hibrit modelin genetik algoritma ve dogrusal regresyondan daha iyi
performans sagladigini gostermislerdir [10].

Bahsedildigi iizere yapilan taramalar sonucunda talep tahmininde kullanilan yontem ve modeller listesi uzayip gitmektedir. Bu projede nicel tahmin
yontemleri zaman serileri izerinden uygulanacaktir. Proje dahilinde perakende sektoriindeki bir firmanin satis verileri incelenmis az 6nce bahsedilen
talep tahmini i¢in ilk asamalarda 6nemli olan talep tahmini yapilacak {iriinlerin belirlenmesi yapilmis. Veri setinde detayli bir analiz ile baz
¢ikarimlar yapilmis. Talep tahminine dahil edilecek {irlinlerden veri sayisi en ¢ok bulunan {irlin yani en ¢ok satilan segilerek bu iiriin {izerinden
zaman serileri olusturularak en iyi model secilir. Boylece her bir {irlin iizerinden zaman serisi olugturularak tiim modelleri denemekle vakit kayb1
olmayacaktir. En iyi modelin belirlenmesi ile her bir {iriin i¢in zaman serisi olusturularak veri setindeki son tarihten sonraki 7 giin i¢in talep tahmini
yapilmistir. Bu sayede firmanin stoklarini tahminler araciligryla giincel tutulabilmesi amaglanmistir. Bdylelikle perakende sektdriindeki bir firmanin
iirtinlerinin hem ¢ok degiskenli hem de tek degiskenli zaman serileri ile talep tahmini yapilmustir.

2. METODOLOJI

KDD (Knowledge and Data Discovery), SEMMA (Sample, Explore, Modify, Model, Evaluate) ve CRISP-DM (Cross-Industry Standard Process
for Data Mining) isimli popiiler 3 adet siire¢ modeli bulunmaktadir. Bu metodolojiler aslinda uygulama adimlari incelendiginde birbirlerine ¢ok
benzeyen yontemlerdir. Ancak KDD ve CRISP-DM daha yaygin tercih edilmektedir. Ozellikle CRISP-DM popiilaritesi daha da artmis bir
yontemdir [11]. Bu metodolojiler ile daha verimli ve sistematik bir sekilde proje uygulanabilir. Projenin kapsami incelendiginde, proje
gereksinimlerini agama agsama uygulayarak hedefe ulasmak i¢in veri bilimi, veri madenciligi gibi alanlardaki ¢aligmalar i¢in tercih edilen CRISP-
DM metodolojisi kullanilmigtir.

CRISP-DM metodolojisi, Daimler Chrysler AG, SPSS, NCR ve OHRA gibi lider veri madenciligi kullanicilar1 ve tedarikgilerinden olusan bir ekip
tarafindan gelistirilmis ve diinyanin en biiyiik veri madenciligi ¢oziimlerinin kullandig1 alt1 adimdan olugmus bir siirectir [12].

>

is > VERIYi
ANLAYISI ¢ ANLAMA
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— VERIYi
HAZIRLAMA
/\ ~—
- T l Vv
C::’[:;"" VERI
MODELLEME

NN\ /S

DEGERLENDIRME
Sekil 1: CRISP-DM Metodolojisi

Sekil 1’ de goriildiigii tizere CRISP-DM, temelinde verinin bulundugu 6 adimdan olusan birbirini takip eden adimlarin olugturdugu dongii seklinde
ilerleyen bir stiregtir.

2.1 is Anlayis1 — isi Anlama (Business Understanding)
13



Blsra Yiiksel , Zaman Serilerinde Talep Tahmini ( Demand Prediction in Time Series), YBS Ansiklopedi, Cilt 11, Say1 2, 14
Haziran, 2023

2.2

2.3

24

2.5

2.6

Metodolojinin ilk safhasi olan is anlayisi; projenin hedeflerini ve ihtiyaclarini anlamak, problemin tanimimi kavramak ve is 6n plan
olusturmak gibi adimlarin uygulandig1 kisimdir. Bu kisimda teorik olarak projenin neyi amagladig1 kavranmis, probleme uygun nasil verilere-
veri kiimesine ihtiya¢ oldugu belirlenmis, nasil ilerlenecegi kestirilmis olur. Kisacasi uygulamaya ge¢gmeden dnceki arastirmalarin yapildigi,
bilgilerin edinildigi, hangi veriler ile nasil teknoloji ve metotlarin kullanilacagimin belirlendigi teorik kistmdir. Is anlayis1 siirecin en dnemli
asamasidir. Burada atlanilan, anlagilmayan kisimlar ileride sorun teskil edebilecegi igin tekrar bu agamaya donerek yeniden projeye
baslanmasina sebebiyet verebilir. Bu asama ayrica metodolojinin bir sonraki sathasi olan veriyi anlama (data understanding) ile etkilesim

igindedir.
Veriyi Anlama (Data Understanding)

[k asamada projenin amac1 ve probleme uygun bir veri kiimesinin neler igermesi, nasil degiskenlere sahip olmasi gerektigi gibi ihtiyaglar
belirlenmisti. Metedolojinin ikinci safhasi olan bu asamada projeye uygun veri seti bazi kaynaklar {izerinden temin edilir. Ornegin; kaggle,
data.world, Data.Gov, Google Dataset Search gibi platform ve arama motorlar1 vb. Verilerin toplanmasinin ardindan verilerin kalitesi,
eksiklikleri; veriye sorular sorularak, analizler yapilarak tespit edilir. Kisacasi veri kiimesinin bulundugu, bulunan veri kiimesi gergekten de
projenin ana hedefine uygun mu , bu veri kiimesiyle ilerlenebilir mi, ne gibi diizeltmeler yapilmal1 ? gibi sorulara cevap aranan kisimdir.
Yanitin olumsuz olmas1 durumunda bir 6nceki agsamaya gegilerek bulgular tekrar gdzden gegirilir.

Veriyi Hazirlama (Data Preprosessing)

Bir onceki safhada tespit edilen sorunlar, eksikliklerin ¢oziildiigii kisimdir. Bu asama eksik-yanlis-giiriiltiilii verilerin ele alindig1, bu eksik
verilerle nasil basa ¢ikilacagi (eksik veriler tahmin mi edilecek, doldurulacak mu, silinecek mi ?), giiriiltiilii-yanlis verilerin diizeltilmesi,
temizlenmesi; aykir1 degerlerin tespiti ve incelenmesi, degisken tiplerindeki anormalliklerin tespiti ve istenilen formata getirilmesi gibi
kisimlar ele alir. Bu ve benzeri sorunlarin ¢dziilmesi ile olusan temiz, kaliteli verilerden bazi gorsellestirme teknikleri ile anlamli sonuglar
¢ikarilir ve veri seti bir sonraki agamaya hazir hale getirilmis olur.

Modelleme (Modeling)

Veri setinin egitim ve test olmak iizere iki alt veri kiimelerine boliiniip bu veri kiimelerini de kendi i¢lerinde bagimli, bagimsiz (hedef)
degiskenlere ayirip egitim veri setindeki gozlem birimlerinin, degiskenlerin, metodolojinin ilk sathasi olan is anlayis1 kisminda belirlenen
algoritmalar (regresyon, makine 6grenmesi algoritmalar1 vb.) ve fonksiyonlara verilerek modellerin olusturulup egitildigi kisimdir. Egitim
veri setindeki verilerle modellin egitilmesi ile model {izerinden bagimsiz (hedef) degiskenin tahmin isleminin gerceklestirildigi kisimdir.
Modelleme de olusabilecek problemleri Onlemek adma bir Onceki asama olan veriyi hazirlama kismina doniilebilir.

Degerlendirme (Evaluation)

Bir 6nceki asamada olusturulan modellerin test edilmesi kismudir. Gergek degerlerden olusan test veri setindeki degerler ile modelin tahmin
ettigi degerlerin karsilastirilarak bazi hesaplamalarin yapildig: agsamadir.

Bu hesaplamalar performans metrikleri olarak adlandirilir. Model performansini degerlendirmek igin kullanilabilecek ¢esitli metrikler vardir
[13]. Bu metriklerle modellerin basarilar1 degerlendirilmis ve en iyi model tespit edilmis olur.

Canliya Alma (Deployment)

CRISP-DM metodolojisinin son asamasi olan canliya alma modelin dogrulugunun tespit edilmesinin ardindan sistemin uygulanmasi,

kullanicrya sunulmasi agamasidir.
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3. PROJENIN UYGULANMASI

Bu kisimda bir 6nceki kisimda bahsedilen siire¢ modeli olan CRISP-DM metodolojisi ile Sekil 2” deki bu projenin asamalar1 ve kullanilan metotlar,

modeller adim adim aktarilacaktir. Proje, Python programlama dili ile uygulanmistir. Projede zaman serileri iizerinde modeller olusturulup

uygulanmstir.

31

3.2

veri setini anlama

problem nedir ? probleme uygun veri
) seti nasil oimal ?

algoritma belirleme gorsellegtirme

(anma, sarima, (gunluk, ayhk, yilhk
sarimax, lightgbm, satig miktari, en cok
catboost, Istm vb.) satilan uranler vb.)

S—

h 4
v?ri e veri setini temizleme
degigkenler turetme
~—
h 4

en cok satilan arun alsg::ggalirna“gagtre algoritmalar I hata metriklerini
uzerinden zaman olacakgsekilde uzerinden test ve > F (mae, mse,
serisi olugturma egitimitest 'oIU§turma egitim I rmse, mape)

(" her bir Gran veri )
setindeki son tarihten
sonraki 7 gun icin
\__talep tahminiyap )

hata metrikleri
yuksek mi ?

en iyi modeli tespit et

hiper parametre
optimizasyonu

(GridSearchCV)

uygula

Sekil 2: Projenin Uygulanma Adimlari
is Anlayis1

Projeye baslamadan 6nce yani kodlama asamasindan 6nce projenin ana hedefi olan talep tahminini kavramak i¢in genis bir literatiir
arastirmasi isine girisilmistir. Bu baglamda daha 6nce talep tahmini konusunda yapilan ¢alismalar incelenmis; makaleler, blog yazilar
taranmustir. Ayrica kodlama kismini da kavrayabilmek adina bazi platformlardaki talep tahmin projeleri incelenmistir.

Aragtirma boyunca zaman serileri {izerinde ¢aligmalar yapildig1 da gézlemlenmistir. Her seri zaman serisi degildir, bir serinin zaman serisi
olabilmesi igin zamana bagli bir durum olmalidir [14]. Bu sebepten zaman serisi olusturabilmek igin nasil bir veri kiimesinin temin edilmesi
gerektigi arastirilmistir. Bu baglamda talep tahmini igin dncelikle iiriin, satis ve tarih bilgisi gibi degiskenlerin bulundugu bir veri setine
ihtiyag vardir.

kalmas: sonucunda bu alanda tecriibeli bilirkisilerden bazi tahminlerde bulunmas: ile talep tahmini yapilmas: islemidir. Yani isin
bilimsellikten uzak olan yanidir bu sebepten kaynakli tahmin islemi genel olarak diisiik performanslhidir. Bu yontemin aksine nicel yontemler
ise ge¢mis verilere dayali ve bu veriler 1513inda bazi matematiksel islemler ile tahmin yapan taraftir [15]. Bu projenin amacida nicel
yontemlerin talep tahminindeki performans ve énemini agiklamaktir.

Proje dahilinde talep tahmininde kullanilan popiiler modellerden olan ARIMA modellerinden: ARIMA, SARIMA, SARIMAX; yapay sinir
aglarindan LSTM; makine &grenmesi modellerinden LightGBM, XGBOOST, CATBOOST, MULTIPLE LINEAR REGRESSION
uygulanmasina karar verilmistir.

Veriyi Anlama

Bu projede bir dnceki agamada bahsedilen gereklilikleri sagladigi gerekgesiyle kaggle platformundaki “Retail Data Set” [16] isimli veri
kiimesi tercih edilmistir.
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Bu veri kiimesinde 2019-01-01 tarihinden 2023-03-25 tarihine kadar totalde 29.103 adet gbzlem birimi ve 8 adet degisken bulunmakta. Veri
setindeki degiskenler, degisken tipleri ve her degiskenin ne anlama geldigi Tablo 2’ de agiklanmustir.

Bu asamada verilerde anormalliklerin olup olmadigini tespit etmek icin veri kiimesinde bazi filtreleme islemleri yapilmistir. Bu veri
kiimesinde bos deger bulunmamaktadir. ‘Unnamed: 0’ stitunu kolonu index bilgisini tuttugu i¢in talep tahmininde gereksiz bir siitun oldugu
ve analiz iglemlerinde de bir fayda saglamayacag: igin projenin ilk asamasinda silinmesine karar verilmistir. ‘Date’ siitunun object tiirtinde
olmas1 problem teskil edecegi i¢in tarihler i¢in ‘datetime’ tipine doniistiiriilmelidir. Veri kiimesindeki ‘Discount’ stitunundaki negatif degerler
zam, pozitifler indirim anlamina gelmektedir. Ayrica veri setinde ‘Quantity’ stitununun sifir, ‘TotalSales’ siitunundaki degerlerinde sifir
oldugu tespit edilmistir. Bu durumda bir satis islemi gergeklesmemistir, bu veriler silinmelidir. Ayn sekilde ‘Quantity’ stitununun sifirdan
farkli, ‘TotalSales’ siitunundaki degerlerinde sifir oldugu durumlar gézlemlenmistir. Bu kayitlar hediye veya iicretsiz iiriinler olabilir. Bu

durumlar satis islemi sayilamayacag i¢in silinmelidir.

Tablo 2. Retail Data Set Ozellikleri

DEGISKEN ACIKLAMA VERI TiPi

Unnamed: 0 Index numarasi. int64
InvoicelD Islemin kimligi. int64
Date Islem Tarihi object
ProductID Uriin kodu int64

TotalSales Satis fiyati float64

Discount Indirim tutar1 float64
CustomerID Miisteri kimligi int64
Quantity Uriin adeti int64

Ayrica proje kapsaminda az satis1 olan (100 kereden az satilan) veya yeni satis1 baslayan {iriinlerin veri sayisinin yetersizliginden kaynakli
tahmin kisminda yanlis tahmin sonuglar1 saglayacagi; satist duran {iriinlerin ise tekrar satilmayacag: i¢in bu {irtinlerin tespitinin yapilip veri
setinden ¢ikarilmasi gerektigine karar verilmistir.

Veriyi daha iyi anlayabilmek i¢in baz1 gorsellestirme iglemleri yapilabilmesi adina ve modelin daha iyi tahmin sonuglar1 vermesi igin 6zellik
miihendisligine gidilerek ‘Date’, ‘Quantity’, ‘TotalSales’, ‘Discount’ siitunlar1 iizerinden yeni degiskenler tiiretilmesine karar verilmistir. Bu
yeni tiiretilen 6zellikler ile veri setinin son hali Tablo 3’ te gosterilmistir. Veri kiimemiz 21 degiskenli hale gelmistir. Gorsellestirme islemleri
‘matplotlib’ kiitiphanesi aracilig1 ile gerceklestirilmistir.

Tablo 3. Retail Data Set Son Ozellikleri

DEGISKEN ACIKLAMA VERI TiPi
InvoicelD Islemin kimligi. int64
Date Islem Tarihi datetime64[ns]
ProductID Uriin kodu int64
TotalSales Satis fiyati float64
Discount Indirim tutart float64
CustomerID Miisteri kimligi int64
Quantity Uriin adeti int64
UnitPrice Uriiniin Birim Fiyati float64
(TotalSales / Quantity)
DiscountPercentage Indirim Yiizdesi float64
HasDiscount Indirim var / yok int64
Day of Month Ayin giinii int64
Year Yil int64
Month Ay int64
Day of Week Haftanin giinii int64
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day of year Yilin giinii int64
is_ wknd Hafta sonu mu ? int64
is_saturday Cumartesi mi ? int64
Quarter Ceyreklik int64
Season Mevsim int64
is_month_start Aym bagt m1 ? int32
is month end Ayin sonu mu ? int32

Sekil 3’ teki sonuca gore en ¢ok satis Persembe (4) giinii yapilmakta, pazar giinii (6) ise hig satis yapilmamakta. Yani bu firma pazar giinleri

siparis kabul etmemekte.

Haftanin Gunlerine Gore Toplam Satis Miktan

7000 A
6000 A
5000 A

Satis Miktan
g 3
© ©
© ©

2000 A
1000 A

o ~ v % ™ 4
Gun

Sekil 3: Haftanin Giinlerine Gére Toplam Satig Miktari

Sekil 4’ te ise bir aylik toplam satig miktarlar1 incelenmis satiglarin ayin sonlaria dogru dogrusal bir sekilde arttig1 gézlemlenmistir.
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Ayin Gunlerine Gore Toplam Satis Miktari

2500 -
5
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© 1500 A
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1+]
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e
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0 5 10 15 20 25 30

Gun
Sekil 4: Aylik Toplam Satig Miktar1

Sekil 5’ te ise 2019’ un bagindan 2023 yilin mart ayina kadar aylik toplam satiglar ¢izdirilmis, bu 5 seneye gore satiglarin genel olarak y1l
icinde 6., 7. ve 8. aylarda yani yaz aylarinda zirve yaptig1 gézlemlenmistir.

Yillara Gore Aylik Toplam Satis Miktarlan

— 2019
— 2020
1750 1 — 2021
2022
— 2023
1500 -
§ 1250 -
X
=
o
% 1000 -
n
£
g
g 750
500 -
250 /
2 4 6 8 10 ib)

Ay
Sekil 5: Yillara Gore Aylik Toplam Satis Miktarlar

18



Biisra Yiksel , Zaman Serilerinde Talep Tahmini ( Demand Prediction in Time Series), YBS Ansiklopedi, Cilt 11, Sayi 2,

Haziran, 2023

Sekil 6” da ise satisi en yiiksek 10 iiriin gosterilmistir. En ¢ok satilan {iriin olan 1830 numarali tiriin 4000 kiisiir adet satilmistir.

En Cok Satilan ilk 10 Urin

4000 A
3500 A
3000 A
= 2500
o
=
=
w2000 A
=
]
0w
1500 4
1000 A
500 4
0
© > ) A
7 5 ) ©
2 <Y ¥ ¥

Uriin

Sekil 6: Satis1 En Yiiksek 10 Uriin

3.3 Veriyi Hazirlama

19

Bu asama bir énceki asama olan veriyi anlama ile tespit edilen eksiklikler ve anormalliklerin veri setinden ¢ikarilmast islemidir. Tlk olarak

veri setinde bir dnceki asamada bahsedilen ‘Quantity’ ve ‘TotalSales” degiskenlerindeki hatali veriler ¢ikarilmustir.

100’ den az satisa sahip tiriinler, son 3 ay iginde satig1 baglamig tiriinler ve son 6 aydir satilmayan yani satis1 duran tiriinlerin ¢ikarilmasiin

ardindan totalde 27 adet tirtin kalmustir.

Bu projede en ¢ok satilan iiriin segilerek bu iiriin {izerinden bir zaman serisi olusturulur. Bu zaman serisi iizerinden modeller uygulanip en iyi

model segilecektir. Bu firiin tizerinden ‘Date’ degiskeni kullanilarak hem ¢ok degiskenli (bagimsiz degiskenler) hem de tek degiskenli

(bagiml degisken-hedef degisken) zaman serileri olusturulmustur. Burada hem ¢ok hem de tek degiskenli seriler olusturulmasinin nedeni
ARIMA ve SARIMA modellerinin tek degiskenle ¢aligmasi diger bahsedilen modellerin ise ¢ok degiskenle ¢alisabilmesi ile ilgilidir. Cok
degiskenli seriden 'InvoicelD', "ProductID’, ‘CustomerID’ siitunlari talep tahmininde etkili olmayacagi diisiiniildiigi i¢in ¢ikarilmistir. Son

durumda elimizde tek degiskenli (hedef degisken ‘Quantity’) igin train_data ve test_data; ¢ok degiskenli de ise X train, y train, X test ve

y_test veri kiimeleri var. Veri kiimelerinin gézlem sayilari ise tek degiskenlide train_data 283, test data 33; ¢ok degiskenlide X_train ve

y_train 286, X test ve y_test i¢in ise 33 adet gozlem birimi bulunmaktadir.

3.4 Modelleme

Ik asama olan 3.1° deki is anlayis1 asamasinda yapilan kapsamli arastirmalar sonucunda karar verilen modellerin uygulanmas: islemidir.

Modelleri uygulamadan 6nce zaman serisi iizerinden birtakim analizler yapilarak uygulanacak modeller i¢in bazi ¢ikarimlar yapilmasi

gerekmektedir. Daha 6nce 1830 numarali en ¢ok satan {irlin tizerinden olusturulan ¢ok degiskenli ve tek degiskenli zaman serileri son 90 giin

hari¢ egitim, son 90 giinliik veriler ise test olarak ayrilmistir. Tek degiskenli zaman serisi lizerinden ARIMA ve SARIMA; ¢ok degiskenli
zaman serisi iizerinden SARIMAX, LSTM, XGBOOST, LightGBM, CATBOOST ve MULTIPLE LINEAR REGRESSION modelleri
uygulanacaktir. ARIMA modellerinde otomatik ARIMA, daha 6nce Sekil 2° de gosterilen projenin agamalarinda belirtilen yiiksek performans

metrikleri sonuglarindan kaynakli makine 6grenmesi modellerinde Grid Search ile parametre ayar1 yapilmustir.
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3.4.1 ZAMAN SERIiSi ANALIZI (Duraganlk)

Zaman serisi analizinde dnemli bir husus serinin duraganlik kontroliiniin yapilmasidir. ARIMA modellerinin uygulanabilmesi i¢in serinin
duragan olmasi gerekmektedir.

Zaman serisinin duragan olmasindan kasit, serinin belirli bir egilim gostermesi demektir. Zaman serisinin duragan olmadig1 gézlemlenmisse
duragan hale getirmek i¢in duragan hale gelene kadar farkinin alinmas: ile duraganlastirilir. Béylece Otoregresif Biitlinlesik Hareketli
Ortalamalar yapist olusmus olur [9].

Serinin duragan olup olmadig1 zaman serisinin bilesenlerinin grafiklerini incelemek, dickey fuller testi uygulamak, ACF ve PACF grafiklerini
inceleyerek anlasilabilir. Bu sayilan yontemlerin hepsi tek degiskenli zaman serisi tizerinden uygulanmustir.

Zaman serilerinde bazi kosullarin etkisi vardir. Buradaki kosullar yani zaman serisi bilesenleri olarakta bahsedilen Trend (T), diizenli
dalgalanmalar yani mevsimsellik ve diizensiz dalgalanmalar olarak isimlendirilen kesin sebebi bilinmeyen dalgalanmalardir [17].

Bu terimlerden T ile gosterilen trend bir degiskenin degerlerinin belirli bir zaman araliginda géstermis oldugu artma veya azalma egilimine
denir. Genelde trend durumuna iklimsel olaylarin incelenmelerinde siklikla rastlanir. Burada gosterilen egilimlerin bazen arttif1 bazense
yavasladig1 gozlemlerin yani trend sabit degildir [18].

Mevsimsel bilesen ise bir y1l boyunca veya dort ¢eyrek yilda bir olusan kesin donem dalgalanmalari olarak tanimlanir. Diger bir bilesen olan
diizensiz dalgalanma ise birgok farkli sebepten olabilecek drnegin iklimsel, ekonomik, sosyal vb. olaylardan kaynakli hareketlerdir ve diger
bilesenlerin aksine duragandir [19]. Ayrica diizensiz dalglanmalar baska kaynaklarda artik, tortu gibi isimlendirmelerde alir.

Bu bahsedilen zaman serisi bilesenlerini incelemek i¢in 1830 numarali {iriin iizerinden olusturulan tek degiskenli zaman serisinde Pyhon’ in
‘statsmodels’ isimli kiitiiphanesi uygulanir. Bu kiitiiphanenin STL sinifindan periyodu 1 senelik inceleme i¢in 12 olarak belirlenerek bir
model olusturulur ve egitilir. Bu egitimden trend, seasonal ve resid degerleri ile zaman serisi bilesenleri alinir.

Sekil 7’ de sirasi ile trend, mevsimsellik ve diizensiz bilesen degerleri goriilmektedir. Bu {i¢ ¢izim degeri incelenicek olursa 12 aylik period
degerinde yani bir senelik dongiide belirgin bir sekilde trend ve mevsimselligin olmadig1 ve serinin duragan oldugu sonucu goriilmektedir.
Bu cikarimda bize ARIMA modelinin SARIMA modelinden daha iyi performans gosterebilecegi ile ilgili bir 6nbilgi vermektedir. Tabiki bu
gorseller bu konuda tecriibeli uzmanlar tarafindan daha detayl: tetkik edilebilir.
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Sekil 7: Zaman Serisi Bilesenleri (trend, mevsimsellik, diizensiz bilesen)

Zaman serilerinin duragan olup olmadigimi anlamanin bir ka¢ yontemi vardir. Bu yontemlerde genellikle birim kok testleri uygulamaktir.
Yaygin olarak Dickey-Fuller birim kok testi uygulanir. Bu test sonucuna goére birim kdk varsa seri duragan degildir [20].
Bu test iki hipotez tizerine kurulmustur:
e Hy: Degiskenlere ait seriler duragan degildir.
e  Hi: Degiskenlere ait seriler duragandir.
Testten elde edilen test istatistigi, p degeri ve kritik degerler ile hangi hipotezin reddelip hangisinin kabul edilecegine karar verilir.
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Olasilik degeri olan p degerinin %S5 altinda olmasi halinde Hy hipotezi %5 anlamlilik diizeyinde reddedilir yani serinin duragan olmadig:
anlagilir. Ancak p degeri %5’ ten daha yiiksek olmasi halinde ise sifir hipotezi reddedilmez yani seri duragan degildir sonucu ortaya g¢ikar
[21]. Ayrica test istatistigi sonucu %1 kritik degerinden diisiikse de Ho hipotezi reddedilir.
Bu test i¢in yine Python’ un ‘statsmodels’ kiitiiphanesinin ‘adfuller’ simifi lizerinden seriye dickey fuller testi uygulanir.
Cikan sonuglar:
e  ADF-GLS Test Istatistigi: -17.10449594718599
e  p-value: 0.000000
e  Kiritik Degerler:
1%: -3.451
5%: -2.871
10%: -2.572
Buradan p degerinin %5 anlamlilik diizeyinin altinda olmasindan ve test istatistigi sonucunun %! kritik degerinden diisiik olmasindan

kaynakl1 Hy hipotezi reddedilir yani seri duragandir.
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Sekil 8: Zaman Serisi ACF ve PACF Grafikleri

Duraganlastirma islemi igin kullanilabilecek diger yontemler ise, otokorelasyon fonksiyonu (ACF) ve kismi otokorelasyon fonksiyonunun
(PACF) incelenmesi veya duraganlasincaya dek farklarinin alinmast ile yapilabilir [22]. Pythonun ‘statsmodels’ kiitiiphanesinden ‘plot_acf,
plot_pacf’ siniflar1 ile bu fonksiyonlarin goriintiilenmesi saglanmistir. Sekil 8 de grafiklere bakildiginda seride anormal artig veya azaliglar
bulunmamakta yani seri duragan goziikmektedir. Ayrica ACF ve PACF grafikleri ARIMA modellerindeki p ve q parametrelerini belirlemek
icinde kullanilir. Bu grafiklerde giiven araligim1 asan degerlerin (mavi boyal: alanlar1 asan dikey ¢izgi sayist) sayilari p ve q parametresi
olarak seg¢ilir. Serinin ACF ve PACF grafikleri Sekil 8 iizerinden incelendiginde her iki grafikte giiven araligini asan deger sayisi birdir. Bu
da bize p ve q parametreleri 1 degerinde iken ARIMA modellerinde en iyi performansin saglanabilecegini gostermektedir.

Sonug olarak bu agsamada tek degiskenli zaman serisi bilesenlerinin grafikleri, dickey fuller testi ve ACF-PACF grafikleri ile duraganlik

analizi yapilmis serinin duragan oldugu sonucuna varilmis yani fark alma islemine gerek kalmamustir.

3.4.2 ARIMA (p,d,q)

1970 te George Box ve Gwilym Jenkins tarafindan gelistirilmis olan ARIMA modeli, otoregresif metotun (AR), hareketli ortalamalar (MA)
ile birlestirilmesidir. ARIMA modeli 3 parametreden olusan bir modeldir. Bu parametreler (p,d,q) seklindedir. Anlamlari ise p AR modelin
derecesi, d duraganlig1 saglamak icin serinin hangi dereceden farkinin alinmasi gerektigini, q ise MA modelin derecesidir [23].

Otoregresif Biitiinlesik Hareketli Ortalamalar yani ARIMA modeli zaman serilerinde kullanilan say1sal bir modeldir. Tek veya ¢ok degiskenli
seriler tizerinde uygulanabilir. Ancak cogunlukla tek degiskenli ARIMA yontemi tercih edilir [9]. Bizde bu projede ilk olarak olusturdugumuz
tek degiskenli zaman serisi lizerinden ARIMA modelini uygulayacagiz.
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Zaman serilerinde en iyi parametre kombinasyonunu belirlemek i¢in, yani uygun model se¢imi i¢in AIC (Akaike bilgi kriteri) ve BIC
(Schwartz Bayesci bilgi kriteri) kriterleri kullanilir [24]. AIC degeri ne kadar diisiikse model iyidir. Yani en iyi tahmin modeli i¢in AIC
degerinin en diisiik oldugu parametre kombinasyonu segilir.

Bu projede ARIMA modelleri i¢in otomatik ARIMA kullanilmigtir. Otomatik ARIMA en diisiik AIC degerlerini ve en iyi parametre
kombinasyonlar1 bulmay1 saglayan bir yontemdir. Burada otomatik ARIMA kullanilma sebebi her ne olursa olsun bir 6nceki asamada zaman
serisi analizi ile serinin duragan oldugunun ve p ile q parametre degerlerinin 1, d parametresinin 0 olarak belirlenmesine karsin dogru analiz
ve secimlerin yapildiginin kontroliiniin yapilmasi i¢indir. Ayrica daha diisiik AIC ve BIC degerleri saglayan parametre kombinasyonlari
bulunabilir. ‘pmdarima’ kiitiiphanesinden ‘auto_arima’ modeli temin edilmis, p ve q degerleri i¢in en diisiik deger 1, en yiiksek deger 3 ve d
degeri ise manuel olarak dnce 0 ve sonra 1 olarak verilerek her kombinasyon denenmis ve en iyi sonug¢ veren kombinasyon (1,0,1) olarak
yani bastaki kendi belirledigimiz parametrelerin oldugu gézlemlenmistir. Bu da bize dogru analiz yaptiimizi kanitlamaktadir. Buradan
egitim veri setimizi belirlenen en iyi parametrelerle egiterek tahmin islemi yaptirildi.

3.4.3 SARIMA (Seasonal ARIMA) (p,d,q) X (P,D,Q,S)

Mevsimsel ARIMA modeli, mevsimsel ve mevsimsel olmayan faktorleri tek bir modelde birlestiren ARIMA modelidir. Bu modelin
parametreleri p mevsimsel olmayan AR sirasi, d mevsimsel olmayan duraganlik farki, @ mevsimsel olmayan MA sirasi, P mevsimsel AR
sirast, D mevsimsel farki, Q mevsimsel MA sirast ve son bilesen S ise tekrar eden mevsimselligin zaman aralig1 yani donemdir ve aylik
veriler iizerinde bu deger 12 olarak ayarlanir [25].

Yine otomatik ARIMA ile SARIMA modelinin parametre degerleri i¢in optimum parametre kombinasyonu bulunmaya calisildi. p ve q
degerleri en diisiik 1, en yiiksek 3; d degeri dnce 0 sonra 1 olarak verilmis; bu model mevsimselligin oldugu varsayilarak denendigi i¢in seriyi
mevsimsellikten aridirmak i¢in D degeri 1; P parametresinin baslangi¢ degeri 0; period 12 ve seasonal parametresi ise True olarak ayarlandi.
En diisiik AIC degerine (0,0,0) (1,1,1) kombinasyonunda ulasildi. Bu parametreler ile model egitilerek tahmin islemi gergeklestirildi.

3.4.4 SARIMAX (Seasonal ARIMA with Exogenous Variables) (p,d,q) X (P,D,Q,S)

SARIMAX (Digsal Faktorlere Sahip Mevsimsel Otomatik Gerileyen Entegre Hareketli Ortalama) modeli, aslinda dogrusal bir regresyon
modelidir. Mevsimselligin oldugu bir tahmin isleminde kullanilan SARIMA modelinin alternatifidir. SARIMA modelinden ayiran 6zelligi
admdan anlagilacag iizere digsal faktorleri de ele almasi yani bagimsiz degiskenleride dahil ederek hata oranini azaltmayi, performansi
arttirmay1 hedefleyen bir modeldir [26].

Bir 6nceki ARIMA modellerinde kullandigimiz otomatik ARIMA’ da p ve q degerlerini en diisiik 1, en yiiksek 3; d degeri 6nce 0 ardindan
1; D degeri 1; P parametresinin baslangic degeri 0; period 12 ve seasonal parametresi ise True olarak ayarlandi. X_train bagimsiz degiskenleri
ve y_train hedef degiskeni ile egitim yapildi. En diisiik AIC degerine (0,0,0) (1,1,1) kombinasyonunda ulasilmis ve tahmin islemi
gerceklestirilmistir.

3.4.5 LSTM (Long Short-Term Memory)

LSTM, hiicre durumunun tanitilarak sirasi ile her verinin islendigi bir RNN tiirtidiir. Klasik bellek yapisina sahip bu model bilgileri hatirlar,
unutur ve ardindan ileriye aktarir. Yapay sinir aglarindan olan bu modelde hiicre durumunda bilgiler kapi isimli bir yap1 tarafindan diizenlenir.
Giris, unutma ve ¢ikis olmak {izere bu ii¢ kaprya sahip modelde her kapi bir sinir ag1 katmanidir [27].

Bu modelde ¢alisma yapabilmek i¢in dncelikle bagimsiz degiskenleri tutan X_train ve X _test veri kiimelerinin normalizasyon islemine tabi
tutulmasi gerekmektedir. LSTM normalize edilmis verilerle daha iyi performans saglamaktadir. Normalizasyon isleminin ardindan 64 hiicreli
olacak sekilde normalize edilmis X _train degerleri ile LSTM modelinin ilk katmani olusturulur. Modele aktivasyon fonksiyonu ‘relu’ olacak
sekilde bir yogun katman eklenir. Olusturulan modeli derlemek i¢in kayip fonksiyonu olarak ‘mse’, optimizer olarak ‘adam’ optimize edicisi
secilir. Boylece model egitim asamasina hazir hale gelir.

Girdi verisi normalize edilmis X train, ¢ikt1 verileri olarak y _train iizerinden epochs = 100, batch_size = 32, verbose = 1 olacak sekilde
parametreler ayarlanarak 100 adimda her bir adimda 32 6rnek olacak sekilde model egitilmis ardindan tahmin islemi yapilmustir.

3.4.6 MULTIPLE LINEAR REGRESSION
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Regresyon analizi, bir ya da daha ¢ok degisken arasindaki iligkiyi agiklayan istatistiksel bir yontemdir. Hedef degisken (bagimli degisken)
tahmin edilirken tek bir bagimsiz degisken varsa tekli (simple) regresyon; bagiml degiskeni etkiledigini diisiiniilen yani aralarindaki ilisgknin
bulunmasini istedigimiz bagimsiz degiskenler birden fazla ise ¢coklu (multiple) regresyon kullanilir. Dogrusal regresyonda hedef degisken
sayisal deer olmalidir ancak bagimsiz degiskenler kategorik ya da sayisal olabilir. Hedef degisken ile bagimsiz degiskenler arasinda bir
iliskinin olup olmadig1 p degerine bakilarak anlasilabilir. P degeri %5 anlamlilik diizeyinin altinda ise regresyon katsayisi sifirdan farklidir
yani aralarinda dogtusal bir iliski vardir sonucu ¢ikarilir [28,29].

Bu modelin matematiksel gosterimi Esitlik (1)’ deki gibidir. Burada B0y eksenini kesen nokta, ¥ hedef degisken (bagiml degisken), X7,
X2, ..., Xn ise bagimsiz degiskenler, £1, BZ, ... ,Bn katsayilar1 ise egim yani regresyon katsayisinin degeridir.

Y=B0+B1*X1+B2*xX2+--+Bn*xXn (1)

Bu bilgilerden anlasilacag: iizerine ¢ok degiskenli zaman serileri lizerinden yani X train ve y_train ile Linear Regresyon modeli egitilerek
tahmin islemi gergeklestirildi.

3.4.7 HIPER PARAMETRE OPTIMiZASYONU (Grid Search Yontemi)

Grid search arama yontemi, hiperparametre ayarlama yontemlerinden en geleneksel olan yaklasimdir. Her bir parametreyi genis bir deger
uzaymda aramak uzun bir zaman alacag: i¢in modele dogrudan etki edecek belirli degerleri segmek daha mantikli bir yontemdir. Segilen
degerlerin her biriyle kombinasyonlar birlestirilerek bir kartezyen ¢arpim yapilir. Boylece her bir kombinasyon i¢in model egitim verileri ile
egitilir. Her bir kombinasyonun denenmesinden kaynakli hem zaman alan hem de islem giicii gerektiren bir yaprya sahiptir [30,31].

Bu projede makine 6grenmesi modelleri i¢in olusturulan grid search arama ydnteminde her bir modele uygun olacag: degerlerle parametreler
olusturulumus, skorlama i¢in MSE secilmis, en iyi sonucu veren kombinasyon bulunarak modeler X train ve y train egitim kiimeleri ile
egitilip tahmin islemleri ger¢eklestirilmistir.

3.4.7.1 LightGBM

LightGBM (Light Gradient Boosting Machines), bir Microsoft projesi tarafindan gelistirilmis boosting algoritmasidir. Bu
algoritmay1 diger boosting algoritmalarmdan ayiran temel 6zelligi biiyiik verileri daha kisa siirede isleyip yiiksek tahmin orani
vermesidir. Temelinde histogram tabanli bir ¢aligma modeli bulunmaktadir. Karar agaglarinda 6grenme yontemi seviye odakli veya
yaprak odakli olmak iizere ikiye ayrilir. Seviye odaklida agac biiyiirken agac dengesi korunur, yaprak odaklida ise kayb1 azaltan
yapraklardan boliinme islemine devam edilir. lightGBM yaprak odakli yontem sayesinde daha hizli grenme ve daha az hata orani
ile tahmin imkan1 sunar. Biiyiik verilerle ¢aligmada iyi sonug¢ vermesine karsin veri sayisinin az olmasinda modelin asir1 6grenmesi
(overfitting) meydana gelebilir [32].

Bu sebepten egitim verilerinin gdzlem birimi sayisi az oldugu i¢in asirt dgrenmenin oniine gegmek adina Grid search ile parametre
optimizasyonu islemi gergeklestirilmistir.

Bu makine 6grenmesi modeli i¢in parametreler; n_estimators: [100, 500, 1000], learning_rate: [0.001, 0.01, 0.1], max_depth: [3,
5, 7], num_leaves: [31, 50, 100] olarak se¢ilmis ve en iyi parametre kombinasyonu learning_rate: 0.01, max_depth: 7, n_estimators:
500, num_leaves: 31 olarak belirlenmistir. Bu parametreler iizerinden tahmin islemi gergeklestirilmistir.

3.4.7.2 CatBoost

2017 yilinda Yandex tarafindan gelistirilmis olan CatBoost modeli, kategorik 6zelliklerle ¢alismay1 destekleyen karar agaci temelli
bir modeldir. Karar agaclar iizerinde Gradient Boosting ile gelistirilmis bu model kategorik 6zellikli degiskenleri otomatik olarak
sayisallastirarak yiiksek performans saglamay1 hedefleyen bir makine dgrenmesi algoritmasidir. Ismini de bu sebepten ‘Category’
ve ‘Boosting” kelimelerinden aldig1 anlasilmaktadir [33,34].

Grid search yontemi i¢in bu modelde iterations: [100, 500, 1000], learning_rate: [0.001, 0.01, 0.1], depth: [3, 5, 7] ve skorlama
MSE olarak belirlenmis en iyi ayara depth: 3, iterations: 500, learning_rate: 0.1’ de ulasilmis ve tahmin islemi gergeklestirilmistir.
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3.4.7.3 XGBoost

XGBoost (eXtreme Gradient Boosting), diger boosting algoritmalarindaki gibi gradyan arttirim kullanan karar agaci tabanli makine
Ogrenmesi algoritmasidir. Amaci karar agaci giiclendirme olan bu algoritma siniflandirma ve regresyon problemlerini ¢ozmede
etkilidir. Gliglendirmeden kasit, her yeni model bir 6nceki modeldeki eksiklikleri tespit edip diizelterek yeni bir modeller ekleyerek
giden, model zinciri olusturan toplu 6grenme teknigidir [35,36].

Bu projede modelin performansin arttirmak igin grid search yonteminde iterations: [100, 500, 1000], learning_rate: [0.001, 0.01,
0.1], depth: [3, 5, 7] ve skorlama MSE olarak belirlenmistir. En iyi performans depth: 3, iterations: 500, learning rate: 0.1
parametrelerinde tespit edilmistir. Bu parametre kombinasyonlari {izerinden tahmin islemi yapilmistir.

3.5 Degerlendirme

CRISP-DM metodolojisinin 5. adimi olan model performanslarimin degerlendirilmesi kisminda modelin problem tiiriine gore bazi
degerlendirme yontemleri bulunmaktadir. Regresyon modelleri i¢in tahmin edilen degerler ile gergek degerler (tek degiskenli zaman
serilerinde test data, ¢ok degiskenli zaman serisinde y test) arasinda bazi matematiksel hesaplamalarla, smniflandirma modellerinde ise
karsilastirmak i¢in ise Confusion Matrix (Karisiklik Matrisi) lizerinden bazi hesaplamalar yapilarak olusturulan performans metrikleri ile
modeller degerlendirilebilir. Regresyon modelleri i¢cin MAE (Mean Absolute Error), MAPE (Mean Absolute Percentage Error), MSE (Mean
squared Error), RMSE (Root Mean Squared Error ), R?... ve smiflandirma problemlerinde ise karigiklik matrisi iizerinden hesaplanan
dogruluk, duyarlilik, kesinlik, F1 Score... gibi birgok metrik kullanilir [37,38].

Bu projede modelleri degerlendirmek icin MAPE, MSE ve RMSE performans metrikleri tercih edilmistir.

MAPE (Ortalama Mutlak Yiizde Hata), tahminlerin gercek degerlere gore ylizde hata oranlarmin ortalama mutlak degerini ifade eder. Bu
metrigin hesab1 i¢in ‘sklearn.metrics’ kiitiiphanesinden ‘mean_absolute percentage error’ ile gercek degerler ve her bir modelin tahmin
degerleri karsilagtirilmigtir.

MSE (Ortalama Karesel Hata), hata karelerinin ortalamasidir yani veri setindeki orijinal ve tahmin edilen degerler arasindaki farkin
karelerinin ortalamasidir [39]. Bu metrigin hesab1 i¢in ‘sklearn.metrics’ kiitiiphanesinden ‘mean_squared error’ temin edilmis ve gercek
degerler ile her bir modelin tahmin degerleri karsilastirilmigtir. RMSE (K6k Ortalama Kare Hata), MSE’ nin karekokiidiir. Bunun iginde yine
‘sklearn.metrics’ kiitiiphanesinden ‘mean_squared_error’ ile ‘squared’ parametresi ‘False’ ayarlanarak hesaplatilir.

Bu bahsedilen metriklerde deger ne kadar kiiciikse modelin performansinin o kadar yiiksek oldugu sonucuna varilir.

Tablo 4. Modellerin MAPE, MSE ve RMSE degerleri

MODEL MAPE MSE RMSE
Tek Degiskenli
ARIMA (d=0) 3.40 565.33 23.77
ARIMA (d=1) 4.56 635.91 25.21
SARIMA (d=0) 4.65 2032.13 45.07
SARIMA (d=1) 6.84 2024.24 44.99
Cok Degiskenli
SARIMAX (d=0) 1.33 140.49 11.85
SARIMAX (d=1) 1.62 248.48 15.76
LSTM 1.15 324.28 18.0
Bu projede uygulanan her LIGHTGBM 110 262.86 16.81 bir modelin metrik degerleri tablo 4’
. .. CATBOOST 0.51 145.95 12.08 .. .
te gosterilmis, en 1iyi sonucu CatBoost modelinin verdigi
. XGBOOST 0.96 258.56 16.07 . - . .
anlagilmistir. Bu modelin tahmin degerleri ile y test wveri
. . MULTIPLE LINEAR 1.64 130.68 11.43 - o as
kiimesindeki gercek degerler karsilastirilmasi Sekil 9° da
REGRESSION

gosterilmigtir.
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Sekil 9: CatBoost Gergek/Tahmin Deger Karsilastirilnasi
s
3.6 Canhya Alma
En iyi modelin se¢ilmesinin ardindan CRISP-DM metodolojisinin son adiminda CatBoost modeli lizerinden 27 farkl: irliniin her biri i¢in
veri setinde bulunan ‘2023-03-25" son tarihinden sonraki 7 giinliik siire¢ i¢in talep tahmini yapilmigtir. Bu islem i¢in her bir iiriiniin 6ncelikle
zaman serisini ardindan test verisini olusturmak gerekir. Olusturulan zaman serileri yani tiim ge¢mis veriler egitim veri seti olarak ayrilir.
CatBoost ile 'Discount’, 'TotalSales', ‘UnitPrice’ degiskenleri tahmin edilir. Diger degiskenler, bu degiskenler ve tarih bilgisi iizerinden yani
‘Date’ stitunundan hesaplatilir. Burada olusturulan her bir {iriiniin serisi ile bahsedilen kolonlarin her biri tek tek hedef degisken, digerleri ise
bagimsiz degisken olarak verilerek tahminleri yapilir. Her tahmin edilen giin egitim veri setine eklenerek yeni tahmin degerleri ile model
beslenir. Son olarak olusturulan test veri seti ile her bir iirtiniin 7 giinliik (‘2023-06-26" — 2023-04-01") talep tahmini yapilmustir. Taleplerin
hepsi Sekil 10° da gosterilmistir.
Urinlerin 7 ganlik Toplam Satis Miktari
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Product ID
Sekil 10: Uriinlerin Toplam Satis Miktarlart
Artik bu proje ile firmalar bahsedilen sekilde gegmis verileri ile ileriye doniik tahminler yaparak satiglarin nasil ilerleyecegi ile depolarinin
kontrolii ile ilgili baz1 ¢ikarimlar yapabilirler.
4. SONUC VE TARTISMA

Bu projede perakende sektdriindeki bir firmanin satig verileri iizerinden CRISP-DM metodolojisi adimlar1 uygulayarak bazi analizler, veri
onislemleri ve tahminler yapilmistir. Proje kapsaminda talep tahmini iizerinde kapsamli bir arastirma yapilarak bilgi toplanmis hangi tekniklerin,
modellerin yaygin olarak uygulandig: tespit edilmistir. Bu projede, firmadaki hangi iiriinlerin taleplerinin tahmin edilmeyecegi (satis1 duran, satist
yeni baslayan, satisi az olan) ve bunlarin hangi kistaslara gore silinmesi gerektigi incelenmistir. Daha 6nceki yapilan ¢aligmalarin makaleleri
incelendiginde ARIMA modelleri ve yapay sinir aglart modelleri (6zellikle LSTM) uygulanarak karsilastirilmasi yapilmis, talep tahmini igin
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hangisinin daha iyi performans sagladig1 hususu tizerinde duruldugu gézlemlenmistir. Makine 6grenmesi modellerinin az incelenmesinden kaynakli
bu projede makine 6grenmesi modellerine de yer verilmistir. Bu projede ¢ok degiskenli ve tek degiskenli zaman serileri olusturulup zaman serisi
analizi yapilarak bazi ¢ikarimlarda bulunulmus hem ARIMA hem yapay sinir aglarindan LSTM hem de makine 6grenmesi modellerinin talep
tahmininde nasil bir performans saglayacaginin tespiti yapilmstir. Proje kapsaminda ARIMA modelleri, LSTM, LightGBM, CatBoost, XGBoost,
Multiple Linear Regression modelleri, bazilarina grid search ile, ARIMA modellerine otomatik ARIMA ile parametre ayarlar1 yapilarak talep tahmin
islemi gergeklestirilmistir. Model degerlendirmeleri i¢in performans metriklerinden MAPE, MSE, RMSE tercih edilmis ve en iyi modelin CatBoost
oldugu sonucuna varilmistir. Modellerin performanslari incelendiginde en iyi modellerin makine 6grenmesi modelleri ardindan LSTM en
sonuncunun ise ARIMA modelleri oldugu sonucuna varilmistir. Cok degiskenli zaman serileri iizerinden uygulanan modellerin yeni degiskenler
tiiretilmesi ile performanslarinin arttig1 sonucu gézlemlenmistir. Son asamada segilen model ile her bir {iriiniin ileriye doniik 7 giinliik talep tahmini
icin bagimsiz degiskenler ve bu bagimsiz degiskenler {izerinden talep tahmini yapilmistir. ARIMA modelleri kendi iglerinde incelendiginde
SARIMAX modelinin, modeli bagimsiz degigkenler ile beslemesinden kaynakli ARIMA ve SARIMA’ dan daha iyi sonug verdigi anlagilmustir.
ARIMA modelinin SARIMA modelinden daha iyi sonug verme sebebi ise zaman serisi bilesenlerinin incelenmesi yapildiginda bu veri setindeki
verilerin bir mevsimsel etki gostermemesinden kaynaklidir.

Ayrica veri setleri, firmalarin bulundugu iilke tespit edilerek 6demede kullanilan para birimi ve déviz kurlarmin giinliik degerleri ile beslenerek
taleplerin, piyasanin hareketliligine gore nasil etkilediginin analizi yapilip, projede kullanilan modellerin performansinin arttirilmas: yani daha
gercege yakin tahminlerin yapilabilmesi saglanabilir. Bagka degiskenler ile de veri seti ve modeller beslenebilir. Ancak bu sayilan islemlerin
hepsinin tek bir seferde bir projede veri bilimciler tarafindan manuel olarak programlama dilleri ve algoritmalarla yapilabilmesinin zorluguna karsin,
giiniimiiz teknolojisinin etkisiyle hem vakitten tasarruf hem de verimlilik arttirilmasi agisindan bu iglemlerin her birini no-code (kodlamasiz) mantigi
ile tek bir ¢at1 altinda inceleyen dinamik, hazir yazilimlar gelistirilmektedir. Ornegin cagimiz1 yakalayan ve giiniimiiz teknolojisinden bir parga olan
yapay zekayi kullanarak {irlinler ortaya koyan OptiWisdom firmasi bu gibi konular i¢in ¢oziimler sunmaktadir. Bu baglamda sayilan hususlarin
gerceklestirilmesinin 3 adimda miimkiin olacaginin fikriyle her bir adimi bir motorun iistlenecegi motorlar ve bu motorlardan olusan bir sistem
gelistirerek Kolay.ai [40] {rliniinli ortaya koymuslardir. Kolay.ai iiriiniiniin temelinde; satislarin diger faktorler ile iliskilerini tespit eden
optiMatcher, bu iliskiler 15181nda bazi hesaplamalar ile skorlama islemi yapan optiScorer [41] ve bu skorlamalar ile verileri anlamaya yo6nelik
gruplama islemi yapan optisSegment motorlar1 bulunmaktadir. Kolay.ai, gegmis fatura bilgilerini (satis verileri) bir .CSV dosyasi olarak sisteme
yiiklenerek kar-zarar analizi-tahmini, aylik-haftalik gelir-talep tahminleri, sezonsallik-trend-tortu analizleri, RFM (Sonluk, Frekans, Maliyet) analizi
yontemi ile miisteri analizleri gibi daha birgok islem herkesin anlayabilecegi arayiiz tasarimi sayesinde kendi kendine kullanabilme kolaylig1 sunan,
kisilestirme imkanini da barindiran 6zellikle kobi 6lgekli firmalar igin giizel bir sistemdir.
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Google Maps Isletme Yorumlarindaki Resimlerin Siniflandirilmasi ve Analizi
Classification and Analysis of Pictures in Google Maps Business Reviews
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OZET

Bu makalede evrigimli sinir aglari kullanilarak restoranlar i¢in fotografli yorum analizi yapimi incelenmistir. Calisma yapilirken 100 adet
restoranin fotografli yorumlart model egitimi i¢in kullanilmistir. Goriintii 6nisleme tekniklerinin uygulanmasinin ardindan ¢esitli evrisimli
sinir ag1 mimarileri kullanilarak modellerin veri tizerindeki performansi dl¢iilmiis ve en basarili olani segilmistir. Veri setinin kiigiikligii
ve modellerin veri tizerindeki performansi gz 6niinde bulundurularak 15 katmanli evrisimli sinir ag1 modeli tercih edilmistir. Gelistirme
asamasinda Keras kiitiphanesinin yardimei fonksiyonlari ve bazi 6nceden egitilmis modelleri kullanilmistir. Model, restoranin fotografl
yorumlarini lezzet, meni, i¢ mekan atmosferi ve dig mekan atmosferi olmak iizere 4 kategoriye ayirmak i¢in tasarlanmistir. Egitilmis

model isletmeler igin fotografli yorumlar: kategorize eder ve ardindan kategorilere gore restoranin basarisini listeler.

Anahtar Kavramlar: Resim Smiflandirma, Derin Ogrenme, Goriintii isleme, Evrisimli Sinir Aglari

ABSTRACT

This paper investigates the use of convolutional neural networks (CNNs) for photographic review analysis of restaurants. A dataset of 100
restaurant photographic reviews was used to train the model. The image preprocessing techniques were applied, and various CNN
architectures were used to measure the performance of the models on the data and select the best one. Considering the small size of the
dataset and the performance of the models on the data, a 15-layer CNN model was preferred. Keras library's helper functions and some
pre-trained models were used in the development phase. The model is designed to classify the restaurant's photographic reviews into 4
categories, namely taste, menu, indoor atmosphere, and outdoor atmosphere. The trained model categorizes photographic reviews for

businesses and then lists the success of the restaurant according to the categories.

Keywords: Image Classification, Deep Learning, Image Processing, Convolutional Neural Networks

Makalede kullanilan veri kiimesine erigim i¢in : www.kaggle.com/datasets/denizbilginn/google-maps-restaurant-reviews
Makalede kullanilan kodlara erisim i¢in : www.kaggle.com/code/denizbilginn/googlemapsreviewcategorization-analysis
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1 GIRiS
Makine Ogrenimi giiniimiizde insan hayatim bircok alanda kolaylagtirmaktadir. Isletmeler de zamanla analizler,
hesaplamalar i¢in yapay zekanin yani bilgisayarin giiciinden faydalanmaktadirlar. Bu boliimde bir restoran veya kafenin
kendi eksik yonlerini gdrmesi i¢in resimli yorumlardan 6grenen yapay zeka modeli ele alinacaktir. Yapay zeka modeli ilk
olarak bir veri lizerinden egitildikten sonra belirlenen kategoriler ile ilgili isletmenin puan ortalamasi analizini yapacaktir.

Yapay zeka modelinin resimler {izerinden bilgi ¢ikarabilmesi i¢in ¢esitli goriintii isleme teknikleri kullanilmigtir.
Proje gelistirilirken son zamanlarda bilgisayarlarin hesaplama giicliniin artmasindan dolay1 gelisimi hizlanan ve basarisi
diger makine 6grenimi tekniklerinden daha iyi olan Yapay Sinir Aglar1 (YSA) kullanilmistir [1].

Yapay zeka ilk kez 1960’11 yillarda John McCarthy tarafindan 6ne siiriilen bilgisayar bilimlerinin bir alt dalidir
[2]. Yapay zeka, insan zekas1 ve davramslarini taklit eden veya simiile eden bilgisayar sistemleridir. Bilgisayarlarin
gelismesiyle birlikte Yapay Zekanin biiylimesi de hizlanmistir. Giinlimiizde ¢ogu alanda Yapay Zekadan yardim
almaktayiz. Gelisen ve karmasiklasan veri diinyasinda her bir verinin bir insan tarafindan incelenmesi ve islenmesi
imkansiz gibi goriinmektedir. Ornegin giinde binlerce miisteriye hizmet veren bir restorana yapilan tiim yorumlarin bir kisi
tarafindan incelenip bu yorumlar dogrultusunda restoranin kendi eksik yonlerini gorebilmesi ¢ok zordur. Yapay zeka
teknolojilerinin yardimryla bir isletmeye yapilan yorumlar islenip analiz edildikten sonra isletmeye sunulabilir ve igletme
sahipleri kendi eksik yonlerini gorebilir ve eksikligi gidermek adina galisabilir. Literatiirde bu konu ile ilgili pek ¢ok yorum
smiflandirma ¢aligmasi mevcuttur. Kothapally Nithesh Reddy ve Dr. B. Indira Reddy ¢alismalarinda restoranlara yapilan
yorumlar1 begenildi ve begenilmedi olarak siniflandiran bir yapay zeka modeli olusturmuslardir [3]. Yapay zekd mimarisi
olarak performansli ve basarili bir model olan Naive Bayes modelini tercih etmislerdir. Bu ¢alismadaki model %77
dogruluk degerine sahipken, %71 F1 skoruna sahiptir. Ayni sekilde Veda Waikul ve ekibi makalesinde restoranlara gelen
yorumlar1 yine begenildi ve begenilmedi seklinde siniflandiran bir SVM modeli gelistirmislerdir [4]. 700 yorum iizerinden
egitilen ve 300 yorum ile test edilen bu model %77 dogruluk oranina sahipken, %76 kesinlik ve %78 recall degerinde bir
performans gostermistir.

Google Maps’teki resimli yorumlarmn kategorizasyonu igin bu projede derin sinir ag1 teknikleri kullanilmustr.
Resim siniflandirma giiniimiizde hizla gelisen bir ¢alisma alanidir. Derin 6grenme modelleri resim siniflandirma alaninda
diger makine 6grenmesi modellerine gére cok daha iyi performans gostermektedirler, bu yiizden hizmet ve endiistri
alaninda derin 6grenme modelleri siklikla kullanilmaktadirlar. Resim simiflandirma konusunda giiniimiizde bir¢ok derin
sinir ag1 mimarisi kullanilmaktadir. Son yillarda bilgisayarlarin hesaplama kapasitesinin artmasinin yaninda gergekten hizli
ve etkili evrisimli sinir ag1 mimarileri kesfedilmistir. Bunlardan biri Residual Network’tiir. 2015 yilinda Kaiming He ve
ekibi tarafindan gelistirilen bu mimari, daha derin sinir aglar1 olusturulabilmesini saglamistir [5]. Residual Network
mimarisinde skip-connection adi verilen atlamali baglantilar sayesinde performans kaybi yasamadan daha derin aglar
egitilebilir hale gelmistir. ResNet mimarisinin bu 6zelligi derin 6grenme diinyasinda déniim noktas1 olmustur. 2014 yilinda
Google tarafindan gelistirilen Inception mimarisinde 1x1 filtreler kullanarak hesaplama maliyetini yar1 yariya
diistiriilmiistiir [6]. Bu mimaride her bir katmanin yiikseklik ve genisligi aynidir, bu sayede katmanlar birbirlerinin ardi
ardina birlestirilebilmiglerdir.

John Murphy yayinladigi makalede Residual Network mimarisinin daha 6nceden gelistirilen VGG mimarisinden
8 kat derin olmasindan dolay:1 daha karmasgik verileri isleyip anlayabileceginden bahsetmistir [7]. Kazim Kili¢ makalesinde
birgok evrisimli sinir ag1 mimarisini cilt kanseri verisi lizerinde test edip performanslarini 6lgmiistiir [15]. ResNet mimarisi
test verisi iizerinde %89 dogruluk degerine ulagmis, %83 F1 skoru performansini gostermistir. Martin Thoma
arastirmasinda ilk evrisimli sinir ag1 mimarilerinden olan LeNet-5 ve AlexNet yapilarinin avantajlart ve bir
dezavantajindan bahsedilmistir [8]. LeNet-5 yapisi ¢ok derin bir ag degildir, dolayisiyla karmasik veriler iizerindeki
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performanst iyi degildir. LeNet-5 mimarisi 61710 egitilebilir parametreye sahip olan, diger evrisimli sinir ag1 modellerine
kiyasla daha s1g bir agdir. AlexNet sahip oldugu yaklasik 60 milyon egitilebilir parametre ile gercekten ¢ok derin bir agdir
buna ragmen modelin egitilme siiresi a¢isindan diger derin modellere kryasla kisa siirede egitilebilir bir agdir [9,10,11,15].
Bu sekilde ¢ok sayida parametreye sahip olan AlexNet mimarisi karmasik verileri anlama konusunda iyi performans
gosterirken, kiiciik bir egitim verisi lizerinde iyi performans gosteremeyecektir. Valeria Maeda-Guiterrez ve ekibinin
aragtirmasinda egitilmesi i¢in en uzun zaman gerektiren mimarinin 649 dakika egitim siiresi ile Inception Network oldugu,
en performansl evrisimli sinir ag1 mimarisinin ise 133 dakikada egitilen %99.39 dogruluk degerine sahip olan GoogleNet
oldugu gozlemlenmistir [9]. Ayrica ResNet-50 mimarisinin 476 dakikada egitilebildigi ve %99.15 dogruluk degerine sahip
oldugu ol¢iilmiistiir. Mesut Togagar makalesinde ¢igek resimlerini siniflandirmasi i¢in birkag model egitmis ve test etmistir
[11]. AlexNet mimarisinin veri lizerinde %86.29 dogruluk degerine sahip oldugu, VGG-16 mimarisinin de %86.56
dogruluk degerine sahip oldugu gozlemlemistir. AlexNet mimarisi 11.75 saniyede test islemini tamamlarken VGG-16
mimarisi 24.43 saniyede test islemini bitirmistir. Buna gore AlexNet mimarisinin daha performansli oldugu sonucuna
varilmustir. Fatih Ozyurt makalesinde AlexNet, GoogleNet ve VGG-16 mimarilerini performans agisindan karsilagtirmugtir
[13]. Makaleye gore en yiiksek dogruluk degeri %92.79 ile VGG-16 mimarisinde dl¢iilmiistiir. AlexNet %83.58 dogruluk
degerine sahipken dogruluk GoogleNet mimarisinde %83.08 olarak olciilmiistiir. Aykut Diker ve Ipek Atik’in
caligmalarinda popiiler evrisimli sinir ag1 mimarilerin birgogu performans acgisindan karsilagtirtlmiglardir [12,14].
Makalelerde veriler i¢in dogruluk orani en yiliksek mimarinin GoogleNet oldugu sonucuna varilmistir, modelin dogruluk
orani strasiyla %96.31 ve %97.26 olarak 6l¢iilmiistiir.

Bu calismada model secimi yapilirken literatiirde kullanilan evrisimli sinir ag1 mimarileri kullanmilmis ve
performanslar1 dl¢iilmiistiir. Gelistirilen proje sayesinde isletmeler kendilerine yapilan yorumlari yapay zekéa yardimryla
smiflandirabilecek ve sonunda yapay zekd modelinin yaptig1 analiz sonucu eksik yonlerini gorebilme imkanina sahip
olacaklar, bu sayede isletmeler kendilerini hizlica gelistirme imkani elde etmis olacaklar. Ayrica yapay zeka modelinin
egitilebilmesi i¢in yeni bir veri kiimesi olugturulmus ve literatiire kazandirtlmistir. Calismada gelistirilen evrigimli sinir ag1
mimarisi i¢in degerlendirme 6lgiitii olarak dogruluk segilmistir, %80 dogruluk degerinin iizerinde bir performans proje i¢in
kabul edilebilir bir basar1 olarak dngoriilmiistiir.

Yapilan arastirmalara gore en sik kullanilan mimarilerin Residual Network, GoogleNet ve Inception Network
oldugu goriilmiistiir. Basar1 dl¢iim kriteri olarak literatiirde en ¢ok F1 skor ve dogruluk skoru (accuracy score) tercih
edilmistir.

2 VERI KUMESI VE ANALIZi

Veriyi anlamak, analiz etmek ve modele uygun hale getirmek evrisimli sinir ag1 modelleri i¢in olduk¢a 6nemli bir siirectir.
Bu ¢alismada kullanilan veri kiimesi, ¢alismanin bir parcasi olarak Google yorumlari {izerinden elle olusturulmustur.
Makalenin bu kisminda veri kiimesi (reviews data set) incelenecek ve iglenecektir.

2.1 Verinin Toplanmasi

Veri seti yazar tarafindan hazirlanmistir. Veri seti olusturulurken Google Maps’deki restoranlara yapilan yorumlar
kullanilmistir. Segilen restoranlarin biiyiik bir cogunlugu bolge olarak Tiirkiye’den secilmistir. Tiirk¢e yapilan yorumlar
daha kolay islenebilmesi adina Ingilizce diline gevrilmistir. Verinin son siitunu olan “image_class” kolonu yapay zekanin

tahmin etmesi istenen (target variable) bilgidir, bu bilgi yazar tarafindan etiketlenmistir.
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2.2 Verinin A¢iklanmasi

Isletmelerin resimli yorumlarinin evrisimsel sinir ag1 tarafindan siniflandirilmast igin bu ¢alismada 4 adet sinif secilmistir,
bu smiflar sunlardir: Lezzet (Taste), Menii, Ic Mekan Atmosferi (Indoor Atmosphere), Dis Mekan Atmosferi (Outdoor
Atmosphere). Yapay zekd modelinin amact verilen resmin bu 4 kategoriden hangisine uydugunu belirlemek ve
siiflandirmaktir. Resimlerin yapay zeka tarafindan daha kolay siniflandirilabilmesi adina bu siiflar segilmistir. Hizmet,
Hijyen gibi konular1 yapay zekanin sadece gorsele bakarak anlayabilmesi zor olacaktir, ¢linkii Google Maps restoran
yorumlarinda hijyen gibi bir konuyla ilgili yorum yapan insanlarin genelde yemeklerin resmini ¢ektigi gézlemlenmistir,
dolayisiyla yapay zeka o resimleri lezzet kategorisi altinda smiflandiracaktir. Bu da modelin basarisini ve isleyisini
etkileyecektir.

Yorumlar (Reviews) verisinde 6 siitun bulunmaktadir, bunlar: business_name, author name, text, photo, rating,
image class’dir. Veri kiimesinin siitunlarini1 agiklamak gerekirse; business_name adindaki siitun o verinin is yeri adini
temsil eder, author _name adindaki siitun yorum yazarinin adini temsil eder, text adindaki siitun yorum metnini barindirir,
photo adindaki siitun ise resimli yorumun resminin goreceli dosya yolunu temsil eder, rating kolonu kullanicinin restorana

verdigi puani temsil eder, image_class kolonu ise yorumdaki gorselin hangi yorum kategorisine girdigini temsil eder.

Veri kiimesi ile ilgili tim yorum resimleri “dataset” isimli klasoriin igerisinde bulunmaktadir. Veri kiimesi

igerisinde toplam 100 adet restoran ve toplam 1100 adet yorum bulunmaktadir.

Tablo 1’de veri kiimesinin biitiin kolonlar1 ve segilen 8 satir1 6rnek olarak verilmistir.

Tablo 1. Agiklanan veri kiimesinin biitiin siitunlarini ve segilen 8 yorumu gostermektedir.

business_name author_name text photo rating image
class
Cafe Inn Tugba Gunaydin The vegan breakfast made me dataset/menu/cafe_in 4 menu
extremely happy. It was nice. n_tugba_gunaydin.png
Mcdonalds Fethiye Hatice Akin They are very fast and the food dataset/taste/mcdonal 5 taste
tastes good too. ds_fethiye hatice akin.p
ng
Tatbak Suleyman Konus The ambiance was nice. dataset/indoor_atmos 4 indoor_
phere/tatbak _suleyman_k atmosphere
onus.png
Nazar Cafe Alper Kultufan Very good quality and expensive dataset/outdoor_atmo 4 outdoor
also always crowded. sphere/nazar _cafe alper atmosphere
kultufan.png
Starbucks Bodrum Arif Kar Familiar coffee that I taste. dataset/menu/starbuck 3 menu
s_bodrum_arif kar.png
Magro Haluk Suter Bad breakfast experience for me. dataset/indoor_atmos 1 indoor_
phere/magro_haluk_suter. atmosphere
png
Flash Selin Siyah Not the best; but not bad. dataset/outdoor_atmo 3 outdoor
sphere/flash_selin_siyah. atmosphere

png

Veri kiimesindeki her bir sinifa ait kag adet veri oldugunu (Histogram) Sekil 1°de gorebilirsiniz.
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Sekil 1: Siniflara ait Histogram tablosu

2.3 Verinin Diizenlenmesi

Bu ¢alismada, veri kiimesinin yalmzca photo ve rating kolonlar1 kullanilnustir. Tlk olarak evrisimli sinir ag1 modelinin
resmin igerisindeki bilgiyi, resimler arasindaki Oriintiileri anlayabilmesi ve taniyabilmesi i¢in PNG tipindeki resimler
Python’daki PIL kiitiiphanesi kullanilarak iglenmistir. Ardindan elde edilen PIL resimleri RGB renk kanallarina sahip
piksel matrislerine doniistiiriilmstiir.

Resimler piksel matrislerine doniistiiriiliirken hesaplama maliyetini azaltabilmek ve Onemsiz piksellerden
arindirtlmak i¢in (224,224,3) boyutlarina getirilmistir. Model performansi her bir resim (448,448,3) boyutlarindayken
6l¢iilmiis ve performans kaybi gézlemlenmistir.

Ardindan tiim piksel matrisleri bagka bir boyutta birlestirilerek adeta 4 boyutlu tek bir matrise doniistiiriilmiistiir.
Elde edilen matris (1100, 224, 224, 3) boyutlarindadir.

Son olarak model egitiminden sonra evrigimsel sinir ag1 mimarisinin test veri kiimesi iizerinde performansinin
olgiilebilmesi igin tim veri 0,25 oraninda egitim ve test kiimeleri olarak ikiye bolinmistir. Model, 825 adet yorum
iizerinden egitilmis ve 275 adet yorum tizerinden test edilmistir. Modelin performansi, test kiimesi {izerinde elde edilen
dogruluk orani ile 6l¢lilmiistiir.

2.4 Veri Cogaltim

Veri ¢ogaltiminin kisith veriye sahip olunan durumlarda veriyi arttirmak i¢in kullanilan yontemlerden biridir. Qinghe
Zheng ve ekibinin aragtirmasinda, Marcelo Romero ve ekibinin ¢alismasinda, Sebastien C. Wong ve ekibinin
gozlemlerinde model egitimi aninda uygulanan veri ¢ogaltiminin performansi artirdigi kanitlanmustir [16,17,18]. Sebastien
C. Wong ve ekibinin arastirmasinda veri ¢ogaltiminin veri miktarini ve veri karmagsikliginin yapay olarak artirmak igin bir
¢ozim oldugundan bahsedilmistir [18]. Connor Shorten ve Taghi M. Khoshgoftaar’in ¢alismasinda veri ¢ogaltimi
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yontemlerinden ve veri ¢ogaltiminin modelin dogrulugu tizerindeki etkisinden bahsedilmistir [19]. Buna gore birden fazla
veri ¢ogaltimi yontemi vardir, bunlardan bazilar1 sunlardir; Simetri Alma (Flipping), Kirpma (Cropping), Cevirme
(Rotation), Yakilastirma (Zoom). Veri ¢ogaltimimnin model egitimi aninda uygulanmasi, islemin hesaplama maliyetini
azaltmaktadir.

Bu ¢alismada birkag veri cogaltimi yontemi denenmis ve performans tizerindeki etkileri gézlemlenmistir. Simetri
alma teknigi ile yorum resimlerinin simetrigi alinarak veri ¢ogaltimi uygulanmstir, bu teknigin uygulanmas1 modelin
dogrulugunu %7 degerinde artirmistir. Cevirme teknigi de kullanilmis fakat modelin egitim siiresini uzamasina ragmen
performans {izerinde olumlu bir etki gézlemlenmemistir. Sekil 2 ve Sekil 3’de veri kiimesindeki drnek bir resmin veri

¢ogaltimi islemine tabi tutulmasi gorsellestirilmistir.

Sekil 2: Gorselin baslangigtaki hali. Sekil 3: Gorselin yatay diizlemde simetrigi alindiktan sonraki
hali.

3 HATA METRIGI

Uygulamada model bagarisini 6l¢gmek i¢in hata metrigi olarak literatiirde resim siniflandirma isleminde en ¢ok tercih edilen
Kategorik Capraz Entropi (Categorical Cross-Entropy) kullanilmistir. Sadi Evren Seker makalelerinde entropinin herhangi
bir verinin diizensizligini dlgen ve bunun sonucunda degerlendirilebilir bir sayr dondiiren bir islem oldugundan
bahsetmektedirler [21].

Kategorik Capraz Entropi metriginin formiilii Denklem 1’de gosterilmistir.
Hp.0) = Byl-log)] = — [ p@)loglgCndx
X
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Formiil, verilen p ve q olaylarinin drtiisme miktar1 dondiiriir ve bu yiizden kategorik capraz entropi yapay zeka
calismalarinda siklikla kullanilmaktadir [22].

Yapay zeka uygulamalarinda entropinin farkl: halleri olarak “Maksimum Entropi”, “Bilgi Kazanimi” ve “Kay1p
Fonksiyonu” gibi yontemler de kullanilir [21].

4 MODELLERIN KARSILASTIRILMASI

Uygulamada kullanilmasi i¢in birgok model denenmis, modellerin hem egitim hem de test verisi iizerindeki performanslart
gbzlemlenmis ve not edilmistir. Test edilen modeller sunlardir: Resnet-50, GoogleNet, Inception Network, 5 Katmanl
ESA (Evrisimli Sinir Ag1), 10 Katmanli ESA, 15 Katmanli ESA.

Daha s1§ evrisimli sinir aglar1 egitilirken Python’daki Keras kiitiiphanesi kullanilmistir [23].

Modellerin performans 6l¢iimii yapilirken islemcisi Intel(R) Core(TM) i7-9750HF CPU 2.60GHz, RAM’i 16
GB ve 8 GB ekran kart1 kapasitesi olan bir bilgisayar kullanilmistir.

4.1 Residual Network

Atlamal1 baglantilar1 sayesinde daha derin aglar egitebilmeye olanak saglayan ResNet mimarileri literatiirde de siklikla
kullanilan bir mimaridir. Model IMAGENET verisi tizerinde 50 model derinligi ile test edilmis ve %93.6 dogruluk degeri
oOl¢tilmiistiir, bu ylizden calisma yapilirken 50 derinlikteki bir ag tercih edilmistir [24]. Modeli egitebilmek icin yaklasik
140 dakika zaman gerekmektedir.

Model’in farkli y1gin biiyiikliikleri ve ¢ag sayilariyla calistirildiktan sonra en iyi y1gin bilyiikliigiiniin 32, en iyi
¢ag sayisinin 50 oldugu sonucuna varilmustir.

Egitilmis ResNet mimarilerinin restoranlarin resimli yorumlarini siniflandirmasi iizerindeki performans: Tablo 2’de

gosterilmistir.
Tablo 2. ResNet Mimarisinin Veri Uzerindeki Performansi
Model Derinligi ~ Cag Sayisi  Yigin Optimizasyon Egitim Verisi Test Verisi Dogruluk
Blyuklagi Algoritmasi Dogruluk Yizdesi Yizdesi
50 20 64 Adam %71,65 %14.21
50 50 32 Adam %79.26 %52.94
50 50 32 SGD %77.34 %47.12

Residual Network yapis1 50 katmana sahip olmastyla derin bir agdir. Tablo 3’de daha az ve daha ¢ok ¢ag sayist ile egitilen
ResNet mimarisinin veri tizerindeki performansi gosterilmistir.

Tablo 3. ResNet Mimarisinin Cag Sayisinin Model Performans1 Uzerindeki Etkisi

Model Derinligi Cag Sayisi  Yigin Buylukligli  Optimizasyon  Egitim Verisi Dogruluk Test Verisi Dogruluk
Algoritmasi Yizdesi Yizdesi

50 10 32 Adam %49.81 %11.43

50 80 32 Adam %93.47 %72.33
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Tablo 3’e gore yiiksek bir ¢cag sayisiyla egitilen ResNet mimarisinin egitim verisi iizerindeki dogruluk ytizdesi artsa da veri
iizerinde asir1 6grendigi gozlemlenmistir.

4.2 Inception Network

Aym yiikseklik ve genislikteki farkl farkli katmanlarm art arda birlestirilmesiyle olusan bir evrisimli sinir ag1 mimarisidir
[25]. 1x1 filtreler kullanilarak hesaplama maliyeti azaltilan bir sistemdir. Ortalama 420 dakikada egitilen bir modeldir.
Egitilmis Inception Network mimarisinin restoranlarin resimli yorumlarimi siniflandirmas iizerindeki performans: Tablo
4’de gosterilmistir.

Tablo 4. Inception Network Mimarisinin Veri Uzerindeki Performanst

Model Derinligi Cag Sayisi ~ Yigin Optimizasyon  Egitim Verisi Dogruluk  Test Verisi Dogruluk
BlyuklGgi Algoritmasi Yizdesi Yizdesi
48 30 32 Adam %81.4 %51.64
30 32 Adam %85.67 %61.42
15 32 Adam %98.99 %71

Tablo 4’deki sonuglara gore model derinligi azaldifinda Inception Network mimarisinin test verisi tizerindeki
performansinin arttig1 goézlemlenmistir.

Tablo 5’de daha fazla ¢ag sayisi ile egitilen Inception Network mimarisinin performansi gosterilmistir.

Tablo 5. Inception Network Mimarisinin Cag Sayisinin Model Performanst Uzerindeki Etkisi

Model Derinligi Cag Sayisi  Yigin Blyukligi  Optimizasyon  Egitim Verisi Dogruluk  Test Verisi Dogruluk
Algoritmasi Yizdesi Yizdesi
7 50 32 Adam %99.9956 %67.44

Tablo 5°de goriildiigii gibi yiiksek cag sayisi ile egitilen Inception Network mimarisinin veri tizerinde asir1 6grendigi ve
hi¢ gérmedigi veriler tizerindeki (Test verisi) performansinin diistiigii gézlemlenmistir.

4.3 Google Network

2014 yilinda Google’1n ekibinin gelistirdigi, basarili bir evrisimli sinir ag1 mimarisidir. 2014 yilinda gelistirilen bu mimari
ILSVRC yarismasinin galibi secilmistir [9]. 22 adet katmandan olusan mimari bu proje i¢in 50 ¢agda ve 75 dakikada
egitilmistir. Optimizasyon algoritmasi olarak “Adam”, y18in bityiikliigii olarak 32 tercih edilmistir. Egitim verisi tizerindeki
dogruluk degeri %88.98, Test verisi {izerindeki dogruluk degeri %73.18 olarak 6l¢iilmiistiir.

Modelin ¢ag sayis1 30’a diisiiriildiiglinde egitim ve test verisi iizerindeki performans: sirastyla %72.76 ve %
60.12 olarak dlciilmiistiir. Cag sayis1 80’e ¢ikarildiginda modelin egitim verisi lizerindeki dogruluk degeri %95.38 olarak,
test verisi iizerindeki performansi %80.01 olarak 6l¢tilmiistiir.

4.4 5 Katmanh ESA

Derin modellerin veri {izerinde ezber yaptigi acik¢a anlasiimaktadir. Bu ylizden daha sig mimariler denenmis ve
performanslar 6l¢lilmiistiir. Aktivasyon fonksiyonu olarak ReLU tercih edilmistir [26]. Model 2 adet evrigsim katmanina
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sahipken 2 adet havuzlama (pooling) katmanina ve 1 adet de diizlestirme (flatten) katmanina sahiptir. Modelin egitimi
ortalama 30 dakika stirmiistiir.

Egitilmis 5 katmanli ESA mimarisinin restoranlarin resimli yorumlari iizerindeki performansi Tablo 6’da gosterilmistir.

Tablo 6. 5 Katmanli ESA Mimarisinin Veri Uzerindeki Performansi

Model Derinligi  Cag Sayisi ~ Yigin Blyukligi  Optimizasyon  Egitim Verisi Dogruluk Test Verisi Dogruluk

Algoritmasi Yizdesi Yizdesi
5 20 64 Adam %79.15 %67.67
5 20 64 RMSprop %74.87 %55.29
5 20 64 SGD %55.44 %45.62
5 50 64 SGD %69.3 %58.91
5 50 64 Adam %93.13 %81.15
5 50 32 Adam %98.06 %77.96
5 30 32 Adam %93.4 %80.37

Tablo 6’da goriindiigii gibi modelin basarisinin artirilmasi igin bir¢ok parametre ayari denenmistir. Cag sayisi ve y1gin
biiyiikliigii artirlldikga modelin veri {izerindeki dogruluk degeri artmistir.

4.5 10 Katmanh ESA

Veri iizerinde test edilen diger bir s1g evrisimli sinir ag1 modelidir. Aktivasyon fonksiyonu olarak ReLU tercih edilmistir.
Model 4 adet evrisim katmanina sahipken 4 adet havuzlama, 1 adet dropout ve 1 adet diizlestirme katmanina sahiptir.
Modelin egitimi ortalama 45 dakika siirmiigtiir.

Egitilmis 10 Katmanli ESA mimarisinin restoranlarin resimli yorumlart iizerindeki performansi Tablo 5’de gosterilmistir.

Tablo 7. 10 Katmanli ESA Mimarisinin Veri Uzerindeki Performansi

Model Derinligi  Cag Sayisi ~ Yigin Blyukligi  Optimizasyon  Egitim Verisi Dogruluk Test Verisi Dogruluk

Algoritmasi Yizdesi Yizdesi
10 20 64 Adam %84.97 %78.55
10 50 64 Adam %99.87 %81.38
10 50 32 Adam %99.98 %80.12
10 30 32 Adam %99.61 %81
10 30 32 RMSprop %94.04 %71.66

Tablo 7°de gosterildigi iizere 10 katmanli model’in ¢ag say1s1 artirildikca performansta bir iyilesme goézlemlenmistir. Yi8in

biiyiikliigii olarak 64 sayisinin kullanilmasi da performansi artirmistir.
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4.6 15 Katmanh ESA

Veri iizerinde test edilen son s1§ mimaridir. Aktivasyon fonksiyonu olarak ReLU kullanilmistir. Model 5 adet evrisim
katmanina sahipken 5 adet havuzlama, 1 adet dropout, 1 adet diizlestirme ve 2 adet Dense katmanina sahiptir. Modelin
egitimi ortalama 50 dakika siirmdistiir.

Egitilmis 15 Katmanli ESA mimarisinin restoranlarin resimli yorumlart iizerindeki performansi Tablo 6’da gosterilmistir.

Tablo 8. 15 Katmanli ESA Mimarisinin Veri Uzerindeki Performansi

Model Derinligi Cag Sayisi  Yigin Buyikligi  Optimizasyon  Egitim Verisi Dogruluk Test Verisi Dogruluk

Algoritmasi Yizdesi Yizdesi
15 30 64 Adam %98.71 %79.3
15 30 32 Adam %97.53 %73.64
15 30 32 Adam %99.74 %76.06
15 30 32 Adam %98.99 %81.45

Tablo 8’de gosterilen parametrelerden ayri olarak test edilen parametreler Tablo 9°da gosterilmistir.

Tablo 9. 15 Katmanli ESA Mimarisinin Cag Sayisinin Model Performansi1 Uzerindeki Etkisi

Model Derinligi Cag Sayisi  Yigin BuyUkligli  Optimizasyon  Egitim Verisi Dogruluk Test Verisi Dogruluk

Algoritmasi Yizdesi Yizdesi
15 15 32 Adam %81.54 %70.93
15 50 32 Adam %100 %74.11

Tablo 9’da goriindiigii lizere ¢ag sayist artirildiginda modelin veri iizerinde ciddi bir sekilde asir1 6grendigi ortaya
¢ikmaktadir. Aksine, azaltilan bir ¢cag sayisina sahip modelin hem egitim hem de test verisi tizerindeki dogruluk degerinde
diisiis gdzlemlenmistir.

5 SONUC

Proje i¢in test edilen modeller géz dniinde bulunduruldugunda, daha derin modellerin Google Maps’deki restoranlarin
resimli yorumlarini siniflandirmast iizerindeki performansinda diisiis gdzlemlenmistir, bunun sebebi derin modellerin veri
iizerinde asir1 6grenmesidir. Bu yiizden proje igin daha si1g bir model kullanilmasi gerektigi anlagilmistir. 5 katmanl
mimarinin veri iizerinde yanlilik (bias) sergiledigi gozlemlenmistir. 10 ve 15 katmanli evrisimli sinir ag1 modelleri
karsilastirildiginda projeye en uygun olan modelin 15 katmanli, 30 ¢ag say1li, 32 y181n biiyiikliigiine sahip ve optimizasyon
algoritmasi “Adam” model oldugu sonucuna varilmstir.

Isletmeler, egitilmis modele kendilerine yapilan resimli yorumlar1 vererek resimlerin model tarafindan
siiflandirilmasini saglayabilir. Ardindan analiz algoritmasi simiflandirilmis resimlerin puan (rating) degerlerinin siniflara
gore ortalamasini hesaplar ve isletmeye bu analizi sunar. Gelistirilen uygulama sayesinde isletmeler kendi eksik yonlerini
yapay zeka yardimiyla kolayca tespit edebilecek ve bu sorunlarin iistesinden geleceklerdir.
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Ciro Simiilasyonu i¢in Olas1 Senaryolar

Possible Scenarios for Income Simulation
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Ozet

Giiniimiizde teknolojinin gelismesiyle birlikte sektorlerdeki sorunlara farkli ¢éziimler sunabilmektedir. Firmalar gelirlerini artirmak igin
¢esitli stratejiler gelistirmislerdir. Bu ¢alisma, kapsamli literatiir analizinden elde edilen sonuglarla kanitlanan geliri artirmaya yonelik iki
farkl yaklasimi analiz etmeyi, degerlendirmeyi ve uygulamay1 amaglamaktadir. Toptan ve perakende satis yapan bir isletmenin {i¢ yillik
temel fatura verileri kullanilarak, gelir artiginin nasil saglanabilecegi sorusu ele alinmis ve ¢esitli senaryolar olusturulmustur. Bu
senaryolar, durum analizine dayali olarak hedeflenen gelir seviyelerine ulasildigini simiilasyonlar araciligiyla gostermistir. Ancak bu
calisma, bir {iriin veya hizmetin kontrollii kosullar altinda nasil performans gosterebilecegine dair sadece bir simiilasyon ortaminda
gergeklestirildiginden, gergek diinyadaki degiskenler ve kosullar dikkate alinmamustir. Yine de, ger¢ek diinyadaki faktorlerin karmasikligi,
stratejik secimler formiile edilirken, karsilastiklar1 farkli kosullarin yani sira sektordeki daha genis kaliplara bagli olarak siklikla farkl

sonuglara yol agabilir. Bu nedenle, bu yaklasimin yalnizca bir referans araci olarak kullanilmas: tavsiye edilir.

Anahtar Kelimeler: Ciro Simiilasyonu, Finansal Senaryolar, Veri Analizi

Abstract

Today, with the development of technology, it can offer different solutions to the problems in the sectors. Firms have developed various
strategies to increase their revenues. This paper aims to analyse, evaluate and implement two different approaches to increase revenue
evidenced by the outcomes derived from the comprehensive literature analysis. Using three years of basic invoice data of a wholesale and
retail business, the question of how revenue growth can be achieved is addressed and various scenarios are created. These scenarios were
demonstrated through simulations that the targeted revenue levels were achieved based on the situation analysis. However, since this study
was carried out only in a simulation environmentof how a product or service might perform under controlled conditions. Yet, the intricacies
of real-world factors can frequently result in divergent results when formulating strategic choices, contingent upon the distinct conditions

they face as well as broader patterns within the industry.. Hence, it is advisable to utilize this approach solely as a reference tool.

Keywords: Income Simulation, Financial Scenarios, Data Analysis

Makalede kullanilan kodlara erisim i¢in : https:/github.com/halilumutyalcin/Possible-Scenarios-for-Income-Simulation
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1 GIRiS
Gilintimiizde, isletmeler i¢in finansal verilerin analizi ve degerlendirilmesi giderek daha 6nemli hale gelmistir [1]. Ciro,
ticari kurumlarin belirli bir zaman aralifinda gergeklestirdikleri faaliyetlerden elde ettikleri briit geliri temsil eder.
Isletmeler, cironun degisimi analiz ederek saglikli bir biiyiime evresine gegis yapabilir. Mali durumlarina gére aksiyon
alabilirler.

Ciro simiilasyonu veya gelir planlama, kurumun gelirini etkileyebilecek alternatif senaryolarin olusturuldugu
uygulamalardir. Bu senaryolar hem gelirinizi artirmaya yonelik ¢alisirken hem de kriz durumunu minimum zarar ile
atlatabileceginiz varsayimsal durumlardir.

Uriin satig1 yapan sirketler icin, iiriinlerin fiyatlarimin optimize sekilde belirlenmesi ve uygun hedef kitleye hitap
edebilmesi, ciroyu artirmak i¢in olduk¢a dnemlidir. Ciroyu en iist seviyeye ulastirmak i¢in veri odakl analiz ¢aligmalar:
yapilmistir. Literatiire bakildiginda cironun gelecekteki durumunu simule etmek igin birbirine ne kadar yakin olsa da farkl
yontemler uygulanmustir.

J. Bischhoffshausen ve ekibi, satis ekibi atamalari i¢in tahmin tabanli ve kural tabanli analitikleri bir araya getirerek bir
bilgi sistemi gelistirdi. Tahmin tabanli analiz, satig ekiplerinin satislar tizerindeki etkisini incelemeyi amaglarken, kural
tabanli bilesen, geliri en {iist diizeye ¢ikarmak i¢in dogrusal programlama kullanarak atamalar1 optimize eder [2]. Bu
baglamda, ¢6ziim, geliri etkileyen faktdrleri ve bu faktorlerin optimize edilebilecegi araligi belirlemek i¢in kural tabanli
bilesen analizini kullanmanin miimkiin oldugunu gostermektedir.

M.Brunato ve R.Battiti, otel gelir yonetimi alaninda yaptiklar1 ¢aligmada akilli sezgisel yontemleri simiilatorlerle
birlestirerek gelir optimizasyonunu ele aldi. Bu sistem, neyin, ne zaman, kime ve hangi fiyattan satilacagina karar verirken
dinamik programlama ve global optimizasyon tekniklerinin yerine akilli sezgisel yontemleri kullanmanin gelir yonetimi
uygulamalarmi gelistirebilecegini onerir [3]. Bu yontem, karar verme siireglerini, fiyatlandirma politikalarin1 optimize
etmeyi ve karlilig1 artirmay: destekleyen degerli bilgiler sunar. Ayrica, bu yontem, gergek ciro simiilasyonunu yapmak i¢in
de aragtirilabilir.

M. Bohanec ve ekibi, makine 6grenmesi modellerini kullanarak satig tahminlerini agiklamanin miimkiin oldugunu
inceledi. Caligmalari, son teknoloji {irlinii sihirli kutu tahmin modellerinin agiklanmasini destekleyen genel bir agiklama
metodolojisi sundu. Bu metodoloji, karar vericilerin model veya bireysel drnek diizeyinde tek tip agiklamalara erismesini
saglar ve karar alternatiflerini etkilesimli bir sekilde degerlendirirken what-if analizine olanak tanir [4]. Bu yaklasim,
ozellikle cirola ilgili zamana bagl analizlerde kullanilabilir.

Ryzin ve G. Volcano, simiilasyon tabanli optimizasyon {izerinde sanal yerlestirme kontrollerini arastirdi. Bu makale,
ag gelir yonetiminde bir kapasite kontrol stratejisi olarak sanal yerlestirmenin 6nemini ele aliyor. Bu arastirma, gelir
yonetimi alaninda geliri ve kar1 en {ist diizeye ¢ikarmak i¢in fiyatlandirma, kullanilabilirlik ve kapasite gibi faktorlerle ilgili
kararlar1 vermek i¢in veri odakli modelleme ve optimizasyon yontemlerini kullanmaktadir [5]. Calisma, karmagik
kisitlamalar ve dogrusal olmayan durumlar nedeniyle kesin ¢oziimlerin miimkiin olmadig1 durumlarda akilli sezgisel
yontemler ve simiilasyon tabanli optimizasyonun etkili yaklasimlar oldugunu arastirmaktadir.

M.Helmold, "Toplam Gelir Yonetimi (TRM)" adli kitabinda, gelir yonetimi konusunda toplam gelir yontemini ele
almaktadir. Bu yaklagim, mevcut ilkeleri ve araglar1 kullanarak kar akiglarin1 daha etkili bir sekilde yonetmeyi amagclar.
TRM, deger zinciri boyunca mevcut ve gelismekte olan gelir akislarini kapsar. Kitap, gercek diinyadan orneklerle
desteklenerek daha iyi anlasilmasma yardimer olur. Kuruluslarda TRM'nin etkili bir sekilde uygulanabilmesi igin
fiyatlandirma stratejileri, segmentasyon yontemleri ve dagitim ilkeleri vurgulanir [6]. Bu ilkelerin ciro simiilasyonunda

dikkate alinmasi, daha basarili sonuglar elde edilmesine katki saglayabilir.
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L.R. Weatherford ve S.E. Kimes tarafindan yapilan bir ¢alisma, otel gelir yonetimi i¢in tahmin ydntemlerine
odaklanmaktadir. Ozellikle varis tahminleri, konaklama sektoriinde basarili gelir yonetimi igin énemli bir faktordiir.
Calisma, Choice Hotels ve Marriott Hotels verilerini kullanarak farkli tahmin tekniklerini test ederek en dogru tahmin
yontemini belirlemeyi amaglamaktadir. Arastirma sonuglarina gore, farkli oteller igin farkli modellerin daha iyi performans
gosterdigi goriilmiistiir [7]. Bu ¢alisma, otellerin gelir yonetimi sistemlerini daha etkin kullanmalarina ve daha dogru
kararlar almalarina yardimei olabilecegini gosterir. Tahmin dogrulugunun artirilmast, oteller i¢in daha iyi gelir sonuglarna
yol agabilir.

J. An ve arkadaslarinin ¢aligmasi, havayolu endiistrisinde giiclii ag gelir yonetimi igin bir Dogrusal Programlama (LP)
yaklasimmi incelemektedir. Bu arastirma, havayollarimin smirli talep bilgisi sorununu ¢ézmek igin optimizasyon
yontemleri 6nermektedir. Yaklagim, minimax pismanlik kriterlerini kullanarak optimal rezervasyon limiti politikasini
tanimlar ve biiyiik 6l¢ekli uygulamalar i¢in LP ¢6ziimii sunar. Bir genetik algoritma, rezervasyon limiti kontroliinii bulmak
i¢in kullanilir ve havayolu endiistrisi i¢in etkili bir gelir yonetimi yaklasimi sunulur [8]. Bu yaklasim, ciro simiilasyonunda
kullanilmak {izere ¢6ziim yolu olarak diisiiniilebilir.

S. Jasin ve S. Kumar, ¢aligmalarinda miisteri se¢imi ve digsal fiyatlandirmanin rol oynadig: bir ag gelir yonetimi
problemine odaklanmislardir. Gelecekteki tiim rastgele degiskenleri ortalamalarryla degistirerek ve ¢oziimleri olasiliksal
olarak uygulayarak periyodik olarak bir deterministik lineer programi (DLP) ¢6zen belirli bir sezgisel kontrol politikasi
smifinin performansma odaklanmislardir. Bu politikalar altinda beklenen gelir kaybinin, optimal politikaya gore {ist
sinirlarini saglamislardir. Bu yaklasim, bu politikalar altinda beklenen gelir kaybini problem boyutundan bagimsiz olarak
sinirlamak amactyla DLP'nin belli araliklarla yeniden ¢6ziilmesi ve ¢6ziimiin olasiliksal olarak uygulanmasi yoluyla bir
zaman ¢izelgesi olusturmustur [9]. Bu yaklasim, akilli sezgisel yontemlere matematiksel bir bakis sunmaktadir.

S.G. Rizzo ve arkadaslari, hava kargo isletmeleri i¢in tasarlanmis yapay zeka temelli bir gelir yonetimi sistemi
onermektedir. Bu sistem, hava kargo sektdriindeki benzersiz bir soruna ¢oziim bulmak amaciyla matematiksel
optimizasyon yéntemlerini makine 6grenimi tahminleriyle birlestirmektedir. Onerilen sistemin etkilerini degerlendirmek
i¢in yiik bosaltma maliyetleri ve gelir iiretimi tizerindeki etkilerini degerlendirmek i¢in dinamik programlama tekniklerini
kullanarak simiilasyonlar yapilmistir. Sonuglar, tahminlerin karar alma siireglerine entegre edilmesinin yiik bosaltma
maliyetlerini 6nemli dlciide azaltabilecegini ve gelir {iretimini optimize edebilecegini gostermektedir. Bu calisma, hava
kargo endiistrisi i¢in tasarlanmis, rezervasyon miktarlarindaki tutarsizliklar: ele almak ve gelir iiretimini optimize etmek
amactyla veri odakli bir gelir yonetimi sistemi drnegi sunmaktadir [10]. Bu yaklasim, gelir simiilasyonlari i¢in faydal
olabilir.

N. Antonio ve arkadaslari, "Rezervasyon Iptali Davramsma iliskin I¢gorii Kazanmak icin Iptal Etme Etkenlerini
Kesfetmek" baglikli makalede, konaklama sektoriindeki rezervasyon iptallerine yol agan etmenleri aragtirmaktadir.
Rezervasyon iptallerinin, konaklama sektoriinde talep tahmini dogrulugu iizerindeki etkisi ele almmstir. Iptaller, oteller
icin talep yonetimi kararlarini zorlu ve riskli hale getirebilmektedir. Bu sorunu ¢ézmek igin oteller genellikle kisitlayict
iptal politikalar1 ve fazla rezervasyon taktikleri kullanmaktadir, bu da azalan rezervasyonlar nedeniyle gelir kaybina yol
acabilir. Makale, rezervasyon iptallerinin neden oldugu belirsizligi ele almak i¢in biiyiik veri analitigi ve makine 6grenimi
algoritmalarinin kullanilmasini 6nermektedir. Sonug olarak, arastirma makalesi, iptal davranigini anlamak i¢in biiyiik veri
analitigi ve makine dgrenimini kullanmanin faydalarim vurgulamaktadir. Iptalleri anlayarak ve etkili bir sekilde yoneterek
oteller operasyonlarini optimize edebilir, maliyetleri azaltabilir ve miisteri memnuniyetini artirabilir [11]. Problemlerin
kokenini anlamak ve buna yonelik olarak geliri artirmak, farkl: bir bakis agis1 sunan bir yaklasimdir.

W.H. Lieberman ve T.Dieck, yaptiklar1 ¢alisgamda gelir yonetimi tekniklerinin kruvaziyer endiistrisinin kruvaziyer

yolcular1 igin ugak bileti satin alimina uygulanmasini incelemektedir. Yolcularin uguslara yonlendirilmesi ve havayolu
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sitketleriyle sdzlesme iicretlerinin miizakere edilmesi i¢in karar destegine odaklanan bir optimal hava planlama programi
onermektedir. Boyle bir programi uygulayarak, kruvaziyer sirketleri miisteri hizmetlerini ve havayolu sirketleriyle
iligkilerini gelistirebilir ve ucak bileti giderlerini %5-8 oraninda azaltabilir [12]. Buradaki optimizasyon, ciro simiilasyonu
bakimindan incelenebilir.

M. Golfarelli ve arkadaglari, What-if analizinin tasarlanmas1" karmasik sistemler iizerindeki etkilerini degerlendirmek
i¢cin what-if analizinin 6nemini ele aliyor. Bu analiz, kurumsal igletmeler gibi karmasik sistemlerde stratejik veya taktiksel
hamlelerin etkilerini degerlendirmek amactyla kullanilan bir simiilasyon tiiriidiir. What-if analizinde, belirli senaryolar
altinda sistemin davranigini incelemek ve bagimsiz degiskenlerdeki degisikliklerin bagimli degiskenleri nasil etkiledigini
6lgmek amaglanir. Bu ¢alisma, karar vericilere stratejilerini veya taktiklerini uygulamadan 6nce cesitli senaryolar simiile
etme ve inceleme olanag1 saglayarak karar verme siireglerinin gelistirilmesine katkida bulunuyor [13]. Ayn1 zamanda bu
calisma, cironun simiile edilmesindeki degiskenlerin hareketlerini anlamaya, optimize etmeye ve alternatif senaryolar
olusturmada yardimei olabilecek bir ara¢ sunuyor.

M.B. Ali ve ekibi, "Orta Vadeli Uretim Geliri Yénetimi: Smirli Kapasiteli ve Mevsimsel Pazarlara Sahip Firmalar
Uzerine Bir Calisma" baghkli aragtirmalarinda, iiretimde gelir yonetimi konusuna odaklantyor. Ozellikle simirh kapasiteli
ve mevsimsel pazarlara sahip firmalar i¢in orta vadeli planlamayi ele altyorlar. Bu yaklasim, yiiksek oncelikli miisterilere
odaklanarak kar1 maksimize etmeyi ve hizmet seviyelerini gelistirmeyi amaglayan orta vadeli, kisa vadeli ve gergek
zamanli sati kararlarimi desteklemek i¢in ¢ok seviyeli bir karar ¢ergevesi igeriyor. Yazarlar ayrica Kanada yumusak agac
kereste endiistrisine 6zgli bir S&OP ag modelini ve i¢ i¢e rezervasyon limitleri olan bir siparis taahhiit modelini
matematiksel formiilasyonlarla entegre ediyorlar. Bu matematiksel formiilasyonlar ve cok seviyeli karar cercevesi,
yaklagimin etkinligini daha da artirryor [14]. Bu c¢aligmadaki formiil uygulamas: ve karar agaci, dnceki bahsedilen
calismalardaki yaklagimlarla benzerlikler gostermektedir.

S.V. de Boer ve ekibi, "Havayolu Koltuk Envanter Kontrolii i¢in Matematiksel Programlama Modelleri" baslikli
calismalarinda, havayolu koltuk envanter kontroliine odaklantyor ve rezervasyon limitlerini ile teklif fiyatlarini belirlemek
i¢cin matematiksel programlama modelleri sunuyorlar. Bu ¢alisma, deterministik ve olasiliksal yaklagimlar1 karsilagtirarak
ortaya cikan sonuglart degerlendiriyor. Arastirma, havayolu aglarinda gelir yonetimi stratejilerinin gelistirilmesine
yardimei olmak i¢in kullanilan matematiksel modellemeyi incelemekte ve geliri optimize etme ¢abalarina katk: sagladigini
gostermektedir [15]. Stokastik programlama modeli kullanilarak yapilan bu calisma, geliri optimize etmek amaciyla ciro
simiilasyonu baglaminda arastirilabilir.

M. Frank ve ekibi, bu arastirma makalesinde, Gelir Yonetimi (RY) baglaminda simiilasyonlarin kullanimini belirsizlik
ve karmagiklik altinda karar verme siireclerine destek saglamak ve yeni kavramlar1 dogrulamak amaciyla incelemektedirler.
Bu calisma, Gelir Yonetimi alanindaki bircok yayinin genellikle simiilasyonlarin metodolojik yo6nlerine odaklanarak,
simiilasyon ortaminin temel varsayimlari ve basitlestirmeler de dahil olmak iizere detayl1 bir tanimini1 yapma eksikligini
vurgulamaktadir. Bu faktorler, simiilasyon sonuglarini 6nemli 6l¢iide etkileyebilmektedir. Bu makale, stokastik simiilasyon
modellerinin Gelir Y6netimi analizleri i¢in genel ilkelerin olusturulmasin1 amaglamaktadir. Zor kararlar ele alinmakta olup,
kurulum, girdi verileri, kalibrasyon, talep modellemesi, tahmin ve optimizasyon gibi konularda tavsiyeler sunulmaktadir.
Ayrica, makale, spesifik bir simiilasyon caligmasii ornek olarak sunmaktadir [16]. Bu ilkeler, ciro simiilasyonu
calismalarinda mutlaka g6z 6niinde bulundurulmalidir.

N. Bondoux ve meslektaslart ise yaptiklari ¢alismada, Gelir Yonetimi Sistemi (GYS) olarak Havayolu Gelir
Yénetimi'ni (HGY) temel alan, Takviyeli Ogrenme (TO) prensiplerine dayali bir model gelistirdiler. TO, ajanlarin belirli
bir hedefi optimize etmek i¢in nasil eylemler gergeklestirdigiyle ilgilenen bir makine 6grenimi dalidir. TO'nun teorik olarak
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optimal ¢oziime yakinsadigi kanitlanmistir [17]. Bu baglamda, TO'nun Gelir Yonetimi analizlerinde kullanilmasi oldukga
olasidur.

S.E. Kimes'in ¢aligmasi, Gelir Yonetimi alanindaki arastirmalarimin evrimini goézden gegirip gelecekteki arastirma
yonlerini tartigmaktadir. Gelir Yonetimi, nicel tekniklerin (tahmin, optimizasyon, asir1 rezervasyon vb.) kullanimryla
iliskilendirilse de, bu teknikler sadece genis bir yelpazeyi kapsar. Arastirma, 2013-2019 yillar1 arasinda otel gelir yonetimi
iizerine yaymlanmis 76 akademik makaleyi iceren bir meta-analiz yaparak, fiyatlandirma stratejileri, talep modellemesi, is
analizi, performans degerlendirmesi, envanter ve fiyat optimizasyonu, rezervasyon kontrolii ve dagitim kanal1 yonetimi
gibi ana konulara odaklanmigtir [18]. Bu makale, konuyla ilgili bir analiz raporu niteligindedir.

J. Lancaster'in ¢aligmasi, Havayolu Gelir Yonetimi baglaminda finansal riskin anlasilmas1 ve yonetilmesinin énemini
ele almaktadir. Gelir Yonetimi uygulamalari, 6zellikle premium fiyatlandirma stratejileri ile ilgilenirken, diisiik fiyath
segmentleri korumak ve yliksek 6deme yapan segmentlere dncelik vermek gibi riskleri igerir. Makale, Gelir Yo6netimi'nin
havayolu karlilig1 tizerinde biiyiik bir etkisi oldugunu vurgulamaktadir. Ayrica, gelir yonetiminde risk yonetimi ve
farkindaligimin énemini vurgular, ddiiller ile olas1 kayip veya diisiik performans riskleri arasindaki dengeyi saglamanin
gerekliligine isaret eder [19]. Bu baglamda, ciro simiilasyonlarinin senaryo olusturma asamasinda bu yaklagimin dikkate
alinmas1 6nemlidir.

J. Wexler ve ekibinin galismasi, Makine Ogrenimi (MO) sistemlerinin farkli girdilerdeki performansimi anlama
zorlugunu ele almak igin tasarlanmis agik kaynakli bir ara¢ olan "What-If Tool"u tanitiyor. Bu arag, MO modellerinin
gorsellestirme, analiz ve degerlendirmesini minimum kodlama ile gerceklestirmeyi saglar. Farkli senaryolarda model
performansini test etme, veri 6zniteliklerinin etkisini analiz etme ve birden fazla model ve girdi alt kiimesi tizerinden model
davranigini inceleme gibi islevleri igerir. Ayrica, Adalet kriterleri temelinde MO sistemlerini degerlendirme yetenegine

sahiptir [20]. Bu ¢alisma, ciro simiilasyonlarinda geliri etkileyen degiskenleri anlamamizi saglayabilir.

2 PROBLEMIN TANIMI

Bu makalenin temel amaci, gelecekteki bir zaman aralifina odaklanarak veri analizini ele almak ve farkli 6znitelik
kombinasyonlarindan kaynaklanan 6zel ciro artiglarinin potansiyel senaryolarmi olusturmay: amaglamaktadir. Bu
senaryolar, literatiirde J. Bischhoffshausen ve ekibinin kural tabanli bilesen analizi [2] ile M. Golfarelli ve arkadaslarinin
What-If yaklasimini [13] temel alarak gelistirilmektedir.

Bu calismanin asil hedefi, What-If senaryolarin1 kullanarak, &zellikle ciro artislarina odaklanarak, veri setinin
gelecekteki durumlarimi tahmin etmektir. What-If senaryolar1, mevcut veri {izerinde ¢esitli varsayimlar ve degisiklikler
yaparak, farkl: stratejilerin veya kosullarin potansiyel etkilerini anlamamiza yardimci olur. Bu senaryolar, drnegin, belirli
pazarlama stratejilerinin uygulanmasinin ciro lizerindeki etkilerini veya farkli iirtin kombinasyonlarinin olasi sonuglarini

incelemeyi igerebilir.

3 VERIi VE YONTEM

Calismanin daha saglikli olabilmesi adina bu arastirma yapilirken veri kaynagi olarak probleme uygunlugu saglandigi i¢in
Kaggle veri bilimi platformu iizerinden satig verileriyle ilgili temel bilgileri barindiran “Retail Dataset” isimli veri seti
kullanilmigtir [20]. Bu veri setinin hikayesini toptan iiriin satis yapan bir sirketin verileri olusturmaktadir. Bu arsiv,
giinlimiize yakin olmakla beraber yaklasik 3 yillik bir veriyi blinyesinde barindirmaktadir. Tablo 1°de veri setinden rastgele
¢ekilen 5 satir goriintiilenmektedir.
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Tablo 1. Kullanilacak olan veri setine ait rastgele gekilen 5 satir

46

Fatura ID Tarih Uriin ID Satis Indirim Miisteri ID Adet
19121 1921 6417 2021-07-12 175 1627.11 292.88
9391 9391 6539 2020-12-09 1051 2326.77 418.82
96 96 377 2019-12-31 1793 3355.93 604.06
411,41 411,41 596 2019-07-13 192 3720.67 669.72
4549,45 4549,45 3212 2019-01-07 1296 1968.30 354.29

Veri setine ait 7 siitun sirasiyla, fatura numarasi, diizenlenme tarihi, satig yapilan iiriin kodu, fatura tutari, isleme

uygulanan indirim miktari, miisteri numarasi ve iiriin adedini belirtmektedir. Tablo 2’de veri setini olugturan siitunlara ait
istatistiksel bilgiler verilmistir.

Tablo 2. Veri siitunlarinin istatistik bilgileri

# Fatura ID Uriin ID Satig indirim Miisteri ID Adet
count 29103.00 29103.00 29103.00 29103.00 29103.00 29103.00
mean 7221.32 869.95 2552.67 451.32 247.29 5.44

std 3443.39 583.41 4568.25 650.35 138.70 6.80

min 0.00 0.00 0.00 -0.004 0.00 0.00
25% 4919.00 379.00 779.66 137.28 134.00 2.00
50% 7588.00 660.00 1366.10 244.06 230.00 4.00
75% 9536.00 1456.00 2847.45 508.65 349.00 4.0

max 14078.00 1939.00 332574.46 14110.16 506.00 250.00

Tablo2’ de yer alan istatistik 6zellikler

count: siitundaki degerlerin sayisini,

mean: siitundaki degerlerin ortalamasini,

std: stitundaki degerlerin standart sapmasini,

min: stitundaki en kiigiik degeri,

25%: stitundaki degerlerin %25'ini altinda olan degeri,

50%: stitundaki degerlerin %50'sini altinda olan degeri,

75%: stitundaki degerlerin %75'ini altinda olan degeri,

max: siitundaki en biiyiik degeri ifade eder.

Asagida, Tablo 2’den ¢ikarilabilecek sonuglara yer verilmistir.

1. InvoicelD: 14078 adet fatura kesilmistir.

2. ProductID: 1939 cesit vardir. Satiglardaki {irlinlerin digerlerine gore daha dar bir dagilim gosterdigi standart sapma

degerinden anlagilmistir.

3. TotalSales: Ortalama satig tutar1 2552°dir. Standart sapmanin oldukg¢a yiiksek olmasi, satig tutarlarinin genis bir

dagilimda oldugunu, yiiksek degerlerin genel ortalamayi etkiledigi belirlenmistir.

4. Discount: Indirim miktarinin minimum degeri negatif, dolayisiyla bu veriler tespit edilip temizlenmelidir. Ortalama

indirim miktar1 451, standart sapmast ise 650’dir. Yani indirim miktar1 genis bir dagilima sahiptir.
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5. CustomerID: Islem say1sinin maksimum miisteri numarasina olan orani yiiksek oldugu igin sadik miisteri grubunun
mevcut oldugu anlagilir. Standart sapmasi ise 138°dir. Genis bir dagilim oldugu gozlemlenir.

6. Quantity: Satislardaki ortalama {iriin adedi 5’tir. Standart sapmanin 6 olmasi, digerlerine gore daha dar bir dagilimda
oldugunu gosterir.

Veride kategorik degisken olarak yer verilen Date siitununun isleme dahil olabilmesi i¢in veri doniisiimii yapilmalidir [22].
Bu déniisiim, tarih verilerini analiz edilebilir hale getirmektedir. Eldeki veriyi daha anlaml1 hale getirmek i¢in parcalamak,
farkli anlamlar ¢ikarmak gerekebilir. Tlk olarak Date siitunundan ay ve yil bilgisi cekilir. Bu islem sezonsal yaklasimi da
beraberinde getirmektedir. Her iiriinlin birim fiyat bilgisi, olusturulacak olan senaryolar i¢in 6nem arz etmektedir. Bu
verileri elde etmek i¢in, TotalSales't Quantity'ye boliiniir. Yeni 6znetikleri sunmak i¢in veri setinden rastgele cekilen 5
satirdaki Tablo3’te yer verilmistir.

Tablo3. Diizenlemis veri setine ait 5 6rnek veri

Satis Indirim Adet Birim

# Tarih Fiyat Yil Ay
11949 2020-12-09 1044.06 187.93 4 261.01 2020 12
5308 2019-02-15 2919.35 525.48 2 1459.67 2019 2
570 2019-07-20 236.69 42.60 1 236.69 2019 7
28221 2023-01-23 3389.83 610.10 2 1694.91 2023 1
18436 2021-09-17 1162.71 209.28 4 290.67 2021 9

4 ANALIZ

Streamlit, veri bilimi projeleri i¢in etkilesimli web uygulamalari olusturmak i¢in imkan sunan agik kaynakli bir Python
kiitiiphanesidir [23]. Verileri sunmak i¢in, gorsellestirme araglari, etkilesimli 6zellikleri ve diger kullanici arayiizleri
olusturma siirecini basite indirger. Bu ¢alismada simulasyon ortami igin Streamlit tercih edilmistir.

Mantig1, Ozniteliklerin belirli kosullar aralifinda kombinasyonlar1 bir araya gelirken, dzniteliklerin 6zellestirmesi
olusturmaktadir. Kombinasyonlar ile yeni bir veri seti olusturulur. Performans degerlendirmesinden sonra basarili sayilan
veri senaryo yerine gegmektedir. Simiilasyonda kullanilan &znitelikler ise;

1. Baslangi¢ Ay - Y1l ve Bitis Ay - Yil: Referans olacak verinin zaman aralig1 belirlenir. Bu siireglerdeki iglemler
analizde kullanilir.

Tahmini Aylik Siire: Analizdeki veri kullanarak kag aylik senaryo olusturulacagina karar verilir.

3. Bir ay igerisinde en fazla satig gergeklestiren kag adet iiriin dikkate alinmali? Her ay farkli {irlinler, en ¢ok
satig yapan lirlinler listesine gegebilir. Bu listedeki ilk kag iirline agirlik verilecegini bu adimda belirtilir.

4. Bir ay icerisinde kazanci yiizde ne kadar etkileyen iiriinler dikkate alinmalidir? Aylik kazancin belirli bir
oranini olusturan {irlinlere dnem gosterilmektedir. Varsayilan degeri 3% olarak kabul edilir.

5. Minimum ve Maksimum Zam orant: Fiyatlar yillik farkli durumlara bagli olarak degismektedir. Bu
degisimlerden fiyatlar da etkilenmektedir. Bu adimda iiriinlere gelebilecek maksimum ve minimum zam orani
belirtilmektedir. Minimum igin varsayilan deger 0 kalirken maksimum olarak 20% olarak belirlenmistir.

6. Beklenen ciro artis degeri: Bu adimda senaryolar olusturulurken yillik kazancin hedefi verilmektedir. Bu
hedefi saglayan senaryolar kullanicrya sunulmaktadir.

7. Giinliik Islem Sayis1: Her giin birden fazla fatura kesilmektedir. Giinliilk maksimum kag fatura kesilecegi bu
adimda belirtilir.
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8. Kag kez test edilsin? Bu 6zelliklere gore ciro kosulunu saglayana kadar test islemi siirmektedir. Maksimum

kag kez teste tabii tutulacag1 burada belirtilir.

Simiilasyonda kullanilan 6zniteliklerin 6n gériilen deger araliklar1 ve varsayilan degerleri Tablo 4’te yer verilmistir.

Tablo 4. Simiilasyonda kullanilan 6zniteliklere ait deger bilgileri

Oznitelik Minimum Deger Varsayilan Deger Maksimum Deger
Baslangig ay 1 6 12

Baslangic yil 2020 2020 2023

Bitis ay 1 6 12

Bitis y1l 2020 2021 2023

Tahmini aylik siire 1 12 12

Bir ay igerisinde en fazla 1 5 25

satis gerceklestiren kag adet
uriint dikkate almaliy1z?
Bir ay igerisinde kazanci 0.00 0.03 1.00
yiizde ne kadar etkileyen
triinler dikkate alinmalidir?

Minimum zam orani 1.00 1.00 2.00

Maksimum zam orani 1.00 1.20 2.00

Beklenen ciro artis degeri 1.0 1.5 3.0

Giinliik islem say1s1 0 Referans alman verideki Referans alman verideki
ortalama giinlik satislarin  ortalama  giinlik satislarin
ortalama degeri maksimum degeri

Kag kez test edilsin? 0 10 100

Is akig1 s6yle gerceklesir:

Girislerin Alinmasi: Kullanicidan giris degerleri alinir. Bu degerler senaryonun parametrelerini temsil eder.

2. Veri Seti Olusturma: Belirtilen parametrelere gore, veri setini olusturulur. Belirli bir zaman araliginda, {irtinlerin

giinliik satis miktarlarini ve fiyatlarini olusturulur. Veri seti dosyasini olusturarak bu bilgiler kaydedilir.

3. Veri Isleme ve Simiilasyon: Parametrelere gére belirli bir zaman dilimindeki satilar simiile edilir. Bu adimda,

Her bir tarih i¢in {iriin satislarini ve gelirleri hesaplanir. Kosulu saglayan senaryolar tespit edilir ve bu senaryolar

ayri bir dosyada kaydedilir.

4.  Sonuglarin Gorsellestirilmesi: Hedef ciroya gore farkli senaryolar degerlendirilir. Referans alian verinin cirosu,

hedef ciro, senaryo cirosu ve aradaki fark gibi onemli metrikleri gorsellestirilir. Bu gorsellestirmeler, kullanicinin

incelemesi i¢in sunulur.

5. Kullanic1 Incelemesi ve Karar Vermesi: Kullanictya, farkli senaryolarin sonuglarimi inceleme firsati verilir.

Kullanici, gorsellestirmeler ve metrikler yardimiyla en iyi stratejiyi belirleyebilir.
6. Simiilasyonun Tamamlanmasi: Kullanici, senaryo analizini tamamladiginda simiilasyon siireci sona erer.

5 SONUCLAR VE TARTISMA

Simiilasyona ait 6rnek bir ¢aligmaya ait 6zelliklere Tablo 5’te yer verilmistir.
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Tablo 5. Ornek Senaryo Degerleri

Sorgu Deger

Baslangi¢ Ay - Yil 6-2021

Bitis Ay - Y1l 6-2022

Tahmini Aylik Siire 12

Bir ay igerisinde en fazla satis gergeklestiren kag adet tiriinii 5
dikkate almaliy1z?

Bir ay igerisinde kazanci ylizde ne kadar etkileyen iiriinler 0.05
dikkate alinmalidir?

Minimum ve Maksimum Zam orani 1.0-1.05

Beklenen Ciro Artis Degeri 1.20

Giinliik Islem Sayisi 5

Kag kez test edilsin? 20

Verilen ornek galismada 2021 ve 2022 yillart Haziran aylari arasi analiz edilerek 2023 yili Haziran ayma kadar
olusabilecek durumlar test edilmistir. Aylik iiriin satisindaki zirvedeki 5 iiriin ve aylik kazanci %5 etkileyen tiriinler dikkate
alinarak, maksimum 5% zam oraniyla beraber giinde 5 satig yaparak cironun %20 biiylime gostermesi planlanmustir. Tablo
6’te caligma sonucunda elde edilen bulgular verilmistir.

Tablo 6. Ornek Senaryo Bulgulari

Bulgu Deger
Referans verisi cirosu 28983653
Beklenen Ciro Artis Yiizdesi 1.20
Beklenen Ciro Artig Hedefi 34780383
Test Verisi Cirosu 34967818
Cirolar Arasindaki Fark 187435
Elde Edilen Artig Yiizdesi 1.2064

Sekil 1, belirlenen parametrelerin dogrultusunda ortaya ¢ikan senaryonun 12 aylik siire¢ igerisinde gelir diizeyinin
degisimini ifade etmektedir.

180,000

— TotalSales
160,000

T T T T T T T T T T
July September November 2023 March May

Figiir 1. Ornek Senaryoda Olusan Yillik Kazanca Ait Cizgi Grafigi
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Figiir 2. Ornek Senaryoda Olusan Aylik Kazanglarin Bar Grafikte Gosterilmesi
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M TotalSales

Bu veriler, 6nceki 12 ayn verileri referans alinarak, analiz edilerek ve diger parametreler ile simiilasyon tarafindan

hazirlanmistir. Sekil 2, ortaya ¢ikan kazancin aylik diizeyde ifade edilmesidir. Subat ayinda dikkat ¢eken performans

diistikliigi, referans alman veride de olmasindan kaynaklanmaktadir. Sekil 3 ve 4’te duruma iliskin aylik kazang grafigi

verilmistir.
250,000

200,000

150,000

100,000

50,000

T T T T T T T
February Fri05 Sat 13 Wed 17 Feb21

Figiir 3. 2021 yil1 Subat Ay1 Kazanci Cizgi Grafigi

Sekil 3, 2021 yili Subat ay1 geliri ~850 bin birim olarak hesaplanmustir.

— TotalSales
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Figiir 4. 2022 yili Subat Ay1 Kazanci Cizgi Grafigi

Sekil 4, 2022 yil1 Subat ay1 geliri ~1 mn 200 bin birim olarak hesaplanmistir. Subat aylarinda olusan bu durumun
sebepleri i¢in agagidaki yorumlar yapilabilir.

1. Sezonluk Etkiler: Baz1 sektorlerde, belirli aylar veya mevsimler daha diisiik talep nedeniyle diisiik gelirlerle
sonuglanabilir.

2. Tatil Giinleri ve Etkinlikler: Ozel tatiller, ulusal tatiller veya diger énemli etkinlikler, isletmelerin normalden
daha diistik bir gelir elde etmelerine neden olabilir.

3. Ekonomik Faktorler: Ekonomik dalgalanmalar veya belirsizlik donemleri, tiiketici harcamalarini etkileyebilir ve
buna bagli olarak isletmelerin gelirlerinde diisiislere neden olabilir.

4.  Stok Sorunlar1: Uriin stoklarinda yasanan problemler, iiriinlerin tiikenmesi veya eksik olmasi nedeniyle satislarin
diismesine yol agabilir.

5. Rekabet: Rakip isletmelerin agresif fiyatlandirmalar1 veya kampanyalari, miisterilerin isletmeniz yerine bagka
yerleri tercih etmesine neden olabilir.

6. Pazarlama Eksikligi: Etkili pazarlama stratejileri olmamas: veya pazarlamada bir diisiis, miisteri trafigini
azaltabilir.

7. Dogal Olaylar: Hava kosullari, dogal afetler veya diger olaylar, isletmelerin normal faaliyetlerini stirdlirmesini
engelleyebilir ve dolayistyla gelirlerde diisiise yol agabilir.

8. Maliyet Artislari: Isletme maliyetlerindeki artiglar, karlilig1 azaltabilir ve bu da diisiik gelirlerle sonuglanabilir.
Uriin veya Hizmet Trendleri: Uriin veya hizmetin popiilaritesindeki diisiis, miisteri talebinde azalmaya neden
olabilir.

10. Miisteri Sadakatsizligi: Miisterilerin rekabet¢i fiyatlar veya daha iyi hizmetler sunan isletmelere yonelmesi
sonucu gelirler diigebilir.

Gelir verilerinin dogru bir sekilde yorumlanmasi, isletme yoneticilerine ve sahiplerine isletme performans: hakkinda
degerli bilgiler sunar ve gelecekteki kararlar1 daha bilingli bir sekilde almalarina yardimei olur. Yapilan ¢alisma bu durumu
desteklemektedir.
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Tablo 7. Ornek Senaryoda Olusan Aylik Kazanglar

Ay Gelir

Haziran 2,444,809.1842
Temmuz 2,965,460.0659
Agustos 3,054,453.2669
Eylil 2,968,817.4317
Ekim 3,427,602.8218
Kasim 2,912,647.5838
Aralik 3,318,792.5663
Ocak 2,976,548.1149
Subat 2,068,810.2669
Mart 2,940,548.6891
Nisan 3,074,210.7030
May1s 2,765,858.1070
Haziran 49,259.9747

Tablo 7° de simiilasyon sonucu olusan ayhik kazanglar verilmistir. Ozetle, referans verisinde ~29mn olan birim
gelir, %20 artig i¢in ~190 bin birim ile ~35mn olarak hesaplanmistir. Bu ¢aligmaya gore simiilasyonun hata oran1 yiizde
I’in altinda kalmaktadir. Kullanici kendi 6zel durumlari i¢in farkl senaryolar olusturabilir. Basarili bulunan senaryo verisi
kullanic1 tarafindan incelenebilir. Ancak unutulmamalidir ki simiilasyonlar bir olayin incelenmesi, agiklanmasi sebebiyle
maket veya teknolojiden yararlanarak on izleme olusturulmasidir [24]. Her ne kadar gerceklere benzese de farkli
gerceklesebilecek olaylar goz ardi edilememelidir.

6 SONUC VE ONERILER

Caligma neticesinde ¢ikarilan sonuglar, igletmelerin mevcut durumlarini anlamasina ve gelecekteki potansiyel kazanglarini
saglayacak olan durumlari, stratejileri gérmelerine olanak tanir. Bu analizler sonucunda zayif yonlerini tantyabilir, {iriin
yelpazesini diizenleyebilir, hedef kitlesini daha iyi ortaya ¢ikarabilir.

Bu caligmaii, iirtin-miisteri segment analizi seklinde genisletilip kullanictya detayli analizler sunabilir. Veri seti
ozelliklerinin ciroya olan etkisi hakkinda makine 6grenmesi modellerinin gelistirilmesi seklinde ¢alisma yapilabilir.
Zamana bagli olarak satislarin, kiiltiirel ve sosyal olaylardan nasil etkilendiginin degerlendirilmesi iizerine de ¢alisilabilir.

Kolay.Al, isletmelerin fatura bilgilerinden yola ¢ikarak yiiksek basarimli tahmin modelleri ile gelir tahmini, iiriin ve
miisteri analitigi ile isletme performansini artirmak igin 6n goriiler sunabilir [25]. Problem tanimindaki sorunlara ¢6ziim
getirmesi, isletmelere ait detayli analizlerin kullaniciya anlagilir sekilde sunuldugu gozlemlenmistir. Calismalarin benzerlik
gosterdigi bu dogrultuda Kolay.Al, isletmenin performanslarini artirmak igin 6nerilir.
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OZET

Artan veri miktar1 sonucunda olusan sorunlarla birlikte ¢oziimler de sekillenmistir. Anomali tespiti iiretim, saglik giivenlik, finans hatta
uzay ¢alismalarinda 6nemli bir yere sahiptir. Gelecekte meydana gelebilecek olumsuz durumlardan 6rnegin; fabrikalarda is kazasina yol
acabilecek bir makinenin ariza durumunun Onceden tespiti, hastaliklarin tahmininde saglik sektoriindeki ¢alisanlarin is yiikiini
hafifletmede, acil durumlarda karar verme siiresini kisaltmada, bankacilik sektériinde kayip/calint1 gibi durumlarimn tespitinde ve daha
bir¢cok problemin ¢dziimiinde ya da siireci iyilestirmede anomali tespiti kullanilabilir. Bu makale, perakende satis verilerini kullanarak
anomali tespiti yontemlerini incelemeyi amaglamaktadir. Anomaliler, perakende sektoriinde 6nemli bir zorluk olustururken, etkin bir
sekilde anormal satislar1 tespit etmek, isletmelerin gelir kaybini azaltmak ve dolandiricilik gibi olumsuz etkileri minimize etmek agisindan
kritik bir 6neme sahiptir. Etiketlenmemis veriler tizerinde hangi tekniklerin, algoritmalarin kullanildig: ve teknikler hakkinda ayrintili
bilgiler verilmistir. Veri kiimesi lizerinde de bu tekniklerden AOM, Autoencoder, AvgkNN, Feature Bagging, GMM, Isolation Forest,
kNN, LOF, LSCP, MCD, OCSVM, PCA ve SO-GAAL kullanilmis olup tercih edilme sebepleri ve sonuglart hakkinda ¢ikarimlar ilgili
boliimlerde paylasiimistir. Sonug olarak, makale, perakende satis verilerinde anomali tespiti i¢in denetimsiz, yar1 denetimli ve diger
yontemleri karsilagtirmali bir sekilde degerlendirir. Her bir yontemin giiclii ve zayif yonlerini belirleyerek, perakende sektoriindeki
igletmelerin anormal satislar1 daha etkin bir sekilde tespit etmelerine yardimci olmay1 hedefler. Anomali tespitinde kullanilacak yontemin,

veri kiimesinin 6zelliklerine ve kullanim senaryosuna gore sec¢ilmesi 6nemlidir.

Anahtar Kelimeler: Anomali Tespiti, Denetimsiz, Yar1 Denetimli

ABSTRACT

As aresult of the increasing amount of data, solutions have also been shaped along with the problems. Anomaly detection has an important
place in production, health and safety, finance and even space studies. For example, anomaly detection can be used in predetermining the
failure of a machine that may cause a work accident in factories, in predicting diseases, in alleviating the workload of employees in the
health sector, in shortening the decision-making time in emergencies, in detecting situations such as loss/theft in the banking sector, and
in solving many other problems or improving the process. This paper aims to examine anomaly detection methods using retail sales data.
While anomalies pose a significant challenge in the retail industry, effectively detecting anomalous sales is critical to reduce revenue loss
and minimise negative impacts such as fraud. The techniques and algorithms used on unlabelled data and detailed information about the
techniques are given. One of these techniques, AOM, Autoencoder, AvgkNN, Feature Bagging, GMM, Isolation Forest, KNN, LOF,
LSCP, MCD, OCSVM, PCA and SO-GAAL, were used on the dataset and the reasons for their preference and conclusions about their

results are shared in the relevant section. In conclusion, the paper comparatively evaluates unsupervised, semi-supervised and other
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methods for anomaly detection in retail sales data. By identifying the strengths and weaknesses of each method, it aims to help businesses
in the retail sector to detect anomalous sales more effectively. It is important to select the method to be used in anomaly detection according

to the characteristics of the data set and the usage scenario.

Keywords: Anomaly Detection, Unsupervised, Semi-Unsupervised

1. GiRiS

Anomali tespiti, bir sistemin veya olayin normal davramisindan sapmalari tanimlayarak, anormal durumlar1 belirleme
stirecidir [1]. Bu siireg, ¢esitli disiplinlerde bilgisayar biliminde, giivenlikte, saglik sektoriinde ve endiistri gibi cesitli
alanlarda kullanilmaktadir [2]. Giinlimiizde artan veri miktar1 ile olusan ihtiyaglarda sekillenmistir. Biiyilik miktardaki
verinin toplanmasi ve islenmesiyle birlikte anormallikleri tespit etmek 6nem teskil etmektedir. Ornegin, saglik verilerinden
hastaliklar1 erken teshis etmek, finansal islemlerde dolandiriciligi belirmek veya bir agdaki saldirilari tespit etmek gibi
bir¢ok uygulama alan1 bulunmaktadir.

Anomali tespitinde, kullanilan yontemler arasinda makine 6grenmesi, kiimeleme, derin 6grenme ve istatistiksel tabanl
yontemler gibi farkli yaklasimlar bulunur [1, 2, 3]. Istatistiksel yontemler, verinin istatistiksel 6zelliklerini analiz ederek
anormal verileri belirlerken, makine 6grenmesi algoritmalari veri kiimesindeki normal oriintiileri 6grenerek anormallikleri
tespit eder [4]. Kiimeleme algoritmalari, veri noktalarma benzer 6zelliklere gore gruplara ayirarak anormallikleri tespit
ederken, derin 6grenme ¢ok katmanli yapay sinir aglarindan olusan bir tekniktir ve karmasik oriintiileri tanimlayabilir [1,
5]. Anomali tespiti, birgok sektdrde yaygin olarak kullanilan ve siirekli gelistirilen bir alandir. Yeni yontemlerin ve
algoritmalarin ortaya c¢ikmasiyla birlikte, anomali tespiti sistemlerinin daha hassas, hizli ve giivenilir hale gelmesi
hedeflenmektedir. Veri giivenligi, sistem bakimi, hata tespiti ve 6nleme gibi bircok alanda biiyiik faydalar saglamaktadir.

Ozlem Ornek, Eyyiip Giilbandilar ve Ahmet Yazic1 tarafindan gerceklestirilen bir caligmada, akilli fabrikalarda otonom
tastyicilar icin bulanik mantik tabanli anomali tespiti yapilmistir. Kullanilan dznitelikler ortalama hiz, yaya yogunlugu,
islem siiresi gibi niteliklerken, sonucunda anomali olma orani ve anomali durumu bulunmustur. Esik degerin
belirlenmesinde ROC (Receiver Operating Characteristic, Alic1 Isletim Karakteristigi) analizi kullantlmistir. Yapilan
calismada 2005 adet veride %71,87 dogruluk oran1 ve 0,38 yanlig negatif hata orani elde edilmistir [6].

2014 yilinda yaymlanan “Tucker3 Ayristirmasi Kullanarak Olay ve Anomali Tespiti” adli makalede telekomiinikasyon
aglarinda ariza tespiti igin etiket verisi gerektirmediginden dolay:1 denetimsiz 6grenme yontemi iizerinde durmuslardir.
Ayrica ag verilerinin zamansal sirali yapida olmasi da bu karar1 desteklemistir. Calismanin sonucunda Tucker3 ayrisiminin
IP/TV agindaki kullanicilar i¢in giivenilir bir yontem olduguna kanaat getirmislerdir [3].

Anomali tespiti uzay arastirmalarinda da kullanilmistir. “Uzay Aract Anomali Tespit Problemine Bir Yaklasim Kernel
Ozellik Uzayim Kullanma” adli makale de uzay araglarinda anomali tespiti iizerine yeni bir yontem &nerilmistir. Uzay
araci i¢in Scholkopf, Smola ve Muller tarafindan 6nerilen kernel PCA (Principle Component Analysis, Temel Bilesen
Analizi) yontemini uygulamislardir [7, 8].

Siral1 veri analizi, gelecekteki trendleri tahmin etmek, anormallikleri tespit etmek, desenleri ortaya ¢ikarmak (Pattern
Mining, Oriintii Madenciligi), smiflandirmak veya kiimelemek gibi bir dizi hedefe yonelik kullamlir. “Anomali Tespiti
Icin Sirali Verilerden Ogrenme” adli calismada sirali verilerde anomali tespiti iizerinde durulmustur ve ayrik diziler
kullanilmistir. Yapilan bagka bir ¢alismada ¢esitli veri kaynaklari ile anomali ve aykir1 deger tespit yontemlerinin ayrimntilt
bir incelemesi sunulmus ve c¢oklu uygulama alanlarinda anomali tespit tekniklerini alt1 grup altinda toplamislardir:
smiflandirma temelli, kiimeleme temelli, yapay sinir ag1 (YSA) temelli, istatistiksel, spektral ve bilgi teorik yontemlerdir
[4, 9]. Yolagan tarafindan yapilan ¢alisma sonucunda sirali veriler {izerinde anomali tespitini iyilestirmek igin yeni bir
yaklagim sunmustur. Ayrik, sembolik ve siral1 veri kiimesinde anomali tespiti teknikleri tizerinde durmustur [10].
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Erhan Yilmaz’in yapmis oldugu “Makine Ogrenmesi Tabanli Kullanict Davranis Analizi ile Bilgisayar Sistemlerine
Giris Kayitlarinda Anomali Testi” adl1 yiiksek lisans tezinde, kNN (k-Nearest Neighbors, k-En Yakin Komsu), LOF (Local
Outlier Factor, Yerel Aykir1 Deger Faktorii), COF (Connectivity-based Outlier Factor, Baglant1 Tabanli Aykir1 Deger
Faktorii), LoOP (Local Outlier Probability, Yerel Aykir1 Deger Olasiligr), INFLO (Improving Influenced Outlierness,
Etkilenen Aykiriligin Gelistirilmesi), CBLOF (Clustering-Based Local Outlier Factor, Kiimeleme Tabanli Yerel Aykiri
Deger Faktorii) ve LDCOF (Local Density Cluster-Based Outlier Factor, Yerel Yogunluk Kiime Tabanlt Aykir1 Deger
Faktorii) algoritmalarinin gosterdikleri performans: karsilastirmistir. Yapilan calisma sonucunda, yakimlik tabanl
algoritmalarin, kiimeleme tabanli algoritmalara gore anomalileri tespit etmede daha iyi performans gosterdikleri
belirtilmistir. AUC (Area Under the Curve, Egrinin Altindaki Alan) degerlerinin ortalamasi sonucunda, kullanilan veri
kiimesi i¢in en iyi performans: yakinlik tabanli anomali tespiti algoritmalarindan INFLO gdstermis olup algoritmalarin
hesaplama siireleri karsilastirildiginda ise kiimeleme tabanli algoritmalarm, yakinlik tabanli algoritmalardan daha hizli
sonug verdigi belirtilmistir [11, 12].

Yapilan literatiir taramasi ile anomali tespitinin her disiplinde var oldugu goriilmektedir. Kullanilan veri kiimesine ve
ihtiyaglara gore secilebilecek algoritma gesitlilik gosterdigi gibi baz alinan algoritmanin farkli versiyonlar: da literatiirde
bulunmaktadir. Giris boliimiinde daha geleneksel algoritmalar yer alirken bu algoritmalarin tiirevlerinden, gelistirilen
algoritmalar hakkinda aragtirmalar yontemler boliimiinde yer almaktadir. Bu makalede, anomali tespitinde kullanilan
yontemlerin bazilar ele alinacak olup ilerideki ¢aligmalar i¢in fikir verme amaci tagimaktadir. Denetimsiz anomali tespit
teknikleri, yart denetimli ve yapay sinir ag1 temelli teknikler tizerinde durulacaktir. Gergek aykiri degerler bilinmedigi
durumlarda, anomali kaynaklarmin olusum sebepleri ya da kimin sebep oldugu gibi yorumlamalarin yapilabilmesi adina
fikir verme amac1 tagimaktadir. Bu amag¢ dogrultusunda, literatiirdeki ¢aligmalar taranmustir.

2. METODOLOJi

Bu boliimde veri kiimesi ve kullanilan algoritmalar hakkinda ayrintili bilgiler yer almaktadir. Anlatimda kullanilan
tablo ve grafikler ile okuyucunun problemi kavramasina yardimei olma amaci tagimaktadir. Veri 6n isleme, 6zellik
miihendisligi, model kurulumu ve sonuglar hakkinda 6zet bilgiler de bulunmaktadir.

2.1 Veri Kiimesi

Bu ¢alismada kullanilan veri kiimesi, sube ve bayilerden toplu satis perakende verileridir. Satig verileriyle ilgili temel
bilgileri igerir. Firmanin satis acenteleri/bayileri ve subeleri bulunmakta olup veri dosyasinda miisteri alaninda sadece
sube/bayi bilgileri yer almaktadir. Veri kiimesi toplam 29103 kayittan olusmaktadir. Veri kiimesindeki dznitelikler, islem
numarasi, miisteri numarasi, iirlin kodu, satis fiyati, satig adedi, indirim tutar1 ve tarih bilgisi olmak iizere 7 adet 6znitelik
bulunmaktadir. Yapilan 6zellik miihendisligi adimlarindan sonra Oznitelik sayist 23’e ¢ikarilmistir. Kullanilan veri
kiimesinin almis oldugu degerler ve veri tipleri ile ilgili 6zet bilgiler Tablo 1°de sunulmustur. Ozelliklerle ilgili tammlayic
araliklarn belirlenmesi i¢in kullanilan kaynaklar belirtilmistir.

Tablo 1: Calismada kullanilan satis perakende veri kiimesinin bilgilerini igermektedir.

Ozellikler Degerler Agiklama
Islem Numaras1 Kategorik Her tek seferlik islem i¢in kesilen faturaya atanmis kimlik numarasidir.
Miisteri Numarasi Kategorik Her miisteriye 6zel olarak atanmis kimlik numarasidir.
Uriin Kodu Kategorik Her tiriin i¢in 6zel olarak atanmus iirtin kimlik numarasidir.

Toplam Satis Fiyati Niimerik Miisterinin tek seferde yapilan islem i¢in 6dedigi genel toplamdir.
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Ozellikler Degerler Agiklama

Satig Adedi Niimerik Islem 6zelinde miisterinin iiriinden kag adet aldig1 bilgisini vermektedir.

Indirim Tutart Niimerik Islem igin uygulanmis indirim tutar1 bilgisini vermektedir.

Tarih Kategorik Satin almanin gergeklestigi zaman bilgisini verir.

Birim Satis Fiyat1 Niimerik Uriiniin birim fiyatim verir.

Indirim Kontrol Kategorik Miisteriye indirim uygulanmis m1 kontrol eder ve sonuca gore evet ya da hayir
cevabi verir.

Segment Kategorik Her miisterinin tiim zamanlara gore gelir getirisini hesaplar ve diger miisterilere
gore kiyaslayip ti¢ grup altinda siniflandirir.

Satin Alma Frekansi Kategorik Her miisterinin tiim zamanlara gore satin aldig liriin adedine gére aligveris sikligini
verir.

Satin Alma Segmenti Kategorik Tiim miisterilerin satin alma gegmislerini karsilastirip gruplar ve ii¢ grup altinda
smiflandirir.

Adede gore en az alim Kategorik Toplam satis adedine gore en az alim yapan miisteri bilgisini verir.

Adede gore en ¢cok alim Kategorik Toplam satis adedine gore en ¢ok alim yapan miisteri kimliginin bilgisini verir.

Miisteri Uriin Adet Niimerik Her miisterinin hangi {iriinii kag¢ adet aldigini hesaplar.

Miisterilerin Popiiler Uriinii Kategorik Her miisteri i¢in en fazla tercih edilen {iriiniin bilgisini verir.

Miisteriler Arasinda Popiiler Olmayan Uriin Kategorik Her miisteri i¢in en az tercih edilen {iriiniin bilgisini verir.

Yillik En Tercih Edilen Uriin Kategorik Yillara gore miisterilerin en ¢ok tercih ettigi tirlinlerin bilgisini verir.

Yillik En Tercih Edilen Uriin Sayis Niimerik Her yil i¢in miisterilerin en ¢ok tercih ettigi tiriinlerin say1sini tutar.

Yillik En Az Tercih Edilen Uriin Sayisi Niimerik Her yil i¢in miisterilerin en az tercih ettigi iirlinlerin sayisini tutar.

Toplam Satista En Fazla Alim Yapan Miisteri Kategorik Toplam satis licretine gore en fazla alim yapan misteri.

Toplam Satista En Az Alim Yapan Miisteri Kategorik Toplam satis licretine gore en az alim yapan misteri.

Ay Kategorik Tarih bilgisinin aylara boliinmesinden olugmaktadir.

Yil Kategorik Tarih bilgisinin yillara béliinmesinden olusmaktadir.

Ik asamada kesifci veri analizi ile veri kiimesinin 6n degerlendirilmesi yapilmustir. Satis dagilim grafikleri ve miisteri
hareketleri incelendikten sonra veri kiimesinde zenginlestirilmeye gidilmistir. Toplam satis gelir bilgisinin satin alma
adedine béliinmesiyle birim satis geliri hesaplanmustir. Indirim uygulannus islemler tespit edilip, ileride anomali tespit
asamasinda yorum yapabilmek adina yeni bir degiskende tutulmustur. Toplam satis gelirinin tiim veri kiimesi tizerinde
ortalamas1 alinip, ¢ikan sonug yapilan her fatura igleminin genele oranla diisiik, ortalama ve yiiksek gelir getirisi olmak
iizere {i¢ kategoriye ayirir, segment adli degiskende bilgileri tutulur. Satin alma frekansi hesaplanirken satis adedi yerine
islem numaras1 dikkate almmistir. Islem bilgilerinin kullanilmasinin sebebi, her bir faturanin benzersiz bir kimlik numarasi
olmasidir. Her bir fatura, miisterinin ger¢eklestirdigi ayr1 bir satin alma islemini temsil eder. Dolayisiyla, miisterilerin
toplam satin alma sayisini hesaplamak i¢in her bir faturanin sayisim kullanmak uygun bir yaklagimdir. Eger satin alma
adedi degiskenindeki degerler kullanilmis olsaydi, satin alma frekansi hesaplanirken miisterinin toplam {iriin miktarini
dikkate alirdi. Bu, miisterinin her bir satin alma isleminde kag¢ adet {iriin satin aldigin1 gosterir. Ancak, bu durumda ayni
iirtinii birden fazla kez satin alan miisterilerin satin alma frekans: yiiksek goriinebilir. Bu nedenle, satin alma frekansi
hesaplanirken islem numarasi dikkate alinmistir. Satin alim frekanslar sayisal bir degiskende tutulurken, kategorik olarak
da diisiik, ortalama ve yiiksek frekans olmak tizere ii¢ gruba ayrilmistir.

Kesif¢i veri analizi agamasinda tiretilmis olan degiskenlerin analizi yapilmistir. Bu analiz sonucunda, her miisterinin

hangi tirlinlerden kag adet aldig1 hesaplanip yeni bir degiskende tutulmustur. Bu islem sonrasinda, her miisterinin en fazla
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ve en az tercih ettigi iirtinler bulunmustur. Y1l bazinda miisterilerin almis oldugu iiriinler ve sayilar1 birlikte Figiir 1°de

verilmigtir.
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Figiir 1: Yillara gore miisterilerin tercih ettigi triinler.

Her miisteri 6zelinde toplam satis adedi ve satig gelirleri hesaplanmistir. Bu islemin sonucunda, toplam satis adedine gore
en yiiksek ve en diisiik alim yapan miisteriye ulagilmistir. Benzer bir islemle de toplam satig geliri hesaplamaya katilarak
en yiiksek ve en diigiik para getirisine sahip miisteriler tespit edilmistir.

Aykir1 deger kontrolu yapilirken toplam satis fiyatlar1 (2578), indirim tutar1 (2674) ve satin alma frekansinda (4153)
aykir1 deger oldugu tespit edilmistir. Satin alma frekansi goz ard1 edilebilir. Miisterilerin hem satin alma senaryolar1 birden
fazla metrige bagli oldugu hem de bu degisken sonradan iiretildigi i¢in iiretiminden kullanilan degiskenlerden kaynakl1 bir
aykir1 degerlere de sahip olabilir. Bu asamada, aykirt degerlerin oldugu gibi birakilmasina karar verilmistir. Anomali
tespitinde faydali olabilecegi diisiiniilerek aykirt degerlere dokunulmamistir. Bos ya da gecersiz degerler de kontrol

edilmistir.
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Figiir 2: Toplam satis, indirim tutar1 ve satin alma frekans1 aykir1 degerlerinin grafikleri paylasilmistir.

Yapilan 6zellik mithendisligi ¢aligmalarin son agamasi olan kategorik degisken doniisiimii yapilmistir. Label ve One-Hot
Encoding islemleri birlikte kullanilmigtir.

2.2 Yontemler

Literatiirde kullanilan yontemler taranmis olup veri kiimesine en uygun olanlar secilmistir. Calismada 19 algoritma
denenmis olup 13 algoritma degerlendirmeye almmustir. Veri kiimesi iizerinde sirastyla ABOD (Angle-Based Outlier
Detection, A¢1 Tabanli Aykir1 Deger Tespiti), AOM (Average of Maximum, Maksimum Ortalama), Autoencoder
(Otomatik Kodlayic1), AvgkNN (Average k-Nearest Neighbors, Ortalama k-En Yakin Komsu), CBLOF, Feature Bagging
(Ozellik Torbalama), GMM (Gaussian Mixture Model, Gauss Karisim Modeli), HBOS (Histogram-Based Outlier Score,
Histogram Tabanli Aykir1 Deger Puani), Isolation Forest (izolasyon Ormani), kNN, LOCI (Local Correlation Integral,
Yerel Korelasyon Integrali), LOF, LSCP (Locally Selective Combination in Parallel Outlier Ensembles, Paralel Aykirt
Deger Topluluklarinda Yerel Se¢ici Kombinasyon), LSTM (Long Short-Term Memory, Uzun Kisa Siireli Bellek), MCD
(Minimum Covariance Determinant, Minimum Kovaryans Belirleyici), OCSVM (One-Class Support Vector Machine, Tek
Sinifli Destek Vektor Makinesi), PCA, SO-GAAL (Single-Objective Generative Adversarial Active Learning, Tek Amach
Uretken Cekismeli Aktif Ogrenme) ve SOS (Stochastic Outlier Selection, Stokastik Aykirt Deger Segimi) algoritmalari
kullanilmigtir. Veriler oncelikle bir veri 6n isleme asamasindan gecirilmistir. Bu agsamada, yeni degisken iiretimi,
istatistiksel analiz, aykir1 deger analizi, encoding islemleri ve veri dl¢eklendirilmesi yapilmistir. ABOD, CBLOF, HBOS,
LOCI ve SOS algoritmalar1 Numba kiitiiphanesinin ¢aligmasina yonelik hatalar verdigi i¢in bu algoritmalar ¢aligma disinda
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birakilmistir. PyOD (Python Outlier Detection, Python Aykir1 Deger Tespiti) ve Numba siirtim fark: uyusmazliklari, ortam
degiskenlerinin eksik ya da hatali kurulumu gibi nedenlerin sebep olabilecegi diisiiniilmiis olsa da birgok yontem denenmis
olup hata giderilememistir. Bu yiizden de ¢alisma da kullanilmamak {izere ¢ikarilmistir. LSTM algoritmasinin ¢ikarilma
nedeni de ilgili boliimde aktarilmistir. Algoritmalar 6zelinde ¢ikarilan tablolarin analizleri bulgular ve tartigma boliimiinde

irdelenmistir.

2.2.1 Denetimsiz anomali tespiti

Denetimsiz yontemler, etiketlenmemis verileri kullanarak anormal oriintiileri tespit etmeye odaklanir [4]. Aykir1 deger
saptama (Outlier Detection), yogunluk tabanli ve kiimeleme tabanli anomali tespiti gibi denetimsiz teknikler, perakende
verilerinde anormal satiglari tespit etmek i¢in kullanilan yaygin yontemlerdendir. Denetimsiz anomali tespitinde kullanilan
tekniklerde, anormal veri noktalar1 normal veri noktalarina gore daha az goriiliir [13]. Bu hipoteze gore, daha az rastlanan
veri noktalarini1 anomalilik olarak nitelendirilmesini saglar. Denetimli anomali tespit tekniklerinde her veri noktasina etiket
atanirken, denetimsiz tekniklerde ise veri noktalarina say1 atanir [14]. Atanan bu sayilar, veri noktasinin anomali olma
olasilig1 hakkinda yorum yapmamiza katki saglar.

Kullanilan Denetimsiz Anomali Tespit Algoritmalari:
Istatistiksel Teknikler

ABOD

Bir noktanin fark vektorleri arasindaki agilar1 kullanarak aykir1 degerleri tespit etmeyi hedefler, bu sayede boyutsallik
sorunun etkileri azaltilmis olur ve parametresiz bir algoritma olmasi da avantaj saglar [15]. Hans-Peter Kriegel, Matthias
Schubert, Arthur Zimek tarafindan yapilan deneylerde, FastABOD, ABOD ve LOF algoritmalariimn ¢oklu veri tabani
boyutlarinda performanslar1 karsilastirilmistir. ABOD’un diger yontemlerle karsilastirildiginda 6zellikle de yiiksek
boyutlu verilerde iyi performans gosterdigi sonucuna varilmistir. Ayni zamanda bu yontem, veri madenciliginde

"boyutluluk laneti"nin azaltilmasina yardimc1 oldugu belirtilmektedir [15].

HBOS

Her bir 6zellik i¢in tek degiskenli bir histogram olusturulur. Kategorik veriler i¢in degerlerin say1ldig: ve goreceli frekansin
(histogramin yiiksekligi) hesaplandig: bir yontem kullanilmaktadir, sayisal veriler i¢in ise statik kutu histogramlar1 veya
dinamik kutu histogramlar1 kullanilabilmektedir [16]. Cok degiskenli anomali tespitinde, aykir1 deger skorlar1 her
histogram icin ayr1 ayr1 hesaplanilir ve daha sonra birlestirilir [17]. Markus Goldstein ve Andreas Dengel tarafindan
yapilan ¢aligmada, HBOS un kiimeleme tabanli algoritmalardan 5, yakinlik tabanli algoritmalardan ise 7 kata kadar daha
hizli oldugunu tespit etmislerdir. Kiiresel anomali tespit problemlerini ¢ozebilirken, yerel aykir1 degerlerinde bu basariya

ulasamamustir [16].

PCA

PCA, veri boyutunu azaltma ve veri kiimesinin varyansinin ayarlanmasinda kullanilan boyut indirgeme teknigidir [18].
Azaltillan boyuttaki veri uzayimnda yer alan normal veriler birbirine daha yakin dururken aykir1 degerler gruplardan ayri
konumlanmis olurlar. Literatiirde PCA’nin zamansal veri noktalarinin korelasyonunu dikkate almadigi i¢in diisiik
performans gosterebilecegini, bu sorunu minimize etmek i¢in de KL (Karhunen-Loeve) geniglemesinin kullanilmasi
onerilmistir [19].
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Tablo 2: PCA Anomali Raporu

Anomali Islem Miisteri Uriin Genel Genel Genel
Sayis1 numarast  veé  numarast ve numarasi ve Indirim Maximum Maximum Satin
tekrar adedi tekrar adedi tekrar adedi Uygulanma Segment Orani Alma Frekansi
Orany Orany
9270 (4) 420 (39) 540 (44)
522 7428 (4) 375 (37) 192 (37) %99,04 %78,92 %90,42
Yiiksek Satig Yiiksek Frekans
12884 (3) 57(37) 543 (35)
MCD

Veri noktalarinin kovaryans matrisinin, determinantt alinarak veri noktalarinin dagilimi incelenir. Yiiksek determinant
degeri normal veriyi temsil ederken diisiik determinant ise aykir: degerleri temsil eder [20, 21]. MCD aykir1 degerlere karsi
direngli olmasiyla gii¢lii bir algoritmadir [22].

Tablo 3: MCD Anomali Raporu

Anomali Islem Miisteri Uriin Genel Genel Genel
Sayis1 numarast  ve  numarasl ve numarast ve Indirim Maximum Maximum Satin
tekrar adedi tekrar adedi tekrar adedi Uygulanma Segment Orani Alma Frekans:
Orany Orany
12030 (8) 57 (44) 1347 (85)
583 11392 (5) 375 (38) 1830 (25) %94,16 %395,54 %065,18
Yiiksek Satig Yiiksek Frekans
11125 (4) 52 (34) 885 (24)

Kiimeleme Tabanl Anomali Tespiti

CBLOF

CBLOF algoritmasini gelistiren uzmanlar, tiim veri kiimesine odaklanmak yerine yerel veri kiimelerinin davraniglarini
incelemeyi amaglamislardir. Veriyi gruplara ayirmak i¢in 2002 yilinda gelistirilen kiimeleme algoritmas1 Squeezer’ i [23]
kullanmiglardir. Squeezer ile kiime merkezleri belirlendikten sonra aykir1 deger faktorii asamasi baslatilir, veri noktalarinin
konumlar1 ve birbiriyle olan iliskileri incelenir ve yapilan hesaplamalar sonucunda CBLOF algoritmasi aykir1 degerleri
belirler. Ayn1 zamanda yayinlanan ¢alismada, FindCBLOF adl1 algoritma tanitilmis olup CBLOF tarafindan bulunan aykiri
degerlerin analizi ve raporlanmasi igin gelistirilmistir [24].

Stipheli islemlerin tespiti i¢in yapilan bagka bir ¢alismada, CBLOF algoritmasinin basarili yonlerinden birinin veri
eksikliginden etkilenmemesi oldugu belirtilmistir. Performansinin yeni dolandiricilik yontemlerinde de basarili olabilecegi
ve egitim verisine ihtiya¢ duymadigi i¢in de kisith veri kiimelerinde bile basarili bir performans gosterdigi belirtilmistir.
Verilerin kiimelenmesinde bir 6nceki atifta bulunulan ¢aligmaya gore farkli olarak LOF algoritmasini tercih etmislerdir.
Genel aykir1 degerlerin tespitindense, daha etkili sonuglar elde etme amactyla yerel veri noktalarina odaklanmak istemeleri
LOF algoritmasini kullanmalarina sebep olmustur [25].

GMM

Xingwei Yang, Longin Jan Latecki, Dragoljub Pokrajac yapmis oldugu ¢alismada, anomali tespitinde kullanabilmek {izere
EM (Expectation-Maximization, Beklenti Maksimizasyonu) yonteminin genel bir optimal versiyonuna bagl bir yaklasim

sunmuglardir. Veri kiimesinin normal davramisindan sapma gosteren noktalarini tespit etmeye odaklanir. Gauss
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¢ekirdeginin standard sapma degerini parametre olarak kullanir. LOF ve COF gibi algoritmalarmin kullanildig: farkl
caligsmalarla karsilastirildiginda performans olarak daha iyi sonug verdigi ancak, karmasikliginin yiiksek oldugunu tespit
etmislerdir [26].

Tablo 4: GMM Anomali Raporu

Anomali Islem Miisteri Uriin Genel Genel Genel
Sayis1 numaraslt  ve  numarasl ve numarast ve Indirim Maximum Maximum Satin
tekrar adedi tekrar adedi tekrar adedi Uygulanma Segment Orani Alma Frekans:
Orany Orany
11392 (9) 230 (115) 192 (72)
1456 11123 (6) 375 (78) 1830 (71) %83,37 %64,14 %82,48
Yiiksek Satig Yiiksek Frekans
12030 (6) 420 (76) 540 (69)

Yakinlik Tabanli Anomali Tespiti

SOS

SOS algoritmast, bir 6zellik matrisi veya benzerlik matrisi girdisi alir ve her veri noktast i¢in bir anomali olasilig1 ¢ikarir
[27]. Janssens, J.H.M tarafindan yapilan ¢alismada gergek ve sentetik veriler olmak iizere 25 veri kiimesi kullanilmistir.
SOS ile KNNDD (K-Nearest Neighbour Data Description, K-En Yakin Komsu Veri Tanimi), LOF, LOCI ve LSOD (Least
Squares Outlier Detection, En Kiiciik Kareler Aykirt Deger Tespiti) algoritmalarinin performanslari aykir1 deger skoru
grafikleri kullanilarak karsilastirilmistir. Nemenyi testi sonucunda, SOS’ un performans: diger dort algoritmaya gore
yiiksek oldugu ortaya ¢ikmustir. Veri pertiirbasyonlaria (veri bozulmasi, gizlenmesi) ve degisen yogunluklara diger dort
algoritmaya gore daha dayanakli oldugu ortaya ¢ikmustir [28].

kNN

kNN algoritmast, belirlenen k degeri kadar komsuluktaki veri noktalarinin dagilimini ve yogunlugunu inceler. Tanimlanan
esik degere gore veri noktalarinin birbirine yakin oldugu bdlgelerden uzakta olanlar1 aykir1 degerler olarak isaretler.
Literatiirde, kNN algoritmasi temel alinarak farkli yontemlerle birlikte aykir1 degerlerin tespitinde kullanilmustir.

2008 yilinda yapilan calismada, squeezer algoritmasi kullanilarak veri noktalar1 kiimelere ayrildiktan sonra kNN
algoritmast kullanilmistir. Gereksiz hesaplamalardan kurtulmak i¢in de budama islemi R-Agac1 ile algoritmaya entegre
edilmistir. Yapilan ¢aligma yiiksek boyutlu, sentetik ve gercek veri kiimelerinde uygulandiginda geleneksel kNN’e gore
daha iyi performans gostermistir [29].

Nesnelerin interneti, anlik veri akis1 alaninda yapilan ¢alismada kNN tabanli bir anomali tespiti yontemi Onerilmistir.
GAAOD (Grid-Based Approximate Average Outlier Detection, Izgara Tabanli Yaklasik Ortalama Aykir1 Deger Tespiti)
algoritmasini {i¢ asamada ele almak gerekirse, ilk olarak mesafe dagilimi ve komsuluklar1 6grenildikten sonra bu bilgileri
bir arada tutabilmek icin veriler ilgili kiimelere boliinerek “grid-based index™ adli indekste tutulur. GAAOD algoritmast
0z yapilandirma ozelligi sayesinde, veri noktalarinin arasmdaki mesafelere uygun 1zgara yapisini hiicre boyutuna goére
ayarlayabilmektedir. Son olarak da aykir1 deger aday: veri noktalarmin belirlenmesi normal olarak nitelendirilebilecek
verilerin de kiimeden ¢ikarilabilmesi i¢in “k-skybands” algoritmasi temelli bir yaklagim kullanilmistir. Bu yapilan ¢alisma
anlik gelisen olaylarin dnceden tahmin edilmesi ya da erken bildirim i¢in ¢esitli alanlarda kullanilabilir [30].
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Tablo 5: kNN Anomali Raporu

Anomali Islem Miisteri Uriin Genel Genel Genel
Sayis1 numarast ~ ve  numarasl ve numarast ve Indirim Maximum Maximum Satin
tekrar adedi tekrar adedi tekrar adedi Uygulanma Segment Orani Alma Frekans:
Orany Orany
7042 (4) 57 (69) 1756 (89)
1456 13197 (4) 420 (59) 540 (70) %88,73 %61,19 %65,10
Yiiksek Satig Yiiksek Frekans
7843 (4) 15 (50) 192 (68)
AvgkNN

AvgkNN, kNN ile ayn1 adimlardan olusmaktadir. Farkli olarak yapilan islem ise her bir veri noktasinin komsularina

uzakliginin ortalamas: alinir ve bu ortalama deger, anomali skoru olarak kullanilir.

Tablo 6: AvgkNN Anomali Raporu

Anomali Islem Miisteri Uriin Genel Genel Genel
Sayis1 numarast ~ ve  numarasl ve numarasi ve Indirim Maximum Maximum Satin
tekrar adedi tekrar adedi tekrar adedi Uygulanma Segment Oran1  Alma Frekans:
Orant Orant
7861 (25) 230 (1186) 192 (261)
1456 8405 (19) 52 (28) 1756 (97) %99,45 %38,17 %98,35
Ortalama Satig Yiiksek Frekans
7804 (17) 181 (28) 221 (94)
LSCP

LSCP algoritmasi, diger anomali tespitinde kullanilan algoritmalar1 paralel olarak caligtirarak, en iyi performans
gosterenleri secer ve kullanilan algoritmalarin temel zayifliklarindan olusabilecek sorunlart ¢evresel iligkilerine dikkat
ederek ortadan kaldirmaya calisir. Her bir veri noktasina 6zel, yerel bdlgeyi belirler ve bu bdlgede en iyi performansi
gosterebilecek algoritmay1 seger. Son agamada ise ortaya ¢ikan sonuglar birlestirilir ve aykir1 degerler tespit edilir. LSCP
algoritmasini gelistirenler ayn1 zamanda farkli varyanslarini da denemis olup en basarilisini 20 veri kiimesi {izerinde test

ederek LSCP_AOM algoritmasi olduguna kanaat getirmislerdir [31].

Tablo 7: LSCP Anomali Raporu

Anomali Islem Miisteri Uriin Genel Genel Genel
Sayis1 numarast  veé  numarasi ve numarasi ve Indirim Maximum Maximum Satin
tekrar adedi tekrar adedi tekrar adedi Uygulanma Segment Orani Alma Frekansi
Orany Orany
348 (2) 230 (3) 525(2)
15 359 (2) 250 (2) 1468 (1) %100 %39,99 %79,99
Ortalama Satig Yiiksek Frekans
332 (1) 267 (1) 493 (1)
LOF

Veri noktalarmin yerel komsuluklarma gdre yogunluk miktarinin oranlanmasiyla LOF degeri olusturulur. Incelenen veri
noktasinin kalabalik bir kiime icerisinde konumlanmisken yogunlugunun yiiksek olmasi beklenir fakat buna ragmen veri
noktasinin yogunlugunun diisiik olmas1 kiime igerisinde kendisini izole ettigini, yani oraya ait olmadigini ifade eder
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boylece LOF degeri yiiksek hesaplanir. Tam tersi bir durumda gelisebilir. Cevresinde yer alan veri noktalariin yogunlugu
diisiikken, baz alinan veri noktasinin yogunlugunun yiiksek olmasi da bir anomali oldugunun gostergesi olup LOF
degerinin yiiksek ¢ikmasina sebep olur [32].

LOF degeri 1’e yakin oldugunda yanlis yorumlamalara sebep olabiliyor. Bu soruna ¢6ziim olarak uzmanlar LDBSCA
(Local Density-Based Spatial Clustering of Applications with Noise, Uygulamalarin Yerel Yogunluk Tabanh Giiriiltii ile
Mekansal Kiimelenmesi) algoritmasini kullanimini dnermiglerdir. Bdylece LOF degeri sadece veri noktasinin komsuluklar
arasidaki yogunluk iliskisinin yani sira ait oldugu kiime igerisinde de hesaplama yapilir. Cesitli veri kiimelerinde yapilan
testler ile de LDBSCA ’nin performansinin yiiksek oldugunu gostermislerdir [33].

Tablo 8: LOF Anomali Raporu

Anomali Islem Miisteri Uriin Genel Genel Genel
Sayis1 numarast  veé  numarasi ve numarasi ve Indirim Maximum Maximum Satin
tekrar adedi tekrar adedi tekrar adedi Uygulanma Segment Orani Alma Frekansi
Orany Orany
6221 (16) 230 (784) 192 (55)
2608 7804 (15) 420 (99) 1830 (41) %92,82 %34,93 %84,43

Ortalama Satig Yiiksek Frekans
6222 (14) 424 (69) 1756 (36)

LOCI

LOCI algoritmasini gelistiren uzmanlar, diger algoritmalara gore daha hizli ¢alisabilen, mikro kiimeleri tespit edebilen ve
yerel yogunlugun yani sira ¢oklu kii¢iik kiime boyutlarinda performans gosterebilen bir yontem ele almislardir. Ayrica her
bir veri noktasina 6zel iiretilen grafikler, veri kiimesinin davranigini gorsellestirmesiyle ve aykiri degerin tespitinde
kullanilan esik degerini kullanici yerine algoritmanin belirlemesiyle diger algoritmalardan farkli oldugunu belirtmislerdir
[34].

2.2.2  Yari Denetimli Anomali Tespiti

Yar1 denetimli 6grenme, etiketlenmemis verinin daha fazla oldugu durumlarda faydalidir. Bu durum, veri noktalarini elde
etmenin kolay ya da ucuz oldugu durumlarda ortaya ¢ikar, fakat verilere etiket eklemek zaman, is yiikii ve yliksek
maliyetlere neden olur [35]. Yar1 denetimli anomali tespiti, etiketli ve etiketsiz verileri birlestirerek daha iyi sonuclar elde
etmeyi amaclayan 6nemli bir alandir. Model normal veri noktalarindan olusan egitim seti {izerinde calisir, buradan
ogrendikleri ile de bu davraniglarin disina ¢ikan veri noktalarini aykiri deger olarak isaretler [12]. Yar1 denetimli SVM
(Support Vector Machine, Destek Vektor Makinesi), etiketlenmis verileri siniflandirma igin kullanirken, etiketsiz verileri
de anomalileri tespit etmek i¢in kullanabilir Ayn1 sekilde, GMM tabanli yontemler de etiketlenmis verilerdeki normal
Orlintliyii 6grenir ve etiketsiz verilerde anormal satislar tespit eder.

Kullanilan Yar1 Denetimli Anomali Tespit Algoritmalart:

AOM

Veri kiimesi iizerinde AOM algoritmasi, aykirt deger olmadigi sonucuna varmistir. Farkli k degerleri ve esik degerleri
kullanilarak yapilan denemelerde de sonug degismemistir.
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Tablo 9: AOM Anomali Raporu

Anomali Islem Miisteri Uriin Genel Genel Genel
Sayis1 numarast  ve  numarasl ve numarast ve Indirim Maximum Maximum Satin
tekrar adedi tekrar adedi tekrar adedi Uygulanma Segment Oran1 ~ Alma Frekansi
Orany Orany
0 - - - - - -

2.2.3 Derin Ogrenmeye Dayall Anomali Tespit Algoritmalar

Autoencoder, LSTM ve SO-GAAL algoritmalarinda Keras kiitiiphanesinden faydalanilmistir.
Kullanilan Derin Ogrenmeye Dayali Anomali Tespit Algoritmalari:

Autoencoder

Autoencoder algoritmast i¢in aktivasyon fonksiyonu olarak ReLU (Rectified Linear Unit, Yenilenmis Dogrusal Birim)
kullanilmistir. Algoritma, ¢ikti katmaninin girdi katmanina gore daha az kayip amaci tasiyarak daha diisiik boyutlu veriyi
bir sonraki ndronun giris katmanina tasir [36]. Bu yogun (dense) katmanlarinda gergeklesen girdi verilerin sikistirilip sonra
tekrar diisiik boyutlu iz diisiimleri olusturulduktan sonra orijinal veri ile karsilastirilir. Verilen esik degere gore yiiksek bir

hataya sahipse, anomali olarak ayrilir [17].

Tablo 10: Autoencoder Anomali Raporu

Anomali Islem Miisteri Uriin Genel Genel Genel
Sayis1 numarast  ve  numarasl ve numarast ve Indirim Maximum Maximum Satin
tekrar adedi tekrar adedi tekrar adedi Uygulanma Segment Orani Alma Frekans:
Orany Orany
8483 (2) 420 (17) 543 (14)
146 7783 (2) 57 (13) 540 (12) %100 %89,72 %92,46
Yiiksek Satig Yiiksek Frekans
13799 (2) 375 (11) 192 (12)
LSTM

RAM gereksinimi fazla oldugundan dolay: kullanilan sistem donanim yoniinden yeterli olmamustir. Saglikli sonuclar

alinamadigindan bu algoritma degerlendirilme dis1 birakilmustir.

SO-GAAL

SO-GAAL algaoritmast igin GAN (Generative Adversarial Network, Uretken Karsit Aglar) modeli olusturulmustur [37].
Tk asamada iiretici (generatorG) fonksiyonu igin giris ve ara katmanlarinda ReLU kullamlirken gikis katmaninda Linear
aktivasyon fonksiyonu kullanilmugtir. Uretici gercek verileri kullanarak benzer ve sahte aykir1 degerler iiretir [38]. ikinci
asamada ayristirict (discriminator) fonksiyonu tanimlanir. Ayristirict, iiretici tarafindan olusturulan sahte veriler iizerinde
calisir ve degerleri normal ve anormal olarak siniflandirir [38]. Giris ve ara katmanlarda ReLU aktivasyon fonksiyonu

kullanilirken son katmanda Sigmoid kullanilmastir.
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Tablo 11: SO-GAAL Anomali Raporu

Anomali Islem Miisteri Uriin Genel Genel Genel
Sayis1 numarast  veé  numarasi ve numarasi ve Indirim Maximum Maximum Satin
tekrar adedi tekrar adedi tekrar adedi Uygulanma Segment Orani Alma Frekans:
Orany Orany
3165 (8) 230 (307) 192 (67)
1871 2444 (7) 424 (59) 1756 (37) %99,73 %26,83 %86,42

Ortalama Satig Yiiksek Frekans
2648 (7) 80 (52) 527 (34)

2.2.4 Diger Ozel Yontemler

Ozel birkag anomali tespiti yontemleri de incelenerek, verilerin 6zelliklerine ve analiz yapilacak senaryoya bagli olarak
etkinlikleri degerlendirilmistir. Bu diger yontemler arasinda Isolation Forest ve OCSVM gibi algoritmalar yer almaktadir.
Ay zamanda Isolation Forest algoritmasini Feature Bagging algoritmas: ile kullanilarak olusabilecek degisimlerde

gozlenmistir. )
Kullanilan Diger Ozel Anomali Tespit Algoritmalart:

Isolation Forest

Veri kiimesi egitim ve test olmak iizere ikiye ayrilir. Egitim veri kiimesi, yalitilmis alt kiimelere ayrilarak yapraklara kadar
bu islem devam edilir ve test veri kiimesi iizerinde izolasyon yolu hesaplanir, bdylece anomali skorlar1 elde edilmis olur
[39]. Kisa yollar normal verileri temsil ederken uzun yollar ise aykir1 degerleri temsil etmektedir. Diger kullanilan
algoritmalara gore %20 ile en yiiksek anomali oran1 bulunmustur.

Tablo 12: Isolation Forest Anomali Raporu

Anomali Islem Miisteri Uriin Genel Genel Genel
Sayis1 numarast  veé  numarasi ve numarasi ve Indirim Maximum Maximum Satin
tekrar adedi tekrar adedi tekrar adedi Uygulanma Segment Orani Alma Frekans:
Orany Orany
8716 (13) 230 (842) 192 (193)
5821 7823 (9) 420 (131) 1756 (173) %098,62 %35,28 %85,99

Ortalama Satig Yiiksek Frekans
7258 (8) 424 (125) 1830 (115)

Feature Bagging

Temel algoritma olarak Isolation Forest kullanilmistir. Bootstrap teknigi ile rastgele veriler segilerek, veri kiimesi alt
kiimelere ayrilmustir. Alt kiime sayis1 veri kiimesi boyutu ile ayn1 olacak sekilde ayarlanmstir. Isolation forest algoritmast
her bir alt kiime i¢in ¢alistirilip anomali skorlar1 elde edilmistir. Tiim iterasyonlar i¢in olusturulan anomali skorlarinin
ortalamasi alinip aykir1 degerlere ulagilmistir. Sadece Isolation Forest kullanilarak yapilan ¢aligma ile kiyaslandiginda
anomali sayisinda %15,01 degerinde bir diisiis gdzlemlenmektedir. Dolayistyla aykir1 degerlerin gercek sayisi bilinmedigi
halde diger algoritmalar ile kiyaslandiginda Isolation Forest ¢ok yiiksek bir anomali orani ¢ikarmistir. Bu da performansi
hakkinda siipheye diistirmektedir. Diger 6zellikler agisindan bakildiginda ise ¢ok benzer sonuglar alinmasi da Isolation
Forest’in gercek aykir1 degerleri dogru tespit etmis olabilecegini ama bazi noktalarda benzerliklerden dolay: normal
degerleri de segip hataya diistiigli yorumunu yapmamiza olanak saglar. Ayni zamanda buradan da Feature Bagging [40,
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41] algoritmasinin kullanimimin, temel algoritmanin performansimi ve giivenilirligini iyilestirmede katkist oldugu

gbzlenmektedir.
Tablo 13: Feature Bagging Anomali Raporu
Anomali Islem Miisteri Uriin Genel Genel Genel
Sayis1 numarast  veé  numarasi ve numarasi ve Indirim Maximum Maximum Satin
tekrar adedi tekrar adedi tekrar adedi Uygulanma Segment Orani Alma Frekans:
Orany Orany
8613 (4) 230 (209) 192 (44)
1455 7483 (4) 420 (35) 1830 (43) %97,80 %34,50 %385,15
Ortalama Satig Yiiksek Frekans
8210 (3) 290 (29) 1756 (35)
OC-SVM

OC-SVM algoritmasi alan bazli bir yontemdir, egitilmis model verileri 6érneklem uzaymnda konumlandirir ve orijine
uzakliklarini hesaplar. Orijine ne kadar yakinsa normal, karar sinirina yani hiper diizeleme ne kadar yakinsa anormal olarak

smiflandirlir [27]. Karmagik veri yapilarinda basarili olmasmna karsin sadece kiiresel g¢ekirdek fonksiyonlar: ile
calisabilmesi sinirli ¢alisma yetkinligi tanimaktadir [37].

Tablo 14: OC-SVM Anomali Raporu

Anomali Islem Miisteri Uriin Genel Genel Genel
Sayis1 numarast  ve  numarasl ve numarast ve Indirim Maximum Maximum Satin
tekrar adedi tekrar adedi tekrar adedi Uygulanma Segment Orani Alma Frekans:
Orany Orany
12030 (8) 230 (93) 540 (92)
1455 13799 (5) 57 (81) 192 (91) %393,33 %062,88 %80,82
Yiiksek Satig Yiiksek Frekans
13798 (5) 420 (79) 543 (87)
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3. BULGULAR VE TARTISMA

Tablo 15: Maksimum Anomali Skoruna Sahip Verilerin Bilgileri

Algoritma Veri Islem Miisteri Tarih Indirim Segment Satin
Adi Kiimesi Numarast Numarast Kontrolii Alma
Anomali Frekansi
Orani
AOM - - - - - - -
Autoencoder %0,50 11242 15 Subat 1 Yiiksek Yiiksek
2023
AvgkNN %5 6155 230 Temmuz 1 Yiiksek Yiiksek
2020
Feature %4.,99 5014 230 May1s 1 - Yiiksek
Bagging
GMM %5 1163 80 Agustos 1 Ortalama Yiiksek
Isolation %20 261 420 Kasim 0 Yiiksek Yiiksek
Forest 2020
kNN %5 6155 230 Temmuz 1 Yiiksek Yiiksek
2020
LOF %38,96 261 420 Kasim 0 Yiiksek Yiiksek
2020
LSCP %0,05 376 481 Aralik 1 Ortalama Yiiksek
MCD %2 2744 290 Kasim 1 - Yiiksek
OCSVM %4,99 7074 272 2022 1 Yiiksek -
PCA %1,79 427 58 Temmuz 1 Ortalama Yiiksek
SO-GAAL %6,42 4225 66 Mart 1 - Ortalama

En yiiksek aykir1 deger skoruna sahip veri noktasina gore tablo olusturulmustur.

Yontemler boliimiinde algoritmalarin tek tek aykiri degerlerine bakilip en ¢ok tekrar eden 3 aykir1 noktaya sahip veriler
tablo haline getirilmistir. Genel degerlendirmeler ve yorumlar ilgili boliimiin altinda yer almaktadir. Aykir1 degerlerin
geneline bakildiginda, anomalilerin biiylik cogunlugunda ortalama %95,58’nde indirim uygulandigini gostermektedir.
Buradan indirim uygulandiysa anomalidir yorumunu yapmak hatal1 bir yaklagimdir. Aksi durumu Tablo 15 ‘de Isolation
Forest ve LOF algoritmalarinda en yiiksek anomali skoruna sahip veride indirim uygulanmadigini gostermektedir. Fatura
islem numaralarma bakildiginda ise ilk iigte ortak olarak bulunan 7804, 13799, 11392 ve 12030 numaral faturalar ortak
ozellik olarak dikkat cekmektedir. Calisanlarin kontrol yapmas: durumunda bu 4 faturaya dncelikli olarak bakilmasi tavsiye
edilebilir. Segment yiizdeliklerine bakildiginda ortalama ve yiiksek segment iizerinde degisken oranlara sahiptir. Diistik
segmente, sirkete diislik gelir getirisine sahip miisterilere uygulanan tiim algoritmalarda rastlanmamigtir. Ama bu anomali
tespitinde saglikli bir belirteg olacagi anlamina gelmez, tek basina bu onciile gére yorum yapmak dogru degildir. Her
miisterinin satin aldig: {irlin adedinin frekansinin kategorik veriler iizerinde durumu, uygulanan tiim algoritmalarda genel
ortalamasina bakildiginda %83,06 ile yiiksek frekansta olanlarin aykirt deger olarak rastlanmasi ihtimali yiiksektir. Etiketli
veriler bulunmadigr i¢in kesin bir kantya varilamasa da satista ve faturalandirilmada yasanabilecek olasi krizlerde hata
sebebinin hizli bulunmasina olanak saglar. Yetkilinin olas1 anomaliye odaklanmas1 ve genis veri kiimesini filtrelemesi
kolaylastirilir. Etiketli veriler bulunmadigindan ve tarih verileri de ¢ok degiskenlik gosterdiginden dolay1 bunun iizerine
¢ikarim yapmak dogru degildir. Perakende veri kiimesi iizerinde aykirt degerlerin tespitinde yorumlanabilirlik bagarisinin

en yiiksek oldugu onciil ve anomali skorlarinin tiim algoritmalarda toplandig1 miisteri numaralarinin incelenmesi 6neri
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olarak sunulabilir. Istatistiksel olarak diger algoritmalarla birlikte aykiri degere sahip olmasi, yani siipheli duruma
almabilecek miisteriler Tablo 16 da verilmistir.

Tablo 16: Riskli Miisteriler

Miisteri 52 57 230 375 420 424
Numarast
Anomali %0,32 %1,29 %18,78 %0,87 %2,83 %1,34

olma olasilig1
Kullanilan algoritmalarda tekrar sayisina ve anomali skorlarmin yiiksekligine gore secilmis 6 adet miisteri yer
almaktadir. Ayn1 zamanda aykir1 deger tespit edilen 12 algoritma i¢inde 230 ve 420 miisteri numarasina sahip olanlar 8
algoritmada da yiiksek tekrar sayilarina ulasmistir. Bu yiizden olasi bir sorunda yetkililer i¢in kontrol edilmesi 6nerilen iki
miisteri olarak segilebilirler.

4. SONUCLAR

Anomalilerin birgok disiplinde ciddi sorun teskil etmesiyle birlikte asil kullanilan veri kiimesi 6zelinde, KOBI’lerin
ihtiyaglar1 géz 6niine alindiginda ig akiginin ve finansal durumlarinin kontrolden ¢ikmamasi adina dikkat edilmesi gereken
bir problemdir. Bu amag¢ dogrultusunda satis anomalilerinin hizl1 yakalanmas: hedeflenmektedir, KOBI’lerin verimliligi
ve is akiginin stabil ilerlemesi i¢in Kolay.Al adli yazilimda da bu konu iistiinde durulmustur [42]. Kaggle veri tabanindan
alinan perakende satis verileri lizerinden bazi anomali tespit algoritmalar1 kullanilarak performans degerlendirilmesi ve
etiketsiz veriler i¢in analiz sonug¢larinin yorumlanmasi iizerine ¢alisilmistir [43]. AOM, Autoencoder, AvgkNN, Feature
Bagging, GMM, Isolation Forest, KNN, LOF, LSCP, MCD, OCSVM, PCA ve SO-GAAL teknikleri uygulanmis olup veri
on isleme, ozellik ¢ikarimi ve algoritma sonuglarinin yorumlanmasi {izerine bilgi verilmistir. Benzer veri kiimelerinde
anomali tespiti yaparken algoritma se¢imi, yorumlama ve anlam ¢ikarimi asamalari i¢in fikir verme amaci tasimaktadir.
Ayni zamanda veri kiimesinin zenginlestirilmesi ve bu sayede olusacak yeni degiskenlerin basarili bir aykir1 deger
tespitinde dnemli oldugu g6z Oniine getirilmistir.
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