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OZET

Bu makalede gelisen ve bilyiiyen diinyada degeri gittikge artan verinin maliyet analizi siirecinde kullanilmasinin énemine
deginilmis ve giinimiizde neden ihtiya¢ duyulduguna ve sirketlere ne gibi faydalar sagladigindan bahsedilmistir. Yapilan
calismada bir ara¢ kiralama sirketinin bakim maliyeti verileri kullanilmistir. Bu veriler {izerinde Onisleme, veri analizi ve
gorsellestirme islemleri yapilmustir. Literatiir taramasi sonucu Support Vector Machine, Random Forest, XGBoost, Polynomial
Regression, LightGBM ve CatBoost modelleri kullanilmasina karar verilmistir. Caligma sonunda bulunan basar1 degerleri
literatiirde bulunan degerlerle karsilagtirilmistir. Bulunan sonuglarda CatBoost modeli 0,999380 R? degeri ile en iyi sonucu
veren model olmustur. Bu ¢alismanin temel amaci firmalarin maliyetlerini en optimum seviyeye getirilmesinde yardimc1
olmaktir. Optimum diizeyde maliyetler firmalar kar etmesini saglarken miisteriler uygun fiyattan iiriinlerin alimabilmesini
kolaylastirmaktadir. Bdylece bu ¢aligma ekonomik biiyiimeye fayda saglamaktadir.

Anahtar Kavramlar: Maliyet Analizi, Makine Ogrenmesi, Veri Bilimi, Maliyet Tahmini

SUMMARY

This article emphasizes the increasing importance of data in the cost analysis process in the evolving and growing world,
discussing why it is essential today and the benefits it provides to companies. The study focuses on the maintenance cost data
of a car rental company. Preprocessing, data analysis, and visualization processes have been performed on these data.Following
a literature review, it was decided to employ Support Vector Machine, Random Forest, XGBoost, Polynomial Regression,
LightGBM, and CatBoost models. The success metrics obtained at the end of the study were compared with those found in the
literature. Among the results, the CatBoost model stood out as the most successful, achieving an R? value of 0.999380. The
primary objective of this study is to assist companies in optimizing their costs. Achieving costs at an optimum level not only
enables companies to generate profits but also facilitates customers in purchasing products at affordable prices. Therefore, this
study contributes to economic growth by promoting both profitability for businesses and accessibility of products for consumers
at reasonable prices.
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1.GiRiS

Dijital doniisiimiin hizlanmasi ile giinlimiizde mevcut veri miktar1 gittikge artmaktadir. Veri kaynaklarinin artig gostermesi ile
hemen her sektor, rekabette avantaj saglamak i¢in verileri daha etkili bir bigimde kullanmaya ¢aligmaktadir [1]. Sirketler veri
bilimini kullanarak sonraki geyrekler igin biitcesini hazirlama ve planlama yapma sansim da yakalamaktadir. Bu nedenle
maliyet analizi, bir sirketin faaliyetlerinin devamliligini saglama, rekabet avantaj1 elde etme ve kar oranini artirma siirecinde
onemli bir rol oynamaktadir [2]. Giinlimiizde bir¢ok sirket harcamalarimi diizgiin planlayamadig1 igin zarar etmekte hatta bu
sorunlar sirketlerin iflasina bile neden olmaktadir. Ozellikle sirketlerin harcamalari diisiiniildiigiinde veri biliminin alt dali olan
makine dgrenmesi maliyet tahmini ve optimizasyon yaparak sirket harcamalarini énemli oranda diistirebilir [3].

Arag bakimi, ara¢ kiralama sirketleri i¢in 6nemli bir giderdir. “Arastirmalara gére bakim maliyetleri sirketlerin genel
maliyetinin yaklasik %15 ile %70’ini olusturabilmektedir.” [4]. Arag kiralama sirketindeki ara¢ basina bakim maliyetlerindeki
¢ok az miktardaki diistisler bile sirketlerin biitgesi i¢in ciddi tasarruflar saglayabilir. Bu nedenle arag kiralama sirketleri 6zelinde
diistiniildiigiinde bakim masraflarini etkili bir sekilde analiz etmesi ve yonetmesi elzemdir [5]. Clinkii bu masraflar, sirketin
genel maliyet yapisini belirleyen kritik unsurlardan biridir. Bu unsurlar diisiiniildiigiinde maliyet analizini iyi yapan ve alaninda
zirveye yiikselen sirketler bulunmaktadir. Ornegin Amazon siiphesiz e-ticaret alaninda bir diinya devlerinden biridir. Amazon
biiyiik denetleme ve analiz ekibi sayesinde etkin maliyet analizleri yaparak lojistik harcamalardaki maliyet optimizasyonu ve
diizenli envanter yonetimi ile harcamalarini diisiirerek yillardir biiyiik kar oranlar1 agiklayan sirketler arasindadir [6]. Otomotiv
sektoriinde dev sirketlerden olan Toyota, diinyada bircok sirketin iiretim siirecine rol model olmustur [7]. Toyota Uretim Sistemi
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(TPS) isimli sistemin amact maliyeti minimum, verimliligi de maksimuma ¢ekmektir [7]. Bu ¢alismalarinin katkisi ile Toyota
yillardir otomotiv sektdriinde en basarili sirketler arasindadir.

Wubeshet Woldemariam (2020) ¢alismasiinda ABD’nin kirsal eyaletleri arasindaki veriler kullanilarak yillik otoyol bakim
maliyeti tahmin etmek i¢in Destek Vektér Makinesi (Support Vector Machine, SVM) modelini kullanmistir [8]. Calismada
gelistirilen modelin giivenilir tahminler yaptig1 gériiliiyor ve R? degeri 0,923 ortalama kare hatasi ise 1,28 olarak goriilmektedir
[8]. Bu ¢alismada destek vektdr makine modeli iyi sonuglar verdiginden ve ayrica literatiirde de ¢cok degiskenli veri kiimeleri
iizerine bazi ¢alismalarda iyi maliyet tahmini yaptig1 da goriilmektedir [8, 9]. Bundan dolay: bu ¢alismada da destek vektor
makinesi kullanilacaktir.

Haytham H. Elmousalami (2021) ¢alismast ise biraz farklilik gostersede maliyet analizi yapilmis bir ¢alismadir. Caligmada
fiber kanal aras1 veri aktarimi yapan bir protokoliin maliyet hesab: yapilmistir [10]. 20 model denenmis ve bu 20 yapay zeka
modelinden en dogru sonug alinan modelin Asir1 Gradyan Artirma (Extreme Gradient Boosting, XGBoost) oldugu goériilmiistiir.
Maliyet tahmininde XGBoost modelinin mutlak yiizde hatast %9,091, R? degeri 0,929 ¢iknustir [10]. Ayrica literatiir taranmis
ve gelismis aga¢ modellerinin benim kullanacagim veri kiimesi gibi karmasik veri kiimelerinde de etkili olabilecegi goriilmiis
bundan dolay1 da bu makalede XGBoost dahil gelismis aga¢ modelleri de kullanilacaktir [11, 12].

Sasanka Katreddi ve ¢aligma arkadaglarinin ¢alismasinda araglarin bakim verileri {izerinden maliyet analizi yapilmaktadir
[12]. Bu makalede yapilacak ¢aligmadan farki sadece otobiis kamyon gibi agir vasita araglar i¢in bakim maliyet analizi
yapilmasidir. Aksine bu makalede kullanilacak veri kiimesindeki veriler bir arag kiralama sirketinin otomobillerinin verileridir.
Agir vasita araglarin maliyet analizi i¢in Rassal Ormanlar (Random Forest, RF) modeli kullanilmistir. Modelin ortalama
degerleri soyledir: R? degeri 0,966 ve ortalama kare hatasi da %4,01°dir [12].

Muhammad Kamran (2021) ¢alismasinda regresyon problemi i¢in Kategori Artirma (Category Boosting, Catboost) modeli
kullanilarak kirectas: ocagindaki sirt kirilimi tahmini yapilmistir. Benzer yapida hedef degisken tahmini yapilmasi ve regresyon
problemlerinde sik¢a kullanilmasi nedeniyle Catboost modeli bizim ¢alismamizda da kullanilacak ve sonuglar
karsilastirilacaktir. Sirt kirilimi tahmini igin yapilan galismada R? degeri 0,972 ve ortalama kare hatas1 ise %8 dir [13].
Glintimiizde veri bilimi artik birgok sektdrde kullanimi hizla artmaktadir [14]. Maliyet analizi firmalarin gelir gider dengesini
daha dogru yonetmelerine ve bu siirecte ileride atilacak adimlar1 daha bilingli bir sekilde atmalarina yardimer olur [5].

2. VERI KUMESI VE ANALIZi

Kullanilacak veri kiimesi Filo Bakim Veri Kiimesi (Fleet Maintenance Dataset) [15]. Bu veri kiimesi bir arag kiralama sirketinin
ara¢ bakim kayitlarini barindiran bir veri kiimesidir. Veri analizi, her basarili projenin temelini olusturan 6nemli bir basamaktir
[2]. Bu nedenle de modelleme ve modeli optimize etme adimlarindan 6nce veriyi anlama ve hazirlama siiregleri bir proje i¢in
¢ok 6nemlidir [16]. Veriyi modellere vermeden 6nce hangi model kullanilryorsa ona uygun sekilde hazirlanmalidir.

2.1 Veriyi A¢iklama

Bu projede 2. Boliimde de bahsedilen kaggle platformundaki Arag Filosu Bakimi Veri Seti (Fleet Maintenance Dataset) isimli
veri kiimesi kullanilmistir [15].

Bu veri kiimesinde 2018-05-17 ve 2023-02-19 tarihleri aras1 toplamda 242.269 satir ve 25 siitun dan olusmaktadir. Veri
kiimesindeki degiskenler, agiklamalar ve tipleri tablo-1" de verilmistir.

Tablo 1: Arag Filosu Bakim Veri Seti (Fleet Maintenance Dataset) Oznitelikleri

Degiskenler AQlklama Veri Tipi
Unnamed: 0 Index numarasi int64
CARID Araba kimligi int64
Brand Araba markasi object
Model Araba modeli object
SubModel Marka ve modele gore alt model object
Segment Araba segmenti object
Year Arabanin model y1li int64
FuelType Arabanin yakit tipi object
Gear Arabanin vites tipi object
Milage Bakim i¢in beklenen kilometre degeri int64
MaintenanceMilage Anlik kilometre degeri int64
CallID Her bakim ¢agris1 igin benzersiz kimlik int64
StockID Bakim i¢in kullanilan parga ve hizmet int64
kimligi
Quantity Kullanilan parga ve hizmet miktar float64
UnitPrice Parcalarin birim fiyati float64
SubTotal Alt toplam (Quantity * StockID) float64
Discount Indirim tutart float64
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Tax Vergi tutar1 float64
GrandTotal Genel Toplam (Hedef Degisken) float64
InvoiceNo Fatura No int64
OperationID Hizmet kimligi int64
InvoiceDate Fatura tarihi object
VendorID Bakim hizmeti saglayicist benzersiz int64
kimligi

CityID Bakim yapilan sehir i¢in essiz kimlik int64
MaintenanceType Bakim tiirii int64

2.2 Veri Analizi

Veri analizi, verilerin anlamli bilgilere doniistiiriilmesi, incelenmesi ve sonuglarinin kullanilmasini igeren kapsamli bir siiregtir
[17]. Glinimiizde veri analizi biiyiik bir neme sahiptir ve gesitli sektorlerde hayati bir rol oynamaktadir [16]. Bu siire¢, daha
iyi kararlar almayi saglar [16].

CityID siitunu sehirler i¢in plaka kodunu vermektedir yani bakim yapilan sehirler i¢in bir egsiz kimliktir. Sekil 1°de ise
bakim yapilan sehirlerdeki ortalama maliyet dagilimi verilmistir. Grafikten anlasiliyor ki bakimin hangi sehirde yapildigt
maliyeti etkilemektedir. Grafikten 6rnek verecek olursak CityID degeri 21 ve 24 olan sehirlerdeki maliyet ortalamalarina
bakildiginda bariz bir fark gériilmektedir.

Sehirlere(CityID) Gére Ortalama Maliyet Dagilimi
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Sekil 1: Sehirlere Gore Ortalama Maliyet

Sekil 2’ de Fatura Tarihi (InvoiceDate) ve Toplam Maliyet (GrandTotal) degiskenleri kullanilarak yillara gére ortalama maliyet
degisimi goriilmektedir. Grafikte ortalama maliyet degerinin bariz bir sekilde yiikseldigi goriilmektedir. Bu nedenle etkili
olabilecegi diistiniildiigiinden veri kiimesi tarihe gére siralanmis ve makine 6grenmesi algoritmalarinda kullanilabilmesi i¢in
tarih degiskeninden yil degeri kullanilmak tizere ¢ekilip veri kiimesine eklenmistir.
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Yillara(InvoiceDate) Gore Ortalama Maliyet Degisimi

InvoiceDate

700,4

Avg. GrandTotal

2018 2019 2020 2021 2022 2023

Sekil 2: Yillara (InvoiceDate) Gore Ortalama Maliyet Degisim Grafigi

Sekil 3’te araba segmentlerinin maliyetteki etkisi bariz bir sekilde goriilmektedir. Bunun i¢in gecis grafigi kullanilmigtir. B
segmentinden F segmentine dogru koyulasma, maliyet degerinin F segmentine dogru arttigini gostermektedir.

Segmentlerin Maliyetteki Onemi

Segment

10132

0 50 100 150 200 250 300 350 400 450 500 550 600 650 700 750 800 850 900 950 1000 1050 1100
Avg. GrandTotal

Sekil 3: Segmente gore ortalama maliyet degisimi

Sekil 4’ te araba model yilinin maliyete etkisi goriilmektedir. Burada yaygin kani aracin ne kadar yeni ise bakim maliyetinin de
o kadar artacagi yoniindedir. Ancak alan grafiginden de goriildiigi iizere eski model araglarda ortalama maliyet degeri en fazla
olabilecegi gibi ¢ok az da olabildigi goriilmektedir.
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Araba Model Yilina(Year) Gére Ortalama Maliyet Degisimi Grafigi
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Sekil 4: Araba model yilina gére ortalama maliyet degisimi

Sekil 5’te araba markalarina gore vergi ortalamasi goriilmektedir. Buradan ¢ikarilacak sonuca gére vergi siitunu maliyet i¢in
bazi araba markalinda ciddi bir etkiye sahip olmaktadir. Ornek verecek olursak Range Rover ve Jaguar marka arabalarda vergi
degerleri fazla oldugu i¢in bu arabalarin bakim maliyeti de diger arabalara gére daha yiiksek degere sahip olabilir.

Araba Markalarina (Brand) Gore Ortalama Vergi Degisimleri
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Sekil 5: Markalara gore vergi ortalamasi

AUD
FIAT
FORD
HONDA
KAA
LEXUS
MINI
SEAT

CITROEN
DACIA
HYUNDAI
INFINITI
NISSAN
OPEL
PEUGEOT
PORSCHE
RENAULT
SKODA
SUBARU
SUZUKA®
TOYOTA

ALFAROMEO
LAND ROVER
MERCEDES
MITSUBISHI
RANGE ROVER
VOLKSWAGEN

Sekil 6” da bir araba modelinin kendi model iginde model yilinin etkili olabilecegi diistiniilerek ¢izdirilen grafik goriilmektedir.
Bu grafikte Ford markasmi Focus modeli baz alinmis olup model yillarinin ortalama maliyet degerlerinin farkliliklart
gorlilmektedir.
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Bir Arag Modelinin (Brand) Model Yillari(Year) Bazinda maliyet ortalamalari (FORD> Focus)

Brand
FORD
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Sekil 6: Bir araba modelinin araba model yili bazinda maliyet ortalamalari

Sekil 7’ de Fleet Maintenance Dataset veri kiimesinde arabalarin vites tipi dagilimi goriilmektedir. Arabalarin ¢ogunlugunun
otomatik vites tipinde oldugu anlagilmaktadir.

Gear
M Automatic
M Manual

60,58%

Sekil 7: Araba vites tipi dagilimi

Sekil 8’ de veri kiimesindeki arabalarin biiyiik bir cogunlugunun dizel oldugu goriilmekte ve bu siitunda diger degerlerde veri
sayisinin azligindan dolay1 bu siitunun kullanilmamasina karar verilmistir.
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FuelType
M Diesel
M Electric
M Hybrid
0,01% 0-03% 3 3504 M Petrol

96,61%

Sekil 8: Araba yakit tipi dagilimi

2.3 Veriyi Hazirlama

Bu agsamada veri kiimesindeki “InvoiceDate” adli fatura tarihini veren siitun object tipindedir. Tarih verisi barmndiran bu
degiskenin tipi daha sonra kullanilabilmek i¢in datetime tipine dontistiiriilmiistiir. Veri kiimesindeki “Unnamed: 07, “CallID”,
“InvoiceNo” ve “OperationID” isimli benzersiz ID degerleri igeren siitunlar gereksiz oldugu ve model sonuglaria olumlu
katkis1 olmayacagi diisiiniildiigiinden silinmistir. “OperationID” isimli siitunun silinmesinin bir baska sebebi de icerisinde
biitiin satirlarda sadece sifir degeri olmasidir. Veri kiimesindeki birbiri ile iliskisi yiiksek kolanlar bazen asir1 6grenme ‘ye neden
olabilmektedir [13]. Asir1 6grenme ihtimalinden dolay1 “StockID” ve “Quantity” siitunlarinin ¢arpim sonucunu barindiran
“SubTotal” siitunu etkisi 6lgiilmiistiir. Ilk basta iyi sonuglar veren modeller farkli degerlerde degiskenler denendiginde kotii
sonuglar vermistir. Bu sebeple “SubTotal” siitunu ¢ikarilmistir. “Model” siitunu kategorik bir siitundur ve aralarinda ordinal
iliski olmayan degerler barindirir. Bu sebeple kullanilmak i¢in “One Hot Encoding” islemi uygulanmustir. “One Hot Encoding”
isleminde her bir deger veri kiimesine bir siitun olarak eklenir. “Model” siitununa bu islem uygulandiktan sonra modellerde
denenmis ve etkisinin az oldugu gorillmistiir. Veri kiimesine yeni siitunlar eklemek maliyeti arttiran bir islemdir. Bu
sonuglardan yola ¢ikarak “Model” siitununun veri kiimesinden ¢ikarilmasina karar verilmistir. “Model” siitununa uygulanan
yontem benzer ve daha maliyetli sonuglar verdigi i¢in “SubModel” stitununa da uygulanmustir. “FuelType” stitunu bir 6nceki
bolimde agiklanan nedenden o6tiirii silinmistir. Yukarida bahsedilen siitunlarin aksine bahsedilmeyen siitunlar i¢in yine
modellerde etkisi denenmis (Bacward elimination yontemi ile) ve veri kiimesinde kalmasina karar verilmistir. Satir bazl1 olarak
hedef degisken olan “GrandTotal” siitunundaki degeri 0’dan kiiciik yani eksi degerler anlamli olmayacagindan veri kiimesinden
silinmistir. Veri kiimesinde kullanilan siitunlarda toplamda 540 adet eksik veri bulunmaktadir. Veri kiimesindeki toplam gozlem
birimi baz alindiginda eksik verilerin oran1 ¢ok diisiik oldugundan ve etkisinin ¢ok az olacagi distiniildiigiinden herhangi bir
diizenleme islemi yapilmamis 540 eksik verinin oldugu satirlar silinmistir.

2.3.1 Aykir1 Degerler ( Outliers )

Aykirt degerler, veri setlerinde beklenmeyen veya sira disi degerleri temsil ederler ve ¢ogunlukla diger veri noktalarindan biiyiik
Ol¢tide uzaktir. Bu uzaklik ciddi farkliliklara sebep olabilmekte ve sonuglari biiyiik oranda etkileyebilmektedir [17]. Veri analizi
ve istatiksel modellemede bu degerlere dikkat edilmeli ve etkisi incelenmelidir.

Bu ¢alismada aykiri degerler yakalanmak igin 0,05 alt geyrek ve 0,95 {ist geyrek alinarak esik degerler hesaplanmis ve aykirt
degerler esik degerlere esitlenmistir.

2.3.2 Siitun Doniisiimii ( Encoding )

Encoding bilgiyi farkli tiirlere doniistiirme siirecidir. Modeller kategorik degiskenleri anlayamazlar ve bundan dolay1 bu verileri
anlayabilecegi formatta veri tipine doniistirmemiz gerekir.



Emrullah Karacan, Arag¢ Kiralama Sirketi Veri Kiimesi ile Maliyet Tahmini, YBS Ansiklopedi, v.12, is 2

Bu caligmada "Brand", "Gear" ve "MaintenanceType" siitunlarina One Hot Encoding islemi uygulanmistir. Bu islemde
stitundaki degerlerin her biri bir siitun olarak veri kiimesine eklenir. Sekil 9 da goriilmektedir. Degiskenler birbiri tizerinden
iiretilebilir olamamasi adina biitiin One Hot Encoding islemlerinde drop_first segenegi true yapilmis ve ilk kolonlar silinmistir.

Segment Year FuelType Gear Milage Gear Half Gear TRlP
Manual Gear_Manual ““ipayc

C 2014 Diesel Automatic 200130.0
D 2016 Diesel Automatic  88307.0 O 0 0
0 0 0

C 2017 Diesel Automatic 221354.0
0 0 0

D 2016 Diesel Automatic 163614.0
0 0 0

B 2017 Diesel Automatic 75474.0
0 0 0
C 2016 Diesel Manual 143909.0 0 1 0

Sekil 9: One Hot Encoding islemi

Veri kiimesindeki segment siitununda segmentler aras: sirali farkliliklar oldugundan label encoding islemi uygulanmstir.

Model SubModel Segment Year FuelType VendorlD Segment Year cltyID

1.4 D-4D TOUCH

COROLLA Lo C 2014  Diesel Al
2070 929 1 2014 63
A4 QUATTRO 190 D 2016  Diesel A
HP S TRONIC
COMFORT 16 7990 2 2016 63
EGEA  MJET 120HP C 2017  Diesel Al
DCT
1.6 TDI BMT 120 540 1 2017 63
PASSAT  PS TRENDLINE D 2016  Diesel Al
DSG
7854 2 2016 63
BLUE 1.6 CRDI
ACCENT  MODE PLUS B 2017  Diesel AL
o™ 4390 0 2017 63

Sekil 10: Label Encoding Islemi

3. MODELLEME

Modelleme, karmasik problemleri anlamamiza ve gelecegi tahmin etmemize yardimc1 olan giiglii bir aractir [18, 19]. Bu asama
proje amacma yonelik egitim ve tahmin adimlarini igeren bir yontemdir. Veri kiimesindeki veriler kullanilabilir hale
getirildikten sonra bu asamada modellere verilerek egitim ve tahmin islemleri yapildigindan proje igin énemli bir asamadir [5].
Bu caligmada literatiir taramas1 sonucu bulunan maliyet analiz projelerinde kullanilan, benzer regresyon projelerinde iyi
sonuglar vermis ya da karmasik verilerde iyi sonuglar veren ¢esitli modeller denenmistir. Kullanilan modeller: Support Vector
Machine, Random Forest, XGBoost, Polynomial Regresssion, LightGBM ve CatBoost modelleridir. Model degerlendirmesi
icin literatiirde yapilan benzer ¢alismalarda kullamlan R? ve ortalama kare hatasi dlgiitleri kullanilmisgtir.

3.1 Support Vector Machine (SVM)

Ozellikle siniflandirma ve regresyon problemlerini ¢ozmek igin kullanilan giiclii bir makine égrenmesi algoritmasidir. SVM,
¢ekirdek fonksiyonlari sayesinde veriyi yliksek boyutlu uzaylarda ele alabilir [20]. Veri kiimemizin karmasik ve biiyiik boyutlu
olmasindan ve bu algoritmanin da benzer problemlerde iyi sonug verdigi dolayistyla ¢alismamizda kullanilmustir.

3.2 Random Forest

Yaygin olarak kullanilan ve biiyiik verilerde basarili sonug veren bir topluluk (ensemble) 6grenme modelidir. Model birden ¢ok
karar agacini bir araya getirerek genelleme yetenegi yiiksek bir model olusturur [21]. Literatiirde de benzer ¢alismada 6rnegi
oldugundan veri kiimesine uygun goriilmiis ve projede kullanilmasina karar verilmistir.



Emrullah Karacan, Arag¢ Kiralama Sirketi Veri Kiimesi ile Maliyet Tahmini, YBS Ansiklopedi, v.12, is 2

3.3 XGBoost

Ozellikle tablo verileri iizerinde yiiksek performansli tahmin modelleri olusturmak i¢in kullanilan bir algoritmadir. Regresyon
problemlerinde ve karmasik veri kiimelerinde basarili oldugu goriilmektedir [22]. Bu nedenle projede kullanilmasi uygun
bulunmustur.

3.4 Polynomial Regression

Dogrusal regresyonun genisletilmis bir bi¢imidir ve dogrusal olmayan iliskileri modellemek i¢in kullanilir. Dogrusal
regresyonun aksine, bagimsiz degiskenlerin mertebeleri kullanilarak daha esnek ve karmasik bir model elde edilir. Literatiirde
benzer bir ¢aligma ornegi yoktur ancak farkli tiirde regresyon problemlerinde karmagsik veri kiimelerinde basarili sonuglar
verebildigi i¢in projede kullanilmasina karar verilmistir.

3.5 LightGBM

Microsoft tarafindan gelistirilen bir agik kaynakli makine 6grenmesi modelidir. Benzer modellere nazaran daha hizli ve verimli
calismaktadir. Elimizdeki veri kiimesi iizerinde literatiirde gelismis aga¢ modellerinin basarili oldugu goriildiigiinden deneme
amagcli projede kullanilmas1 uygun gériilmiistiir [23].

3.6 CatBoost

Kategorik degiskenler iizerinde etkili olan agik kaynakl1 bir makine dgrenimi gergevesidir. Performans: ve 6zellikle kategorik
degiskenler i¢in otomatik isleme 6zelligi ile 6ne ¢ikar [13]. Karmasik veri kiimelerinde de basarili olmasi nedeni ile projede
kullanilmasi uygun gortilmiistiir.

Tablo 2: Model Basar1 Degerlendirmeleri

Model R2 Degeri Ortalama Kare Hatas1
Support Vector Machine 0.920155 30690.149
Random Forest 0.999026 374.172
XGBoost 0.997617 915.827
Polynomial Regression -615159 2.364
LightGBM 0.999020 376.307
CatBoost 0.999380 237.990
4. DEGERLENDIRME

Proje kapsaminda bir arag¢ kiralama sirketinin bakim maliyet verileri iizerinde 6n isleme, analiz ve gorsellestirme islemleri
yapilmistir. Projede iyi sonuglar alinmas: amacryla literatiir taramasi yapilmistir. Yapilan arastirma sonucu benzer projelerde
makine Ogrenmesi modellerinin 6zellikle ileri seviye aga¢ modellerinin etkili oldugu bilgisi edinilmis regresyon
algoritmalarindan Support Vector Machine, Random Forest, XGBoost, Polynomial Regression, LightGBM, CatBoost
kullanilmasina karar verilmistir. Benzer caligmalardaki basarilarin karsilastirilabilmesi agisindan literatiirdeki ¢aligmalarda
kullanilan R? ve ortalama kare hatas1 metrikleri kullamlmgtir. R? degeri, bir regresyon modelinin bagimsiz degiskenlerinin
bagimh degiskeni ne kadar iyi agikladigini 6lgen istatistiksel bir basari Olgiisiidiir. Ortalama Kare Hatasi, bir regresyon
modelinin tahminlerinin ger¢ek verilerden ne kadar uzak oldugunu dlgen bir istatistiksel Sl¢iidiir. Ortalama kare hatasi degeri
modele bagli olarak degisebilir ve baglami 6nemlidir. Bir hata degeri bagka bir baglamda kabul edilebilirken, ayn1 hata bagka
bir durumda yiiksek olabilir. Literatiir taramasi sonucu elde edilen model basarist ve bizim ¢alismamizda bulunan sonuglar
asagidaki tabloda verilmistir. Tki algoritmada (LightGBM ve Polynomial Regression) benzer bir ¢alismada ayni metriklere
sahip sonuclar bulunamamis ancak literatiir taramas: sonucu farkli yapidaki benzer veri kiimelerinde iyi sonug¢ verdigi
bilgisinden yola ¢ikarak bizim projemizde de kullanilmis ve sonuglar paylasiimstir.

Calismada deginilecek bir bagka nokta ise proje gelisim siirecindeki tiim adimlar i¢in gelismis yapay zeka teknolojileri
¢ozlimleri de mevcuttur ve bunlardan biri veri kiimesi lizerinde uygulanacak, sonuglar1 almacak ve sonuglar bir sonraki boliimde
karsilagtirlacaktir. Gelismis yapay zeka teknolojilerine 6rnek verecek olursak Optiwisdom sirketine ait olan kolay.ai motoru
fiyat belirleme, alis ve satis tahmini, talep tahmini gibi konularda yardimci olmasinin yaninda miisteri analitigi ile ilgili, gelir
ve gider analitigi ve miisteri segmentasyonu yaparak rekabet¢i piyasada yardimci olacak birgok yetenegi barindirmaktadir [24].



Emrullah Karacan, Arag¢ Kiralama Sirketi Veri Kiimesi ile Maliyet Tahmini, YBS Ansiklopedi, v.12, is 2

Tablo 3: Karsilagtirmali Model Basar1 Sonuglari

Model Bulunan R? Degeri Literatiir R> Degeri
Support Vector Machine 0.920 0,923

Random Forest 0.999 0,966

XGBoost 0.997 0,929

Polynomial Regression -615 -

LightGBM 0.999 -

CatBoost 0.999 0,972

5. SONUC

Bu projede bir arag kiralama sirketi verileri kullanilmus, veriler {izerinde 6nisleme teknikleri uygulanmis ve makine 6grenmesi
modelleri kullamilmigtir. Literatiir taramasindan baglanip modellerin hazirlanan veri iizerinde denenmesine kadar olan son
boliime kadar adim adim ilerlenen bu siiregte, makine 6grenmesi modelleri ile yapilan maliyet tahmininin ve maliyet analizinin
sirketler i¢in 6nemi ve sirketlere saglayacag iyilesmeleri ele almstir.

Projenin ilk etabinda maliyet analizi ve tahmini ile ilgili literatiir detayli bir sekilde incelenmistir. Incelenen meveut literatiir,
sirketlerin siirdiirtilebilir kaynak yonetimi ve rekabet avantaji elde etmesi i¢in maliyet tahmini ve maliyet tahmini dogrultusunda
planlama yapmasinin kaginilmaz oldugunu ortaya ¢ikarmistir.

Projede deginilen bir baska husus da literatiir taramasi sonucu 6nceden benzer problemler ile ilgili yapilan ¢aligmalarda
uygulanmis makine 6grenmesi modelleri ile bu projede uygulanan model basari sonuglarinin karsilagtirilmasidir. Bu
karsilagtirma, sirketlerin bir sonraki yillardaki biit¢esini planlarken en dogru sonuglari alabilecegi makine Ogrenmesi
modellerinin se¢ilmesi i¢in 6nemli fikirler vermektedir.

Projede veri kiimesi ve analizi baslig: altinda veri kiimesi agiklanmustir. Veri kiimesi {izerinde gerekli goriiliip uygulanan
veri Onigleme teknikleri detaylica agiklanmustir. Veri analizi boliimiinde “Tableau” uygulamasi kullanilarak grafikler ¢izdirilmis
ve degiskenlerin hedef degisken olan toplam maliyet (GrandTotal) i¢in énemi gorsel olarak anlatilmistir.

Calismada odaklanilan bir bagka nokta {izerinde islemler yaptigimiz ve ¢esitli model basar1 sonuglarini paylastigimiz veri
kiimesini gelismis bir yapay zeka motoru olan kolay.ai iizerinde denemek ve karsilagtirma yapmaktir. Vurgulanmasi gereken
en 6nemli hususlardan biri, veri bilimciler tarafindan veri kiimesi tizerinde manuel olarak programlama dilleri ve algoritmalarla
yapilan ¢alisma siirecinin zorlugu ve zaman maliyetini 6nemli oranda indirgemesidir. Veri kiimesi yapay zeka motoruna uygun
formata cevrilip sisteme yiiklendikten daha genis ¢apli analiz ve sonuglar1 oldukga kisa bir siirede sonuglar ¢ikmaktadir. Burada
saglanan en 6nemli faydalar zaman maliyetini oldukga diisiirmesinin yani sira daha basarili sonuglar verebilmesidir.

Son olarak bu caligma, maliyet analizi ve makine d6grenmesi modelleri ile maliyet tahminin sirketlere 6nemli faydalar
sagladigini ve dogru yapilan maliyet tahmini ¢iktilarinin sirketlere rekabet avantaji saglayabilecegini veya rekabet avantajini
arttirabilecegini gostermektedir. Yapilan ¢alisma, sirketlerin bu yapay zeka teknolojilerini etkili bir bicimde kullanmas: ile
biitgelerinde efektif bir genislik olusturmasinda yardimer olacaktir.
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